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  ABSTRACT    
 

In recent years, the problem of classifying objects in images has increased by using deep 

learning as a result of the industrial sector requirements. Despite of many algorithms used 

in this field, such as Deep Learning Neural Network DNN and Convolutional Neural 

Network CNN, the proposed systems to address this problem Lack of comprehensive 

solution to the difficulties of long training time and floating memory during the training 

process, low rating classification.  

Convolutional Neural Networks (CNNs), which are the most used algorithms for this task, 

were a mathematical pattern for analyzing images data. A new deep-traversal network 

pattern was proposed to solve the above problems. The aim of the research is to 

demonstrate the performance of the recognition system using CNNs networks on the 

available memory and training time by adapting appropriate variables for the bypass 

network. The database used in this research is CIFAR10, which consists of 60000 colorful 

images belonging to ten categories, as every 6,000 images are for a class of these items. 

Where there are 50,000 training images and 10,000 test tubes. When tested on a sample of 

selected images from the CIFAR10 database, the model achieved a rating classification of 

98.87%. 

Key words: Convolutional Neural Network, Deep learning, classification, convolutional 

layer, fully connected Layer, classification layer, Activation function. 
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   صممخ  
 

غـ مف تعدد نتيجة لمتطمبات القطاع الصناعي.عمى الرّ ور في السنوات الأخيرة نمت مشكمة تصنيؼ الكائنات في الصّ 
 SIFT Scale Invariant Feature Transforms ،ORB لممساعدة في عممية التصنيؼالمستخدمة  التقنيات

Oriented Fast And   Rotated Brief , SURF Speed Up Robust  Features،  شبكات التعمـ ل إضافة
 Convolutional Neuralوالشبكات العصبونية الالتفافية  Deep Learning Neural Network DNNالعميؽ 

Network CNNدريب لمصعوبات المتمثمة بوقت التّ امؿ ر لمحؿ الشّ ق، فإف الأنظمة المقترحة لمعالجة ىذه المشكمة تفت
  ؿ التصنيؼ.العائمة أثناء عممية التدريب، وانخفاض معدّ ويؿ والذاكرة الطّ 

أكثر الخوارزميات مف   Convolutional Neural Networks (CNNs)ية الالتفافيةونتعتبر الشبكات العصب
تـ اقتراح نموذج شبكة التفافية  لتحميؿ البيانات الموجودة في الصور. وذجا حسابيافقد كانت نم ،ليذه الميمة استخداما

عمى   CNNsشبكاتعرؼ باستخداـ ييدؼ البحث إلى إظيار أداء نظاـ التّ ميقة جديد لحؿ المشاكؿ المذكورة أعلاه. ع
قاعدة البيانات  ية الالتفافية.وناكرة المتاحة وزمف التدريب وذلؾ مف خلاؿ منيجة متغيرات مناسبة لمشبكة العصبالذّ 

صورة ممونة تنتسب لعشرة أصناؼ، حيث أف كؿ   01111المكونة مف CIFAR10المستخدمة في ىذا البحث ىي 
حقؽ ورة للاختبار. ص 41111صورة لمتدريب و  01111وجد صورة تكوف لصنؼ مف ىذه الأصناؼ. ي  0111

 .، %28.89معدؿ تصنيؼ  CIFAR10لدى اختباره عمى عينة مف الصور المنتقاة مف قاعدة البيانات النموذج 
 

ة الالتفافية، طبقة الاتصاؿ التعمـ العميؽ، التصنيؼ، الطبق،  CNNية الالتفافيةونالشبكات العصب المفتاحية:الكممات 
 الكامؿ، طبقة التصنيؼ، تابع التفعيؿ.
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 مقدمة: 

أو  ةور إيجاد وتحديد الكائنات في الصّ تعمؿ عمى التي  وبيةسؤية الحاالرّ إحدى تقنيات  عرؼ عمى الكائناتيعتبر التّ 
ىذه عرؼ عمى التّ  للآلة يمكفاقتطاع أجزاء مف الكائنات، القياسات والأحجاـ و  وبالرغـ مف اختلاؼ. [7]ديويتسمسؿ الف
ىذه الميمة تعاني الكثير مف الصعوبات ضمف أنظمة الرؤية الحاسوبية، مما يتطمب تقنيات ذات لكف مازالت الكائنات. 

 [7]لممشاكؿ المتزايدة.عالية كفاءة 
باقي الابتكارات في مجاؿ  عف، تفوّؽ مثؿ ىذا النوع مف الشبكات ية العميقةونفي مجاؿ الشبكات العصب لمباحثيف تبيّف

ية الالتفافية ونالشبكات العصب وقد أثارتفي مجاؿ تصنيؼ الصور.  مثالي لرؤية الحاسوبية، مولدة أداءا
Convolutional Neural Network CNN  ًمنذ ذلؾ الحيف، . دراسة الرؤية البيولوجيةل كبيرا بكونيا أداة اىتماما

 ما يقابميا مفمع القابمة لممقارنة بصري عرؼ القدرات التّ تعرض ىذه الفئة مف أنظمة الرؤية الاصطناعية  أخذت
 [9]المقدرات البشرية.

 CNN ظيرت الشبكاتقد . و التنبؤمجاؿ في  تيافعالي إضافة إلىعرؼ، في تحسيف أداء عممية التّ المبتكرة النماذج تقوـ 

طورات التكنولوجية سمحت باستخداـ وحدات المعالجة الرسومية ى أف التّ ، حتّ عرؼ عمى الكائناتأساليب ممتازة لمتّ ك 
 [10].جمشكمة الرقمية باستخداـ ىذا النيلتسريع حؿ ال GPUs (Graphical Processing Units)غراض العامة لؤل

وبالتالي أصبحت أجيزة الحاسب قادرة عمى  إلى تقميؿ زمف الحسابات، والنظر في شبكات أكبر.وقد لجأ الباحثوف 
أداء أقرب ما يكوف لأداء الإنساف في  CNNsحققت الشبكات كما  .رصانةوبنماذج أكثر التحرؾ بشكؿ أعمؽ وأوسع 

 [13]، بحث الصور[12]الوجوه ، التعرؼ عمى[11]عدة مياـ لمتعرؼ، مثؿ التعرؼ عمى الحروؼ المكتوبة بخط اليد
  وغير ذلؾ الكثير.

عمى نطاؽ واسع مف أجؿ تصنيؼ  deep learningفي السنوات القميمة الماضية، تمت دراسة طرائؽ التعمـ العميؽ 
 Deep Neuralية العميقة ونتستخدـ الشبكات العصب. ومياـ معالجة الصور  image classificationالصور

Network (DNN)  الطبقة العميقة لاستخلاص السمات الكامنة مف بيانات الصورة وبالتالي تحقيؽ إمكانية تصميـ
 ConvNet Convolutionalالالتفافية تمتمؾ الطبقات في الشبكات العصبونية  تصنيؼ النماذج بشكؿ مناسب.

Neural Network (CNN)  عصبونات مرتبة بشكؿ ثلاثي البعد: عرض، طوؿ، عمؽ.) يشير العمؽ ىنا إلى البعد
. تتصؿ العصبونات في طبقة ما إلى منطقة صغيرة (الثالث لحجـ التفعيؿ،وليس إلى عمؽ الشبكة العصبونية الكاممة

الخلايا العصبونية في مع جميع   fully connectedالطبقة التي قبميا، بدلا مف الاتصاؿ بشكؿ كامؿ عصبونات مف 
، كما ىو الحاؿ في الشبكات العصبونية العادية. تتكوف البنية العامة لمشبكات العصبونية مف قسميف: الطبقة السابقة

 قسـ لاستخلاص السمات) الطبقات الالتفافية(، والقسـ الآخر لمتصنيؼ )طبقة الاتصاؿ الكامؿ(.

ىو  Muhammadو  Mahtabو  Sudiptaتي قاـ بيا الباحثوف كاف اليدؼ مف الدراسة ال [1] 9148في العاـ  
، وقد اعتمد الباحثوف عمى تقنيات إزالة DNNالتحقؽ مف نظاـ تصنيؼ الصور ذات الضجيج العالي بالاعتماد عمى 

وذلؾ لإعادة بناء الصورة الأصمية مف صورة الدخؿ  Autoencoder (AE)ضجيج باستخداـ مرمز أوتوماتيكي ال
ىي  CNNبتصنيؼ الصور المعاد بناؤىا، حيث أف شبكة  CNNية الالتفافية ونالمشوشة. لتقوـ بعدىا الشبكة العصب

مع القدرة عمى الحفاظ عمى تمثيؿ أفضؿ لمييكؿ الداخمي لبيانات الصورة. تـ الاعتماد عمى  DNNمثؿ الشبكة 
المرمز الأوتوماتيكي لإزالة  عة مف المرمزات الأوتوماتيكية وذلؾ ضمف خطوة إزالة الضجيج ومنيامجموعة متنو 
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 convolutional، والمرمز الأوتوماتيكي الإلتفافي لإزالة الضجيج denoising autoencoder (DAE)الضجيج 

denoising autoencoder (CDAE). 

وباحثوف آخروف بدراسة التعرؼ عمى العواطؼ مف المسارات الموسيقية،  Miroslavقاـ    [2]9149في العاـ 
 Recurrent)ية التكرارية ونوالشبكات العصب CNNية الالتفافية ونمقترحيف خوارزمية تعتمد عمى الشبكات العصب

Neural Network) RNN نفس ، تمتمؾ ىذه الخوارزمية برامترات أقؿ بشكؿ واضح مقارنة مع خوارزميات أخرى ل
. تـ تقييـ ىذه RNNمتبوعة بفرعيف مف الشبكة  CNNالميمة. تـ في ىذه الخوارزمية استخداـ طبقة واحدة مف الشبكة 

، محققيف أفضؿ نتيجة تـ ”MediaEval2015 emotion in music“الخوارزمية باستخداـ مجموعة البيانات 
 الحصوؿ عمييا في مجموعة البيانات ىذه.

مباشرة المدربة ية الالتفافية ونالشبكات العصب عمؿعمى تقييـ أداء  [3] 9140في العاـ  Semconو  Robertعمؿ 
 transformationعمى بيانات ثلاثية البعد، متجاوزيف فقداف البيانات مف خلاؿ استخلاص البيانات أو التحويلات 

ية عمى مجموعة بيانات تـ إنشاؤىا مف قبؿ تـ تقييـ فعالية ىذه الخوارزم والسماح لمكثافة بتحديد النقاط التي ستستخدـ.
KITTI Vision Benchmarking Suite ومتوسط الدقة 20.30. أظيرت النتائج أف مجموع نقاط الدقة %

 % عمى مجموعة بيانات تدريب لسبعة أصناؼ.20.09
مف أجؿ  Recurrent CNN (RCNN)ية التفافية متكررة ونشبكة عصب [4] 9140وآخروف في العاـ   Mingاقترح 

دمج الروابط المتكررة ضمف كؿ طبقة تلافيفية. عمى الرغـ مف الدخؿ الثابت، فإف ب قاموا حيث ،التعرؼ عمى الكائنات
يتطور بمرور الوقت لدرجة أف نشاط كؿ وحدة يتعدؿ بنشاط الوحدات المجاورة ليا. وجد  RCNNعمؿ وحدات 

المعمومات مما يفيد عممية التعرؼ عمى الكائنات. تـ اختبار  الباحثوف أف ىذه الخاصية تعزز قدرة النموذج عمى دمج
، SVHNو  CIFAR-10, CIFAR-100, MNISTالنموذج عمى أربعة قواعد بيانات لمتعرؼ عمى الكائنات وىي: 

يتـ  يتفوؽ عمى أحدث النماذج المطبقة عمى قواعد البيانات ىذه. وبزيادة عدد البرامترات  RCNNأف النموذج  فوجدوا
  الوصوؿ إلى أداء أفضؿ.

طورات الحديثة في مجاؿ التعمـ العميؽ لتحديد واكتشاؼ الكائنات مف أتمتة تحميؿ التّ  تمكنت، [5] 9148في العاـ 
بشرح قدرة التعمـ العميؽ عف طريؽ تدريب ومقارنة مصنفي تعمـ عميؽ  Grahamو  Stefanالصور. قاـ الباحثاف 

. أظيرت خوارزمية التعرؼ YOLO v2.0و  Faster R-CNNقعيا في الصور وىما لاكتشاؼ الكائنات وتحديد مو 
يتفوؽ  Faster R-CNNؼ عمى الكائنات نجاحا كبيرا عند تدريبيا عمى قاعدة بيانات كبيرة. بينت التجارب أف المصن  

 % عمى التوالي. 90.9% و 23.1بمتوسط دقة  YOLO v2.0عمى المصنؼ 
عمى المقارنة  S. Ben Driss, M. Soua, R. Kachouri, and M. Akilلباحثوف عمؿ ا  [6] 9149في العاـ 

 Multilayer perceptronشبكات البيرسيبتروف متعددة الطبقاتو  CNNية الالتفافية ونبيف عمؿ الشبكات العصب

(MLP) تشكيؿ مناسب لمشبكة مستخدميف واصفات ب قاموا، حيثUCD . صممت شبكةCNN  مف أجؿ التعرؼ
صنؼ تشمؿ كلا مف الأرقاـ والمحارؼ. وقد  09عمى المحارؼ المطبوعة والمكتوبة بخط اليد وتـ تكييفيا لتتوافؽ مع 

 عند تصنيؼ المحارؼ.MLP الوقت الحقيقي أكثر ملائمة بمرتيف مف شبكات   CNNبينت التجارب أف شبكات 
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  :أىمية البحث وأىدافو

غـ مف تنفيذىا عمميا خلاؿ العقود الماضية. بالرّ  وقد ت ّـ الكائناترائؽ المقترحة لعممية التعرؼ عمى ىناؾ العديد مف الطّ 
 حيثفي مجاؿ المراقبة الأمنية كما عرؼ الحديثة، اممة لصعوبات التّ ة والشّ ذلؾ، لا يزاؿ ىناؾ ضعؼ بالحموؿ العامّ 

التركيز عمى أشكاؿ بمواصفات  مف لنتمكف باطراد Closed-Circuit Television (CCTV)عدد الكاميرات يزداد 
وكذلؾ الأجيزة الرقمية التي تتطمب  أو ملاحظة بقاء أشياء لفترات زمنية مريبة. معينة بحاؿ وجود اشتباه بشيء ما،

 .تقنيات كشؼ فعالة
بأقرب زمف حقيقي. مع  CNNأصبحت الأجيزة المحمولة قوية بما يكفي لمتعامؿ مع الحسابات المطموبة لتنفيذ نماذج 

بالاعتماد عمى في مجاؿ التعرؼ الآلي أخذ ذلؾ بعيف الاعتبار، تـ تطوير البحث بالاعتماد عمى أبسط وأقوى الطرؽ 
بشكؿ خاص لمياـ التعرؼ عمى الكائنات باستخداـ أقؿ ما يمكف مف الموارد و ذات الأوزاف الخفيفة   CNNنموذج 

 للؤجيزة الطرفية النيائية.
 :لبحث الحالي إلى ييدؼ ا

 .CNNالشبكات العصبونية الالتفافية  باستخداـ موجود في صورةكؿ ػيؼ الآلي لشػؿ لنظاـ يقوـ بالتوصػالتوص -4
، مف خلاؿ انتقاء الحجوـ المناسبة لمفلاتر ضمف الطبقات CNNتقميؿ كمية الحسابات الضخمة التي تتطمبيا  -9

 .Max poolingوتخفيض حجـ الخرج لطبقات   Strideوحجـ الخطوة 
 استخداـ الحد الأدنى مف الذاكرة لمحسابات التي تتطمبيا مثؿ ىذه الأبحاث. -3
 

 طرائق البحث ومواده:

لمعالجة ميمة التعرؼ عمى الأشياء بالزمف الحقيقي، حيث تمكنت  CNNتـ اقتراح نسخة بسيطة وفعالة مف شبكات 
 ىذه الشبكة المقترحة مف تحقيؽ أداء ممتاز بموارد حاسوبية ومادية قميمة التكاليؼ.
 dual-core Intel Core i3-5010Uتـ تطبيؽ عممية التدريب عمى حاسوب شخصي يمتمؾ وحدة معالجة مركزية 

 R2017a 64-bit Februaryذج برنامج ماتلاب و تدريب النمل استُخدِـ. 4GBـ ، وذاكرة نظا GHz 2.1بسرعة 

 Graphical Processing الرسوميةضمف مكتبات التعمـ العميؽ، باستخداـ وحدة المعالجة  23,2017

Units(GPUs). 

( 4الشكؿ )يبيف  التنبؤ.يتضمف البحث عدة مراحؿ بدءا مف مرحمة المعالجة المسبقة ومف ثـ التدريب وصولا إلى مرحمة 
 التسمسؿ العاـ لممراحؿ المنفذة. المعبر عفالمخطط الصندوقي 

 
 المخطط الصندوقي لمراحل العمل (4الشكل)
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 :مرحمة المعالجة المسبقة 4-

مثؿ الطائرات والأسماؾ والطيور ومتنوعة معروفة مف الصور لكائنات كبيرة مجموعة  المستخدمةتضمف قاعدة البيانات ت
ممونة  الصوروذلؾ لجعؿ الشبكة واسعة الطيؼ وقادرة عمى التعرؼ عمى عدد كبير مف الأنواع.  والقطط وغيرىا

 دعاأبثلاثي البعد. تختمؼ  CNNالشبكة دخؿ ، ما يجعميا متناسبة مع RGBبمكونات الأحمر والأخضر والأزرؽ 
وذلؾ لأف دخؿ  بكسؿ 132x132x3 جعميا جميعا بنفس الأبعاد ولضرورة العمؿ تـإلا أنو في قاعدة البيانات الصور 

 ( بعضا مف صور قاعدة البيانات.4يبيف الشكؿ) .الشبكة محدد بأبعاد ثابتة

 
 صور من قاعدة البيانات.( 9الشكل)

إلى خسارة بعض البيانات بحيث أنو لا يمكف مف الضغط يؤدي ىذا النوع  ،jpegىو  ليذه  الصورإف نوع الضغط 
% ، حيث تقوـ ىذه 11تصؿ معدلات الضغط في ىذا النوع إلى أكثر مف . استرداد ىذه البيانات عند فؾ الضغط

 . بالاستفادة مف الخصائص الإدراكية لمعيف والأذف البشريةالمنيجيات 
 الاحتماؿ والكثافةتنفيذ تابعي كثافة وذلؾ بلتحسيف التبايف في الصورة  تـ اقتراح استخداـ تقنية تسوية الييستوغراـ
يجاد جمع ىذا العدد. التراكمية عمى الصورة. يتضمف ىذاف التابعا ف حساب عدد البكسلات مف كؿ لوف في الصورة وا 

تسوية  إنجاز بالإمكافيمكف ملاحظة أنو  إنجاز تسوية الييستوغراـ. يتـ،  scalingبقياس الخرج و وببساطة  ثـ
 .لمصورة دوف الحاجة لمساحة مؤقتة ) حيث يمكف الكتابة فوؽ قيـ البكسؿ(الييستوغراـ 

 لإنجاز العمميات السابقة باستخداـ برنامج الماتلاب يجب استخداـ التعمميات الأساسية  التالية:
 .نامج الماتلاب قراءة الصور بتنسيقات مختمفة. حيث يمكف لبر (x,y,color)قراءة الصورة بالأبعاد الثلاثة  -4

img= imread (image_name); 

 إلى صورة بتدرج الرمادي: RGBتحويؿ الصورة الممونة  -9

imgGray = rgb2gray(img); 

. يمكف ليذه المصفوفة أف  myHistحيث تعيد التعميمة التالية النتيجة ضمف المصفوفة لمصورة إجراء الييستوغراـ  -3
 تُستخدـ لتحميؿ الرسـ البياني لمصورة.

myHist = imhist(imGray); 

 .3إجراء تسوية الييستوغراـ لمصورة، حيث يمكف إجراء تسوية الييستوغراـ بدوف الخطوة   -1
eqImage = imhisteq(imGray); 
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 : Learningمرحمة التعمم  9-
ذىا، لذا يتأثير سمبي عمى الميمة المعتبرة المراد تنف لوالأعماؿ السابقة أف النموذج البسيط لشبكات التعمـ العميؽ  بيّنت

  .[9]لزيادة حجـ وتعقيد النموذج المستخدـمُمحّ فقد كاف التوجو 
ية الالتفافية العميقة عددا كبيرا مف الطبقات. تتضمف كؿ طبقة عددا كبيرا مف العصبونات ونالعصب ةتتضمف الشبك
قد في عُ ال لمخرجاتىو عبارة عف تابع  Lعقد الطبقة السابقة، أي أف خرج كؿ عقدة مف الطبقة عدد مف ترتبط إلى 

 L-1 .[7]الطبقة 

ؼ. كؿ طبقة مف طبقات يصنطبقات لمتالسمات و طبقات لاستخلاص :  [8]زأيف أساسييفج إلىالطبقات  تنقسـ
وتكوف وتقوـ بتمرير خرجيا كدخؿ لمطبقة اللاحقة.   ،لطبقة السابقة ليا مباشرة كدخؿاستخلاص السمات تستقبؿ خرج ا

 الانتخاب الأعظميطبقة و  الالتفافيةالطبقة عبارة عف دمج ثلاثة أنواع مف الطبقات: لمشبكة المقترحة العمارة الأساسية 
max-pooling  التصنيؼطبقة و classification .ىي الطبقات بالمستويات المتوسطة والمنخفضة لمشبكة حيث أف 

  .الأعظمي ذات الترتيب بالأرقاـ الفرديةوطبقات الانتخاب ذات الترتيب بالأرقاـ الزوجية الطبقات الالتفافية 
السمات باستخلاص كؿ عقدة مف عقد الطبقة الالتفافية تقوـ . [7]تتميز الطبقة الالتفافية بأوزانيا )قيمة فلاترىا(
بخطوات ثابتة و عدة التفافات بحجـ ثابت لكؿ طبقة،  حيث يتـ تطبيؽ .ةباستخداـ العمميات الالتفافية عمى العُقد المدخم

Stride ضمف مخطط ثنائي البعد يدعى خريطة السمات عُقد الخرجيتـ تجميع  .عمى كامؿ الدخؿfeature 

mapping  .يتـ دمج حيث  يُشتؽ عادة مف مخطط أو أكثر مف الطبقات السابقةconvolved   مخططات السمات
بقات السابقة مع الفلاتر القابمة لمتعمـ. يذىب خرج ىذه الفلاتر عبر توابع تفعيؿ خطية أو لا خطية مثؿ مف الطّ 

sigmoid  وhyperbolic tangent  وSoftmax و rectified   linear وتوابع المطابقةidentity functions. 
بينما الخطوط والزوايا. و  المستوى المنخفض كالحواؼمات ذات السخريطة الطبقة الالتفافية الأولى  ينتج عف التعمـ في
ازدادت الشبكة . وكمما modelsالنماذج و  partsالطبقات التالية تمثيلات أكثر تعقيدا كالأجزاء  ينتج عف التعمـ في

وحصمنا عمى تمثيؿ أفضؿ لسمات صور اكتسبت مستويات أعمى مف الميزات  وازداد عدد مخططات السمات، عمقا
   .الدخؿ مما يضمف دقة في التصنيؼ 

خريطة تتناقص أبعاد مف خرائط السمات عمى الخرج يمكف أف تُدمج بأكثر مف خريطة سمة عمى الدخؿ. واحدة كؿ 
العلاقة  لدينا وبشكؿ عاـ وعمميات التجميع الأعظمي.المستخدمة في العمميات الالتفافية  السمات تبعا لحجـ الفلاتر

(4): 

  
   (∑   

    
      

     
     

  )                       

  ف  إحيث 
  خرج الطبقة الحالية،   

   خرج الطبقة السابقة،      
  فمتر الطبقة الحالية،   

انحياز الطبقة الحالية.   
 لكؿ مخطط دخؿ.  bواحدا مف مخططات الدخؿ. يعطى انحياز إضافي    يمثؿ 

تقوـ بعممية تخفيض أبعاد مخططات الدخؿ وعادة ما أخرى طبقة تشترؾ مع الطبقة الالتفافية في استخلاص السمات 
 أي،. في ىذا النوع مف الطبقات فإف عدد مخططات السمات لكؿ مف الدخؿ والخرج لا يتغير. poolingتُعرؼ بطبقة 

مخطط عمى الخرج. ولكف وكنتيجة لعممية تخفيض الأبعاد فإف  Nيكوف ىناؾ سعمى الدخؿ مخطط  Nفي حاؿ وجود 
لمثاؿ، إذا كاف حجـ حجـ كؿ بعد لمخططات الخرج سيقؿ بالاعتماد عمى حجـ قناع تخفيض الأبعاد. عمى سبيؿ ا
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فستكوف أبعاد الخرج نصؼ أبعاد الدخؿ لكؿ الصور.يمكف صياغة ىذه العممية  2x2الفمتر المستخدـ لتخفيض الأبعاد 
 :(9بالعلاقة )

  
           

              (2) 
و   average poolingتابع تخفيض الأبعاد. يتـ تنفيذ نوعيف مف العمميات في ىذه الطبقة وىما  ()downمثؿ ي

max pooling في .average pooling  يقوـ التابع بالجمع عبرNxN  مف خريطة السمات لمطبقة السابقة وتختار
يقوـ الفمتر التي  خريطة السمات مف NxN، يتـ اختيار أكبر القيـ في max poolingالقيمة المتوسطة. أما في حالة 

 مرة.  nبمقدار لا خطيا عاد خريطة السمات ب. لذا سيتـ تخفيض أبالالتفاؼ عندىا
سموؾ الحبؿ سموكيا  وفييا توابع التفعيؿ التي يحاكي، Activation Layerطبقة التفعيؿ ىناؾ  إضافة لما سبؽ،

 Sigmoid, Rectified Linearشيوعاالأكثر توابع التفعيؿ  مفالعصبي الذي يرسؿ الإشارة عند وجود المحفزات. 

Units (ReLU), Hyperbolic Tangent  يعتبر التابع .ReLU  أحد السمات المرافقة لمشبكاتCNN ؼ ر ويع
 :(3بالعلاقة )

F(x) = max (0, x)          (3) 
 نتيجة تنفيذ العمميات الالتفافية والانتخاب الأعظمي عمى الصورة المدخمة. (3الشكؿ )يوضح 

 

 
 والانتخاب الأعظمي.( مثال عن العمميات الالتفافية 3الشكل )

ىي طبقة و  classification layerلطبقة التصنيؼ كدخؿ  طبقات استخلاص السماتيُستخدـ خرج آخر طبقة مف 
والتي تقوـ بحساب اليدؼ لكؿ صنؼ مف السمات المستخمصة مف  Fully Connected (FC) الاتصاؿ الكامؿ

. FCمرر لمطبقة قيـ قياسية تُ ذي الطبقة الالتفافية في الخطوات السابقة. يُمثؿ مخطط السمات لمطبقة الأخيرة بشعاع 
ية ونة العصباختيار العدد المرغوب مف السمات كدخؿ مع الأخذ بعيف الاعتبار أبعاد مصفوفة الأوزاف لمشبك يتـحيث 
 .FCعف سابقاتيا بأف جميع مخرجات الطبقة السابقة مرتبطة بجميع مدخلات الطبقة  ةتختمؼ ىذه الطبق .النيائية

 ، تتراوح عدد الطبقات فيإجمالاالمدرجة في الشبكة.  FCلا يوجد ىناؾ قاعدة مف خلاليا يتـ تحديد عدد الطبقات 
. تعتبر طبقات الاتصاؿ VGG Netو  LeNet  ،Alex Netكما في شبكات  أغمب الشبكات بيف اثنيتيف وأربع
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مكمفة مف ناحية الحسابات، لذا فقد لجأت العديد مف الاقتراحات الأخرى لبنى الشبكات باستبداليا بطبقات  FCالكامؿ 
global average pooling   و طبقةaverage pooling الشبكة بشكؿ ممحوظ. ما يمكِف مف تقميؿ برامترات 

 

مجموعة عشوائية مف العناصر في الصورة بإسناد قيمتيا إلى الصفر باحتمالية معينة وغالبا ما تكوف يتـ أيضا إسقاط 
طبقة ويكوف ذلؾ باستخداـ  ، ما يجعؿ الشبكة قادرة عمى تحقيؽ التصنيؼ الصحيح أو إيجاد الخرج لمثاؿ محدد.0.5

 تشترؾ بعمميا مع طبقة التصنيؼ. والتي Dropout Layerالتسريب 
. بالاعتماد عمى الدرجة الأعمى يقوـ المصنؼ بإعطاء soft-maxيتـ حساب درجة الصنؼ المرغوب ضمف طبقة 

في طبقة الخرج لتحويؿ الخرج إلى قيـ احتمالية  Softmaxاستُخدـ تابع التفعيؿ حيث الخرج لمصنؼ المناسب. 
 وبالتالي سيتـ اختيار صنؼ واحد مف بيف الأصناؼ المعتبرة.

خدـ التابع لتعميـ الأوزاف، كما استُ  Efficient Stochastic Gradient Descent (SGD)استُخدـ المحسف 
 1لذي خرجو عباره عف قيمة احتمالية تقع بيف الذي يقيس أداء نموذج التصنيؼ ا cross-entropy errorالموغاريتمي 

 :مع زيادة الاحتمالية لمصنؼ المعتبر (1)والمعطى بالعلاقة ىذا التابع قيمة . يزيد 4و 
          

 

 
 ∑   

     
        (     )   (     )             

 Y={y(1), …,y(n)}الدخؿ في قاعدة بيانات التدريب، و  صورىي مجموعة  X={ x(1), …,x(n)}حيث أف 
 ية التي يكوفونتمثؿ خرج الشبكة العصب     ىي المجموعة المقابمة مف العناويف مف أجؿ أمثمة الدخؿ. تمثؿ 

 .  دخميا  
 ية الالتفافية:ونلشبكات العصباومتطمبات الذاكرة في البرامترات 

تعقيد نموذج الشبكة. يُصاغ ية الالتفافية مقياسا ميما لقياس مدى ونالحسابية في الشبكة العصب عدد البرامترات يمثؿ
 :(0)عمى الخرج بالصيغة خريطة السمات حجـ 

   
     

 
                   (5)                               

أبعاد خريطة السمات عمى الخرج،  فيي M أماإلى أبعاد الفمتر،  Fأبعاد خريطة السمات عمى الدخؿ، تشير  Nتمثؿ 
خلاؿ العمميات الالتفافية لضماف امتلاؾ خرائط السمات  Paddingإلى طوؿ الخطوة. يتـ تنفيذ الحشو  S بينما تشير

لتحديد  (0) الصيغةيمكف تحديد كمية الحشو بالاعتماد عمى حجـ الفمتر. تُستخدـ  عمى الدخؿ والخرج.الأبعاد نفسيا 
 عدد الأعمدة والأسطر لمحشو.

                 (6)                                    
 أبعاد الفمتر.  F، و عمى حدى المراد حشوىا بقيمة الصفر و الأعمدةأعدد الأسطر ىو  Pف إحيث 

. عادة ما يستخدـ في المقارنة عدد برامترات الشبكة ، اؾ عدة معايير لمقارنة نماذج الشبكات المقترحةىن 
باستخداـ  بالحساب    لمطبقة  (      )يمكف تحديد عدد برامترت الشبكة  والحجـ الكمي المستخدـ لذاكرة الحاسب.

 : (9)المعادلة 
                                            (7)              

  في حاؿ إضافة الانحياز إلى الأوزاف، عندئذ ستصبح المعادلة السابقة كما يمي: 

                                                (8)     
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لخرائط السمات عمى الخرج، العدد الكمي يمثؿ       ،    مف خلاؿ     العدد الكمي لمبرامترات بالنسبة لمطبقة يمثؿ 
    عمى سبيؿ المثاؿ، لو فرضنا أف الطبقة  يمثؿ العدد الكمي لخرائط السمات عمى الدخؿ أو القنوات.      و 

، عندئذ يكوف العدد الكممي لمبرامترات مع انحياز ليذه     وحجـ الفمتر        و           تمتمؾ 
 الطبقة ىو:

                                  
 : (2)يُعبر عنو بالعلاقة     لذا فإف حجـ الذاكرة المطموب لمعمميات في الطبقة 

                             (9)                         
 لشبكة المقترحة:بنية ا

ية الالتفافية مف الصعوبات التي تواجو ىذا النوع مف الشبكات، حيث ونيعتبر اختيار البنية الصحيحة لمشبكة العصب
تتطمب العممية التعامؿ بكثير مف الدقة مع عدد مف البرامترات، كتحديد عدد الطبقات اللازمة وحجـ الفلاتر وعددىا ، 

البرامترات. وذلؾ لأف  نو لا يوجد قواعد ومعايير ثابتة لجميع ىذهإحيث .  Strideلحجـ الخطوةالصحيحة قيـ وكذلؾ ال
 [9]الكثير. ذلؾ وموارد الأجيزة المتاحة وغير ىذه الشبكة تختمؼ حسب نوع البيانات وتعقيدىا وحجـ الصورة

-convolutional, Dropout, convolutional, max)البنية المقترحة ليذا البحث تتألؼ مف تتابع لمطبقات 

pooling)  المختارة التي تعبر عف عدد  ذج ثلاث مرات  وحجـ الفلاترو الموضوعة بشكؿ متسمسؿ. يتـ تكرار ىذا النم
زيادة عدد خرائط  إلىذلؾ  يؤدي .عمى التوالي لكؿ تكرار 498، 01، 39 خرائط السمات في خرج كؿ طبقة ىي

في الطبقات الالتفافية،  نفذتُ  padding. إف عممية الحشو max poolingالسمات ولكف بحجوـ تصغر بعد كؿ طبقة 
في حاؿ كاف عدد الأعمدة المراد إضافتيا فردي سيتـ إضافة عمود  ;حيث يتـ الحشو عند الحاجة بالتساوي يمنة ويسرة 

إضافي إلى اليميف. ويطبؽ نفس المنطؽ عموديا حيث يكوف ىناؾ صؼ إضافي مف الأصفار في الأسفؿ. وأخيرا تـ 
ت عالية الكثافة في نياية خرج الشبكة لمحصوؿ عمى ترجمة أفضؿ لخرائط السمات إلى الصنؼ إضافة عدد مف الطبقا

 عمى حدى: المقترحة بطبقاتيا مبينا معمومات كؿ طبقة CNNالتالي البنية الأساسية  لمشبكة  الجدوؿيوضح المرغوب. 

 .المقترحة CNNالبنية الأساسية  لمشبكة ( 4الجدول)

 نواة/ عصبونات تابع التفعيؿ عدد القنوات حجـ الخرج البرامترات
 الطبقة

 الاسـ/الرقـ
896 32x32 32 ReLU 3x3 Convolution1 
0 32x32 32   Dropout 1(20%) 

9248 32x32 32 ReLU 3x3 Convolution2 
0 16x16 32  2x2 Max-pooling 1 

18496 16X16 64 ReLU 3x3 Convolution 3 

0 16x16 64   Dropout 2 (20%) 

36928 16X16 64 ReLU 3X3 Convolution 4 

0 8x8 64  2x2 Max pooling 2 

73856 8x8 128 ReLU 3x3 Convolution 5 

0 8x8 128   Dropout 3 (20%) 

147584 8X8 128 ReLU 3x3 Convolution 6 

0 4x4 128  2x2 Max pooling 3 

0    2048 Dropout 4 (20%) 

2098176   ReLU 1024 Fully connected 2 
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0    1024 Dropout 5 (20%) 

524800   ReLU 512 Fully connected 2 

0    512 Dropout 6 (20%) 

5130   softmax 10 Fully connected 3 

 
 : Training التدريب

تمت معالجة الصور المنتقاة مف قاعدة البيانات مسبقا قبؿ إدخاليا عمى الشبكة باستخداـ عممية تسوية الييستوغراـ، 
 ( نتائج عممية تسوية الييستوغراـ لإحدى الصور في قاعدة البيانات.3يبيف الشكؿ )

 
 لمصورة. تسوية الييستوغرام cىيستوغرام الصورة،  bالصورة الأصمية،  a(: 3الشكل )

 
 stochasticوارزمية التحسيف مع خ Loss functionي تمت مناقشتو باستخداـ التابع ذتـ تدريب النموذج ال

optimization descent  ،دورة  01عمى الشبكة  نُظ مت .0.01بدأت بمعدؿ تعمّـ  وقدepochs رقعة كبير   بحجـ
مما يجعؿ ثانية،  410متوسط زمني لمحسابات وية. تأخذ كؿ دورة تـ التوصؿ إلييا مف خلاؿ بعض التجارب الثان،  01

تمثؿ كؿ دورة جمسة تدريب مصغرة تعمؿ عمى جميع البيانات الواردة  مرحمة التدريب تحتاج تقريبا لساعتيف مف الزمف.
 تشار العكسي.مف خلاؿ ما يسمى بالان في مجموعة التدريب. أثناء ىذا التشغيؿ، تـ ضبط قيـ الفلاتر ) أو الأوزاف(

أثناء القياـ بالمرور  loss functionفيو أوزاف الطبقات آخذة بعيف الاعتبار التابع  تناغمت حيث كاف ذلؾ جزءا
بيانات  عمىواليدؼ النيائي ىو تحقيؽ مجموعة مف البرامترات التي مف الممكف تعميميا  الأمامي والمرور العكسي.

  .انعكس ىذا الأمر عمى دقة التعرؼ جديدة.
 :Testing Resultنتائج الاختبار مناقشة 

 lossلتابع ا قيـتبعا لتصنيؼ الدقة عدة قيـ لأعطى انات التدريب عمى مجموعة بيتشغيؿ النموذج المقترح  إف

function نموذج الشبكة المعتبر عمى مجموعة بيانات التقييـ  اختباربعد . و خلاؿ كؿ دورةvalidation dataset 
لاحتواء مجموعة البيانات ىذه عمى بيانات لـ تتعرؼ  نظراعمى التعميـ عمى بيانات جديدة، تقييـ قدرتو متمكّف مف ل

لتابع  0.7199% مع القيمة 84.10ىذا النموذج دقة تعرؼ وصمت بداية إلى  حقؽ عمييا ىذه الشبكة مف قبؿ.
 .loss functionلتابع الخسارة  1.4410% مع القيمة 28.89وكانت أفضؿ دقة تصنيؼ تـ التوصؿ إلييا  الخسارة.

بإلقاء نظرة فاحصت على الفرق بين دقت الخصنيف و قيم حابع الخسارة الخي حصلنا عليها من قىاعذ بياناث الخذريب 

دقت بياناث الخذريب قبل الخكبير حافظج على  نجذ أنس، ) زيادة الأبعاد(والخقييم قبل وبعذ إجراء حكبير بياناث الصىرة
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، دقة بيانات التقييـ كانت 0.1166% بينما حافظت عمى قيمة تابع الخسارة كأقؿ مف 95.87 فكاف النسبةالتحسيف 
 . 0.7099% بينما وصؿ تابع الخسارة إلى القيمة 81.46أسوأ بكثير إذ انخفضت إلى 

% مع الحفاظ عمى 75.13إلى  وصمت بعد تحقيؽ تكبير في البيانات، فإف دقة بيانات التدريب  في الطريقة الأخرى
% بينما انخفضت قيمة تابع الضياع إلأى 77.56بينما تصؿ دقة بيانات التقييـ إلى   0.7016دقة تابع الضياع 

0.6297 . 
والتي تعتبر أكبر مف قاعدة البيانات المعززة،  عمى الرغـ مف الدقة التي تـ الحصوؿ عمييا مف قاعدة البيانات الأصمية

 إلّا أف الأخيرة تمتمؾ إمكانات أكبر لتحقيؽ دقة تصنيؼ أعمى بعدد أقؿ مف دورات التدريب.
 يبيف الجدوؿ التالي أداء التصنيؼ المنجز باتباع بعض الخوارزميات عمى صور قاعدة البيانات

 . CIFAR-10المستخدمة 

 باستخذام أحذث الخوارزميات. CIFAR-10ت التصنيف المنجز على صور قاعذة البيانا( أداء 2الجذول )

 الخىارزميت دقت الخصنيف

96.53% Fractional Max-Pooling 

95.59% Striving for Simplicity: The All Convolutional Net 

94.16% All you need is a good init 

93.45% Fast and Accurate Deep Network Learning by 

Exponential Linear Units 

92.40% Training Very Deep Networks 

 

 الخلاصة:
المشاكؿ المطروحة نظرا لتعقيد أصناؼ الكائنات مف  ومفعرؼ عمى الكائنات مف المياـ الصعبة والميمة، يعتبر التّ 

عمى شرح  Deep learningجية وقمة الموارد الحسابية المطموبة مف جية أخرى. ساعد استخداـ مفيوـ التعمـ العميؽ 
ية الالتفافية لدرجة أنو يمكف أف ونالعصب تمدى الدقة في مجاؿ التعرؼ عمى الكائنات بالاعتماد عمى نماذج الشبكا

ىذه النماذج تجاريا باستخداـ الحد الأدنى مف  انتشار إضافة إلى إمكانيةنقترب مف التعرؼ ضمف الزمف الحقيقي 
 الأجيزة.

، وخفض التعقيد %01 مف خلاؿ قدرتو عمى استخداـ الحد الأدنى مف الذاكرةأعطت النتائج تفوؽ النموذج المقترح 
أداء التعرؼ ، و Graphical Processing Units(GPUs)استخداـ وحدات المعالجة الرسومية  ؿي مف خلاالحساب

المقترح معدؿ حقؽ النموذج  ستخداـ النيائي.أجيزة الاية الالتفافية الموجودة في ونلعصبمقارنة مع نماذج الشبكات ا
 لعلاقة:مف ا والناتج  %48.01خطأ وصؿ إلى 

error rate% = 
                                   

           
     = 
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 الاستنتاجات والتوصيات:
ية الالتفافية، وذلؾ بتحقيؽ ونتـ في البحث الحالي تطوير نظاـ جديد لمتعرؼ عمى الكائنات باستخداـ الشبكات العصب

الأوزاف. تـ التوصؿ لمعدؿ تصنيؼ مناسب ليذه الميمة. و تسمسؿ مناسب لمطبقات واختيار مناسب لحجوـ الفلاتر 
يوصي البحث الحالي باستخداـ ىذا النظاـ في مجاؿ رعاية الأشخاص المكفوفيف مف خلاؿ ابتكار أجيزة يحممونيا 

 يحممونيا في أيدييـ. كاميرامف عرؼ عمى الكائنات الممتقطة لمتّ 
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