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  ABSTRACT    
 

Artificial Intelligence(AI) and Machine Learning(ML) are some of the hottest topics right 

now. Once you've read this article, you will understand the basics of AI and ML,the most 

important branch of Machine Learning is Deep Learning(DL). 

There are lots of applications about Deep Learning, now we will discuss Recognizing of 

Traffic Lights state  in any photo taken by Nexar application. We were compelled to 

explain extra conceptions from Image Processing such image rotation and day and night 

separating. [2,3] 
All researches depend on the model accuracy and model size with MB,where the smallest 

model take the higher score. 

Using of many models and intersecting the results improve the accuracy, so we have used 

the models reassembling.At the end,we get a model with accuracy 94.83% 

and model size 48.7MB Whereas the model accuracy on Nexar samples was 94.955%. 

SqueezeNet has been relying on smaller models as well as having pre-trained models using 

Image Net. 
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 استخدام التعمم العميقب المرور اتالتعرف عمى إشار تحسين عممية 
 SqueezeNetعتماد عمى شبكة با

 
  * ماجدولين عبد المجيد حسين

 
 (2019 / 5 /2ل لمنشر في ب  ق   . 9142/  9/  92تاريخ الإيداع )

 
 ممخّص  

 
بتعميـ  بحثىذا ال يساىـ الحالي،واضيع المتداولة في وقتنا أكثر الم وتعمـ الآلة أصبح مصطمح الذكاء الصنعي

أساسيات الذكاء الصنعي وتعمـ الآلة والشيء الأكثر أىمية أف تعرؼ أف التعمـ العميؽ يعتمد عمى تدريب الشبكات 
 .دوف إشراؼب أحد شكمي التدريب بإشراؼ أو فيبية العص

ورة مأخوذة في ىذا البحث عمى التعرؼ عمى حالة إشارة المرور في أي ص نركزاؾ تطبيقات ىائمة لمتعمـ العميؽ، ىن
كاف لابد مف الاستعانة ببعض المفاىيـ مف مجاؿ معالجة الصورة كشرح تدوير الصور و  .نيكسارعف طريؽ تطبيؽ 

 .[2,3] و النيار عف طريؽ فحص معدؿ كثافة البكسؿ وفصؿ الميؿ
الدرجات بالميغابايت حيث النموذج الأصغر يأخذ  النموذج بالتوازي مع حجـ النموذج ةدق جميع الأبحاث تركز عمى

نية قلذا استخدمنا ت جيد،النتائج يحسف الدقة بشكؿ  إف استخداـ عدة نماذج مع بعضيا البعض و مقاطعة الأعمى.
 7.84نموذج  ، بحجـ %94.83دقة النموذج عمى عينات الصلاحية كانت  حصمنا عمىحيث  تجميع النماذج

 %94.955 .ىي نيكساردقة النموذج عمى عينات اختبار حيث أف  ميغابايت
 باستخداـكونيا تعتمد نماذج أقؿ إضافة إلى امتلاكيا نماذج مدربة مسبقا  SqueezeNet عمى شبكة الاعتمادتـ 

Image Net. 
 

 الصورة.يؽ، معالجة الذكاء الصنعي، تعمـ الآلة، التعمـ العمالكممات المفتاحية: 
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 مقدمة :
طبقات مف  ويستخدـ عدةكمجاؿ جديد ضمف بحوث تعمـ الآلة  2006عاـ  (التعمـ عميؽ البنية)ظير التعمـ العميؽ 

تصنيؼ و بإشراؼ أو بدوف إشراؼ بالإضافة لتحميؿ و  ونقؿ الخواصالمعالجة غير الخطية لممعمومات لاستخراج 
 .يف عدة مفاىيـبالتعمـ العميؽ ىي معرفة الاختلاؼ  الخطوة الأولى لفيـإف  الأنماط.

 تعمم الآلة: والذكاء الصنعي  1
أوؿ بحث في الذكاء الصنعي حاوؿ  وعندما ظيرالرقمية  ذكاء الانساف في الحواسيبل اً الذكاء الصنعي ترسيخيُعد  

 الحاسب،مف القواعد التي يحتاجيا  اً كبير  اً الباحثوف حصر الذكاء الصنعي في مجالات محددة كالألعاب وقد قدموا عدد
 عمى تمؾ القواعد. اً يتخذىا اعتماد والقرارات التيحيث أف الحاسب لديو قائمة محدودة مف الأفعاؿ 

 وىو يسمح مبيمة،مف قواعد  مف البيانات بدلاً  تعمـ الآلة يشير إلى قدرة الآلة عمى التعمـ باستخداـ مجموعات كبيرة
مف  مجموعو كبيرةوالتي بسيولة تعالج  ديثةىذا التعمـ يتقدـ عمى قدرة المعالجة لمحواسيب الحو تعمـ نفسيا لمحواسيب أف 

 .[5]البيانات
 إشراف: والتعمم بدونالتعمم بإشراف  2

التعمـ بإشراؼ أو التعمـ الاستقرائي ىو منيج في تعمـ الآلة يقوـ باستنتاج تابع مف مجموعو بيانات تدريبية إف 
، قيمة الاسيـ في تتكوف بيانات التدريب مف مجموعو مف الأمثمة الواقعية )بيانات مريض في مستشفى،  [2]مفيرسة

وتتكوف مف زوج بيانات دخؿ و خرج، تحمؿ شراؼ كؿ عينة تمثؿ شيء عمى ارض الواقع الافي التعمـ تحت البورصة(. 
ستخداـ اب ستخدـ في تعييف الامثمة الجديدةخوارزمية التعمـ بإشراؼ بيانات التدريب وينتج تابع الاستدلاؿ الذي ي

 اً و خرج عطي الشبكة دخلاً عندما تدرب باستخداـ التعمـ بإشراؼ ست اً محدد اً و خرج مجموعو بيانات مصنفة تممؾ دخلاً 
مثاؿ عف كو  .فإذا كاف الخرج الناتج خاطئ فإنيا ستعيد تعديؿ حساباتيا بشكؿ متكرر حتى نفاذ الأخطاءمنيا،  اً متوقع

تتدرب الشبكة لتتنبأ بحالة الطقس باستخداـ بيانات التدريب والتي ىي حيث  التنبؤ بحالة الطقس ىو التعمـ بإشراؼ
 سرعة الرياح( والخرج عبارة عف درجة حرارة الطقس.-الرطوبة-عبارة عف )الضغط
حد الفروع الرئيسية في مجاؿ أو ى (التعمـ غير المراقب او التعمـ الاستنتاجيفإف التعمـ بدوف إشراؼ ) مف ناحية أخرى،

لة عف طريؽ تمييز رزميات تعمـ الآييتـ بخوا الذي تعمـ الالة و الذكاء الصنعي والشبكات العصبونية الاصطناعية
 نترؾ ناتدرب الشبكة باستخداـ التعمـ دوف إشراؼ فإنتعندما  . [6] وف ىذه البيانات معنونوكت أفدوف نماط بيانات أ

لا ، حيث التجارة عبر المواقع الالكترونية ىيمثاؿ عف التعمـ بدوف إشراؼ لمبيانات، و ك اً منطقي اً الشبكة تضع تصنيف
بدلا مف  ذلؾ سوؼ تخمؽ تصنيفيا الخاص لمدخؿ بؿ  تتدرب  الشبكة باستخداـ مجموعو بيانات مصنفو لمدخؿ والخرج

 عبر الانترنت. وتخبرؾ أي نوع مف المستخدميف الأكثر احتمالا لشراء منتجات مختمفة
 

 :وأىدافو البحث أىمية
باستخداـ الشبكات العصبية  التعمـ العميؽعتمد عمى تقنيات الذكاء الصنعي و ياء مصنؼ ييدؼ ىذا البحث إلى بن

مما يمكّف مف  نيكسارفي الصور المأخوذة مف قبؿ السائقيف باستخداـ تطبيؽ  المرور الالتفافية لمتعرؼ عمى حالة اشارة
الحصوؿ عمى حماية أثناء قيادة السيارة فيو يوفر لممستخدـ رصد الحوادث الخطيرة التي يمكف أف يتعرض ليا عمى 

 الطريؽ أثناء القيادة.



   Tishreen University Journal. Eng. Sciences Series 9142( 3( العدد )74العموـ اليندسية المجمد ) .مجمة جامعة تشريف

 

journal.tishreen.edu.sy                                               Print ISSN: 2079-3081  , Online ISSN:2663-4279 

54 

 :طرائق البحث و مواده
 ،[7] بيركيميمف قبؿ  تور طُ  دماغفي الوتكامؿ تعمـ عميؽ معد بسرعو وجزئية  ي تقنيةوى،  Caffeتـ استخداـ تقنية 
السبب الرئيسي لاستخداـ ىذه التقنية كاف بسبب التنوع الكبير لمنماذج المدربة مسبقا. كما تـ استخداـ لتدريب النماذج  و 

)تطبيؽ مفتوح المصدر يسمح بإنشاء ومشاركة الوثائؽ( Jupyter Notebook تطبيؽ و  Numpy، مكتبة البايثوفلغة 
 البيانات.لتحميؿ النتائج واكتشاؼ 

 :التعمم العميق آلية عمل
كؿ مف التعمـ  ، إفالمناسب أف ندرب الشبكة العصبية لتتنبأ بالخرج بعد إعطائيا الدخؿالتعمـ العميؽ  يسمح لنا 

 إشراؼ يمكف استخدامو لتدريب الشبكات العصبية. بدوفبإشراؼ والتعمـ 
 الشبكة تدريب يتـ ونبيف كيؼ اللازمةالتعمـ العميؽ بإنشاء الخدمة الافتراضية  يساىـكيؼ  نبيف في ىذه الفقرة 

  .المتوفرةباستخداـ المدخلات  التنبؤات المرغوبة عطاءإوبيدؼ  التعمـ بإشراؼ خوارزميات باستخداـ العصبونية
 الشبكات العصبونية:: بناء أولا
يمكف أف تتصؿ داخمياً وفؽ عدة طبقات مف العصبونات الشبكة العصبية تحتوي عمى عصبونات تمثؿ بدوائر و  إف    

، إف ىذه العصبونات يتـ تنظيميا في ثلاثة أنواع مختمفة مف الطبقات و [8]( 1)كما ىو مبيف في الشكؿ العدد،مختمفة 
 ىي: طبقة الدخؿ و الطبقات الداخمية و طبقة الخرج.

 
 .[5]  الشبكة العصبونيةمكونات   ،(1الشكل)

 
بينما عصبونات الى عدد محدد مف الحتاج تو التي تستقبؿ البيانات المدخمة  طبقة الدخؿفإف المدروس مف أجؿ المثاؿ 

الضرورية رياضيو العمميات الالطبقات المخفية تنجز مف ناحية أخرى فإف تعيد بيانات الخرج و طبقة الخرج ىي مف 
 وعدد العصبوناتخفية منشاء الشبكات العصبونية ىو تحديد عدد الطبقات الYالصعوبات في  وأحد أىـعمى المداخؿ 

 كممو عميؽ في مصطمح التعمـ العميؽ تشير الى امتلاؾ اكثر مف طبقة خفية أفشارة جدر الإىنا ت و طبقو،في كؿ 
 .[11,12]داخؿ الشبكة العصبونية 

 العصبونية:تدريب الشبكة : ثالثا  
 يعد تدريب الشبكة العصبونية الجزء الأصعب مف التعمـ العميؽ و ذلؾ نظرا للأسباب التالية:

 تحتاج إلى فضاء عينة واسع. -
 تحتاج إلى قدرات حسابية كبيرة. -
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نستطيع انشاء تابع يعرض لنا مقدار الخطأ بيف المخارج الناتجة و المخارج  فضاء العينة كاملاً  عف حالما نعبر
ىذا التابع يسمى تابع الكمفة بشكؿ مثالي نيدؼ أف يتناىى ىذا التابع إلى الصفر أي عندما تكوف المخارج  ،المثالية

 الناتجة ىي نفسيا المثالية.
 :تابع الكمفة تقميؿ رابعا :

 تقميؿ تابع الكمفة مف خلاؿ تغير الأوزاف بيف العصبونات في الشبكة  العصبونات ، يتـنغير الأوزاف بيف 
 تغيير الأوزاف بشكؿ عشوائيوبدلا مف  ، إلا أف ىذه الطريقة غير فعالة،حتى يتناقص تابع الكمفة بشكؿ عشوائيذلؾ و  

تقنية تسمح لنا بإيجاد الحد الأدنى ىي في مثالنا المدروس، و  Gradient Degree GD [8,9] ى عسنستخدـ تقنية تد
 .نبحث عف الحد الأدنى لتابع الكمفةىذه في حالتنا المدروس و  لمتابع

تعمؿ ىذه التقنية عف طريؽ التغيير في الأوزاف بزيادات صغيرة بعد كؿ تكرار لفضاء العينة عف طريؽ حساب الميؿ أو 
الي يصبح بمقدورنا رؤية في أي اتجاه القيمة الدنيا لو كما ىو وبالت الأوزاف،الكمفة لمجموعو محددة مف المشتؽ لتابع 

 :[8]( 4)موضح في الشكؿ

 
 GDالـ تقنية ,(4الشكل)          

ينجز تمقائيا و ىذا ىو سر  GD تعديؿ الأوزاف باستخداـ تقنيةبينما بحاجو لقدرات رياضية عالية  ةتقميؿ تابع الكمف
  .التعمـ العميؽ

 :استخدام التعمم العميقبالتعرف عمى ألوان إشارة المرور 
أف نتعرؼ عمى حالة إشارة المرور في الصور المأخوذة مف قبؿ السائقيف باستخداـ تطبيؽ  ىو لبحثاليدؼ مف اإف 

ف مف الحصوؿ عمى حماية يمكّ و   Dashcamوالذي ىو مف أىـ تطبيقات [9,11] ( Nexar Application)نيكسار
 .قيادة السيارة فيو يوفر لممستخدـ رصد الحوادث الخطيرة التي يمكف أف يتعرض ليا عمى الطريؽ أثناء القيادةأثناء 

فيما إذا كاف المطموب مف المصنؼ أف يعطي خرج فيما إذا وجد ضوء في المشيد و يكوف في أي صورة معطاة،  
يظير  (5يادة، وفي الشكؿ)المرور في اتجاه الق وبتحديد أكثر يجب أف يحدد فقط ألواف إشارةالضوء أحمر أو أخضر، 

 :وىنا نكوف بحاجة لمتنبؤ بثلاث حالات و ىي  ،مثمة عمى الأصناؼ الثلاث الممكنةأ
 (.مرور )صورة ألا يوجد ضوء إشارة  -1
 (.صورة بضوء أحمر ) -2
 (.صورة جأخضر )ضوء  -3



   Tishreen University Journal. Eng. Sciences Series 9142( 3( العدد )74العموـ اليندسية المجمد ) .مجمة جامعة تشريف

 

journal.tishreen.edu.sy                                               Print ISSN: 2079-3081  , Online ISSN:2663-4279 

56 

 
 )صورة ج(                           )صورة ب()صورة أ(                             

 (، الأصناف الثلاث الممكنة التي يمكن أن يواجييا المصنف.5الشكل)
 

عف تطبيؽ شائع جدا يستخدـ في  وىي عبارة الالتفافية،عمى الشبكات العصبية ً تطمب البحث أف يكوف الحؿ معتمدا
عمى دقو  تعتمد معظـ الأبحاث في ىذا المجاؿ  مجاؿ التعرؼ عمى الصورة باستخداـ الشبكات العصبية العميقة.

الأعمى بالإضافة إلى أف  الدرجاتيأخذ  حجماً  النموذج بالتوازي مع حجـ النموذج)بالميغابايت( حيث النموذج الأصغر
 %.95مفوز ىي الدقة الأقؿ المطموبة ل

اؼ صورة مفيرسة كبيانات تدريب وكؿ صورة معنونو بواحد مف ثلاث أصن 180659يؤمف تطبيؽ نيكسار        
 .ضوء أخضر(، ضوء أحمرمذكورة في الأعمى )لا يوجد ضوء، 

 :المصنف النيائيبناء 
المرجح مف الاحتمالات أف تعطي ىذه  منفصمة، المتوسطيستخدـ المصنؼ مجموعة مف ثلاث شبكات مدربة و 

لكف كؿ شبكة SqueezeNet  [12,7]كؿ ثلاث شبكات قد استخدمت شبكة  الشبكات لكؿ صنؼ استخدـ كخرج
 تدربت بشكؿ مختمؼ.

 شبكة مدربة مسبقا بتقطيع العينات: :النموذج الأول
، النموذج كاف معايرا يشكؿ جيد  ground truthتـ التدريب عمى بيانات مدربة معاد فيرستيا بعد تثبيت أخطاء اؿ

 .ImageNetالمدربة عمى  SqueezeNetبالاعتماد عمى النموذج المدرب مسبقا لشبكة 
 : إضافة ثابتية لمدوراف:النموذج الثاني

-90°أثناء التدريب كانت الصور تدور عشوائيا بزوايا  ىذا النموذج مشابو جدا لمنموذج الأوؿ مع إضافة تدوير لمصورة
 .أو لا تدور أبدا °270-°180

 :التدرب مف سكراتش النموذج الثالث
الأمر الجوىري وراء ذلؾ بالرغـ مف أنو  ىذا النموذج  لـ يعاير بشكؿ جيد لكنو عوضا عف ذلؾ تدرب مف سكراتش 

 .ينجز دقة أقؿ لكنو يتعمـ ميزات مختمفة عمى عينات التدريب مف النموذجيف السابقيف
 :ائياختبار المصنف الني

 بالمقارنة مع MB7.8مع حجـ نموذج  نيكسار% عمى عينات اختبار  94.955حقؽ المصنؼ النيائي دقة 
GoogleNet   الذي يستخدـ حجـ نموذجMB41 وVGG-16  الذي يستخدـ حجـ نموذجMB 528. 
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ىي و  Image Net قاعدة البيانات عمىً محاولة أف نقوـ بعممية ضبط دقيؽ لمنموذج المدرب مسبقا كانت البداية في
حاليا فقط عمى الأسماء حيث في كؿ عقدة مف  word Netمنظمة حسب معمارية الرقمية صور لمقاعدة بيانات 

 ، و تـ استخداـ تقنيةألؼ صورة/عقدة500حاليا بمعدؿ وسطي يوجد حوالي  المعمارية توجد آلاؼ الصور
GoogLeNet  في صفحة التحدي أنو مف الممكف أف  نيكسارذكر تطبيؽ في عممية  ضبط النموذج المدرب حيث
 .GoogLeNet ػ% عبر الضبط الدقيؽ ل93يصؿ إلى دقو 

 تدوير الصورة:اختبار 
عمى الرغـ مف و  كانت عمودية وبكؿ أنواع الاتجاىات للأعمىمنيا %  2,4و لكف حوالي أفقية معظـ الصور كانت 

بشكؿ  بتصنيفيا النموذج أيضاً كاف اليدؼ ىو أف يقوـأف مثؿ ىذه الصور لا تشكؿ  قسما كبيرا مف فضاء العينة ،لكف 
 جيد.

بعيف الاعتبار عمؿ  ، لذا أخذJPEGفي صور  ( Exchangable Image File)EXIFلسوء الحظ لا يوجد بيانات 
( 270° -180°-90°-0)°تدريب الشبكة بزوايا عشوائية تـ ة وفقا لذلؾ بعض الارشادات لتعييف الفضاء وقمب الصور 

 (.94 - 94.2%فكاف ىناؾ معدؿ تنبؤات بأربع اتجاىات لمصورة)
 أخذ العينات:

معالجة مف  وىذا النوعالمدخمة، في البداية تقطيع عشوائي عمى الصور  تـ SqueezeNetخلاؿ تدريب شبكة    
 الشبكة أفضؿ.البيانات بالعموـ يجعؿ أداء 

 باستخداـحسابي لمنتائج المتوسط ال وتـ تحديدتوقعات اخذت عدة عينات مف الصور المدخمة  بعد انتاجبشكؿ مشابو 
 .94  → %94أبدى تدوير الصور معا بتقطيع العينات تحسينا جيدا مركز(،أربع منيا زوايا وعينة عينات )خمس 
6%  

 تدريب إضافي بمعدل نقل أقل:
بعد  عممية تناقص خطأ التدريب مع زيادة خطأ الصلاحية overfit)حالة )النماذج كانت قد بدأت بالدخوؿ في  كؿ  

حوالي  محددة،ذلؾ بمشاىدة أف منحني صلاحية فقد العينات بدأ بالتزايد عند نقطو  لوحظ نقطو محددة.
  .(6الشكؿ)(43500)

 
 overfitting مشكمة ال(6الشكل)
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ىذا يعني أف معدؿ التعمـ  و يعمـ أكثر مف ذلؾ طة لأف النموذج كاف مف المحتمؿ أف لاالتدريب في تمؾ النق تـ إيقاؼ
 ػعممية التدريب في تمؾ النقطة حيث النموذج بدأ بال إكماؿ تمت محاولت لا يممؾ وقت ليتناىى الى الصفر.

overfitting  0 -0.56%سوؼ يحسف الدقةىذا و مرات مف المعدؿ الأصمي  10بمعدؿ تعمـ أقؿ ب . 
 بيانات تدريب أكثر:اختبار اضافة 

 إلى ثلاث مجموعات: في البداية تـ تقسيـ بيانات التدريب
 .62% بنسبة  بيانات تدريب -1   
.18% بنسبة  بيانات صلاحية -2  

.20% بنسبة  بيانات اختبار -3  
مجموعتي التدريب و  لذا تـ دمجمف البيانات قد يكوف كثيرا ف ىذا الكـ لـ تتـ مناقشتيا لأ %38التخمي عف فكرة  إف

 عمى مجموعو الاختبار لاختبار النتائج. بقاءتـ الإالصلاحية و 
 %93.6تحسينات مف  لوحظ وجودو  أقؿ التدريب الاضافي بمعدؿ نقؿبتدوير الصورة و بتدريب النموذج  تمت إعادة

 %94.35إلى
 بيانات التدريب:إعادة تعريف الأخطاء في اختبار 

 ،أف بعض الأخطاء لدييا موثوقية عالية لوحظعند تحميؿ الأخطاء التي يرتكبيا المصنؼ عمى عينات الصلاحية 
)ضوء  خر تماماً آما )الموف الاخضر مثلا( أشارت بيانات التدريب الى شيء  بمعنى آخر عندما حدد النموذج أمراً 

ىذا يعني وجود عدد كبير مف الاخطاء بموثوقية اكبر و مرتفع  أنو القسـ اليميني مفيبدو  (7الشكؿ)، بملاحظو احمر(
 .%95مف 

 

 
 الموثوقية عبر أخطاء النموذج(، 7الشكل)

 



 حسيف                              SqueezeNetباعتماد عمى شبكة  تحسيف عممية التعرؼ عمى إشارات المرور باستخداـ التعمـ العميؽ

 

journal.tishreen.edu.sy                                               Print ISSN: 2079-3081  , Online ISSN:2663-4279 

59 

مصطمح يشير إلى دقو و ىو   ،ground-truthتبيف أنيا تكوف عادة أخطاء في حالات الأخطاء ىذهعند فحص 
 أكثر مما ىي أخطاء في النموذج المدرب . ، [12]تصنيؼ بيانات التدريب

تشوش النموذج و تجعؿ تعميمو أصعب حتى ء يمكف أف أف ىذه الأخطا حيثالأخطاء في عينات التدريب  تـ دمج ىذه
لديو فرصو أفضؿ لدقة فالنموذج الاكثر تعميما ، Ground-Truthكاف الاختبار النيائي لمعينات لديو اخطاء في  إفو 

 أعمى لمصور.
 735صورة  مف أصؿ  337 ػل  Ground-Truthمف الػىذا يغير و  رقمية يدوياً  صور735 ةفيرس مت عمميةت

 ليكوف العمؿ أكثر فاعمية. python scriptمف العمؿ اليدوي باستخداـ  ساعةىذا يستغرؽ . و ةصور 
إعادة تعريؼ الأخطاء و إعادة تدريب النموذج ونلاحظ  لكف بعد( 7( نفس المخطط في الشكؿ)8يظير في الشكؿ)

 .%94.5  → %93.2وجود تحسيف لمنموذج السابؽ بمقدار 
 
 

 
 بعد إعادة تعريف الأخطاء overfitting (،8الشكل)

 تجميع النماذج:
أنواع مختمفة مف  تـ تجريبيحسف الدقة بشكؿ جيد.  ومقاطعة النتائجإف استخداـ عدة نماذج مع بعضيا البعض 

  .)لغة برمجة(سكراتشدرب مف مباستخداـ نموذج  اً ممحوظ اً حقؽ تحسينلتعديلات في عممية تدريب النموذج و ا
 %94.8و معا كانت الدقة  % 94.9, 94.2 % , %94.1 نماذج بدقات: عدةىذا التجميع يستخدـ 

 : Overfittingالـ اختبار وجود
، وتشمؿ ىذه لـ تبد أي تحسينات ممحوظوإلا أنيا  العديد مف المحاولات تـ تجريب Overfitting ػمع ال التعامؿأثناء 

التدريب عمى بيانات و  انحراؼ(-تكبير-كثر)إزاحةأمناقشة بيانات و  ة الانحدار في الشبكةبزيادة نس :المحاولات
 (80/20بدلا مف 90/10اكثر)استخداـ تقسيـ 
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 :فصل الميل والنياراختبار 
مف ، و في مجاؿ معالجة  الصورة الرقمية فإنو لتعرؼ عمى أضواء إشارة المرور في النيار و في الميؿكاف اليدؼ ىو ا

 (.9كما ىو مبيف في الشكؿ) لى ليؿ و نيار بالنظر إلى معدؿ كثافة البيكسؿإالسيؿ نوعا ما فصؿ الصور 

 
 ميز الصور في الميل و النيار باستخدام معدل  كثافة البيكسلات.(، ت9الشكل)

 
  ىما مقاربتيف تـ تجريب

 .وصور الميؿتدريب النموذجيف المنفصميف لصور النيار  -
 تدريب الشبكة لتتنبأ بستة أصناؼ بدلا مف ثلاثة بإضافة توقع الميؿ  و النيار. -

 .نفعاً إلا أف كلًا منيما لـ يجد 
 مناقشة النتائج  -

 توضع أضواء إشارة المرور:اختبار 
ومف مف ثـ تحديد حالة ضوء إشارة المرور في  بالنسبة لمصورة أولاً  موضع إشارة المرورالنموذج عمى معرفة  تـ تدريب

. و بضع ساعات واستغرؽ ذلؾ صورة 2000لعنونة حوالي  Slothالأداة  اـاستخدتـ و  ثانياً، منطقة صغيرة مف الصورة
 (12-11-10التالية ) نبيف في الشكاؿ
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 أمثمة عمى أخطاء النموذج: -

 
 (10الشكل)

 النقطة الخضراء في شجرة النخيؿ تعطي وىجا يجعؿ النموذج يتوقع أنو ضوء أخضر مف باب الخطأ.

 
 (11الشكل)

 يتوقع النموذج الموف الأحمر بدلا مف الأخضر. الحالة الأصعب ىي وجود أكثر مف ضوء اشارة في المشيد.

 
 (12الشكل)

 يتوقع النموذج أنو لا يوجد ضوء اشارة مرور بينما حقيقة يوجد ضوء أخضر للأماـ.
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 التوصيات: و الاستنتاجات
ضوء إشارة المرور لوف معرفة موضع إشارة المرور بالنسبة لمصورة أولًا ومف ثـ تحديد و  ساىـ في تحديدتدريب النموذج 

 كمرحمة ثانية. في الصورة
  .ينيار بسرعو حتى يحقؽ نتائج أفضؿ ولامحاولة تدريب النموذج تكرار عند  تـ عنونة بيانات أكثرأف يمف الأفضؿ 

 
 المراجع

1. GOODFELLOW,I; BENGIO,U; COURVILLE,A, Deep Learning .America, 2016. 

2. DENG,L.;YU,D., Deep Learning Methods and Applications,China,2014. 

3. BENGIO, Y. Learning Deep Architectures for AI Foundations and Trends in Machine 

Learning, Canada,2009 

4. BENGIO,Y.; COURVILLE,A.; VINCENT, P. , Representation Learning: A Review 

and New Perspectives. IEEE Transactions on Pattern Analysis and Machine 

Intelligence. 35 (8): 1798–1828.2013 

5. SCHMIDHUBER, J., Deep Learning in Neural Networks: An Overview. Neural 

Networks. America, 2015 

6. BENGIO, Y; LECUN,Y; HINTON,G ,Deep Learning,Canada,2015 

7. Deep Machine Learning – A New Frontier in Artificial Intelligence Research – a 

survey paper by Itamar Arel, Derek C. Rose, and Thomas P. Karnowski. IEEE 

Computational Intelligence Magazine, 2013. 

8. CARLOS ,E. P.  A Pattern Language for Deep Learning,America,2007 

9. GLAUNER, P., Deep Convolutional Neural Networks for Smile Recognition (MSc 

Thesis), British,2009 

10. SONG,H.A.; LEE,S.Y., Hierarchical Representation Using NMF. Neural Information 

Processing. Lectures Notes in Computer Sciences. Nature. 278(6266)743–744  

11. OLSHAUSEN ,B. A. , Emergence of simple-cell receptive field properties by learning 

a sparse code for natural images. Nature.381 (6583): 607–609. 

12. BHAVISHA,T; JOSHI,D, survey on different steganography techniques, 

international journal of engineering sciences & research technology, India, 2015 

http://sanghv.com/download/soft/machine%20learning,%20artificial%20intelligence,%20mathematics%20ebooks/ML/learning%20deep%20architectures%20for%20AI%20%282009%29.pdf
http://www.deeplearningpatterns.com/

