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  ABSTRACT    

 

Precipitation datasets are basic for all studies that related with the design of water 

structures and water balance studies. However, losses in these data or gaps in the time 

series is an obstacle to conducting these studies in the optimal manner, the aim of this 

study is to fill the Daily Precipitation data in Tal-Kalakh station using Artificial Neural 

Networks (ANNs), which Daily Precipitation in other meteostations around it as inputs. 

The network was trained and verified using a back-propagation algorithm with different 

learning methods, number of processing elements in the hidden layer(s), and the number of 

hidden layers. Results shown good ability of Artificial Neural Network models to estimate 

of the daily precipitation values with different inputs, the correlation coefficient was over 

90 % for the validation data set in all models. This study recommends using the artificial 

neural networks approach to identify the most effective parameters to predict Precipitation. 
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 ممخّص  
تعتبر بيانات اليطل المطري من البيانات الأساسيّة لكافة الدراسات المتعمّقة بتصميم المنشآت المائيّة ودراسات الموازنة 

في ىذه البيانات أو ثغرات ضمن السلاسل الزمنيّة يشكّل عائقاً  ضياعاتالمائيّة للأحواض الساكبة ، إلا أنّ وجود 
ة تمكمخ ة في محطّ قيم اليطل المطري اليوميّ  استكمالىذه الدراسة إلى تيدف  ،لإجراء ىذه الدراسات بالشكل الأمثل

المحطات المجاورة  ة لميطل المطري فية، التي تستخدم القيم اليوميّ ة الاصطناعيّ ة باستخدام الشبكات العصبيّ المناخيّ 
ر طرائق التدريب وعدد مع تغيي الشبكةة تدريب وتحقيق ة الانتشار العكسي في عمميّ خوارزميّ  تمخداستُ  ، وقدكمدخلات
ة عمى ة الاصطناعيّ أظيرت النتائج قدرة نماذج الشبكات العصبيّ و  ،وعدد العصبونات في كل طبقة منيا ةخفيّ الطبقات ال
خلال مراحل التحقق لمختمف  %90، وبمعاملات ارتباط تزيد عمى المفقودة لميطل المطري ةالقيم اليوميّ  استكمال

ة لتحديد العناصر الأكثر تأثيراً عمى ة الاصطناعيّ سموب الشبكات العصبيّ الدراسة باستخدام أ ي ىذهالنماذج. وتوص
 . المفقودة اليطل المطرياستكمال بيانات 

 
 .الاستكمال، ة الانتشار العكسية، خوارزميّ ة الاصطناعيّ ، الشبكات العصبيّ اليطل المطريالكممات المفتاحيّة: 
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 مةمقدّ 
ة ودراسات الموازنة قة بتصميم المنشآت المائيّ ة لكافة الدراسات المتعمّ اليطل المطري من البيانات الأساسيّ  تعتبر بيانات

وجود نقصان في ىذه البيانات أو ثغرات  إلا أنّ الموارد المائيّة،  ة للأحواض الساكبة وغيرىا من أنواع دراساتالمائيّ 
 الدراسات بالشكل الأمثل. ىذهل عائقاً لإجراء ة يشكّ ضمن السلاسل الزمنيّ 

ت الحديثة بيدف إيجاد نماذج تتيح نالمبحث عن أفضل التقا ينلمعديد من الباحثين والمختصّ  ل ذلك دافعاً وقد شكّ 
سن إدارتيا وترشيد استخداميا في ، بما يكفل حُ فييا سموك الظاىرة واستكمال البيانات الناقصة ملاءمة ومحاكاةإمكانيّة 

 ,Kuligowski and Barrosاستخدم )، فأجريت العديد من الدراسات في ىذا المجال، حيث القطاعات المختمفة
، Backpropagation Neural Network( نماذج الشبكات العصبيّة الاصطناعيّة ذات الانتشار العكسي 1998

يزة القياس المجاورة خلال بالاعتماد عمى البيانات المأخوذة من أج لميطل المطريلإيجاد البيانات المكانيّة المفقودة 
، بربط نقطة القياس بست قادمة ساعات 6ؤ بيطول الأمطار لـ (، واختبروا أداء النموذج لمتنبّ 1993-1978الفترة )

 ظروفيم أداء النموذج تحت تقو  لى أربعة فصول ليتمّ ة الأمريكيّة، كما قُسّمت السنة إنقاط أخرى في الولايات المتحد
،  Earest-Neighborة لاستيفاء البيانات مثل: )طريقة الجار الأقرب ق التقميديّ ائطر الارنة مع مقوبالة مختمفة، جويّ 

 Inverse Distance Squaredع المسافة طريقة مقموب مربّ و ط الحسابي لأقرب خمسة مقاييس، والمتوسّ 
Weighting ، ي الانحدار الخطّ وLinear Regression) ق الشبكات العصبيّة في مختمف تفوّ ، أظيرت النتائج

 .[1]  ةالجويّ  الظروف
ة، والحصول عمى التنبّؤات طويمة المدى، فوق منطقتين ؤ بالأمطار الموسميّ ( التنبّ Guhathakurta, 2000وحاول )

 ةة الينديّ ة، ضمن دائرة الأرصاد الجويّ متجانستين شمال غرب اليند وشبة الجزيرة الينديّ 
 IMD (The India Meteorological Department)  ّة كانت ناجحة في السنوات ، ووُجِد أنَّ النماذج الإحصائي

ة الشديدة، في حين كان أداء ة، وفشمت بشكل ممحوظ خلال السنوات ذات الأمطار الموسميّ ة للأمطار الموسميّ العاديّ 
 [.2الشبكات العصبيَّة الاصطناعية أفضل في جميع الظروف ]

(  (FeedForward ANNنموذج شبكة عصبيّة اصطناعيّة ذات تغذية أماميّة  (Hung et ali., 2009)ووضع 
دارة الفيضان في بانكوك في تايلاند، بالاعتماد عمى بيانات الأمطار الساعيّة لـ   4لمتنبّؤ باليطول المطري كلّ ساعة، وا 

ساعات كانت  3-1ىطول الأمطار من  سنوات، ومزيج من العناصر المناخيّة المختمفة، وأظيرت النتائج بأنّ توقّعات
، وأشار تحميل الحساسيّة إلى أنّ أىم مدخل إلى جانب  RMSE={0.87-1.72} mm/hrمرضية لمغاية بدقّة 

 [.3]الأمطار ىو درجة حرارة اليواء الرطب 
 ( أحد أنواع الشبكات العصبيّة أماميّة التغذية من النوعMoustris, K & Ioanna K, L. 2011اقترح )و 

Perceptron ( متعدّدة الطبقاتMLP( مع خوارزميّة )Back Propagation ّمع استخدام بيانات الأمطار الشيري ،) ة
( في اليونان كمدخلات لمنموذج، Alexandroupolis, Thessaloniki, Athens, Patrasلأربع محطات مناخيّة )

( Cumulative precipitation predictionة )يّ بغرض التنبّؤ بقيم اليطول العظمى والصغرى والوسطيّة والتراكم
( P <0.01خلال أربعة أشير متتالية مُقبمة، وأظيرت اختبارات التنبّؤ في المواقع الأربعة، توافقاً جيّداً بدلالة إحصائيّة )

والذي ( 1992-1980( خلال الفترة بين عام )Patras( في محطّة )0.603في حين أنّ معامل الارتباط لم يتجاوز )
 [.4صُنّفَ كأفضل أداء لمنماذج المقترحة ]
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في جنوب أفريقيا، بيدف ملء بيانات  Luvuvhuفأجروا دراسة في حوض نير  (Nkuna and Odiyo 2011)ا أمّ 
الأمطار اليوميّة المفقودة خلال أزمنة مختمفة بالاعتماد عمى خمس محطّات مجاورة، وقد تم ذلك باستخدام الشبكات 

 Shuffledوخوارزميّة  Radial Basis Function (RBFNN)( المعتمدة عمى الأساس الشعاعي (ANNsالعصبيّة 
Complex Evolution (SCE) كما حُدِّد تجانس قيم اليطول في المحطّة اليدف مع المحطّات الخمس المجاورة ،

اليدف، ومع ذلك فإن البيانات  باستخدام منحني التكامل المزدوج، ولم تُظير كلّ المحطّات علاقة جيّدة مع المحطّة
المحدّدة لمتدريب والاختبار أُخذت من جميع المحطّات، وقد أعطت نتائجاً جيّدةً وفق المقاييس المعتمدة، حيث تراوح 

بين  RMSE(، وجذر متوسّط مربع الخطأ 0.95-0.55بين ) Nash–Sutcliffe Efficiency (NSE)معامل الكفاءة
(0.91mm-7.50mm )[5.] 

( بالأمطار الشيرية الكمية في مدينة إسبارطة اليونانيّة باعتماد نموذجين من Terzi, O. & Cevik, E. 2012أ )وتنبّ 
 MLR Feedالشبكات العصبيّة الاصطناعيّة ىما: الشبكات ذات التغذية الأماميّة والشبكات متعددة الطبقات )

Forward ANNS &( ووضعت نماذج مختمفة باختلاف المدخلات ،)مدخلًا( المأخوذة من سجلات أربع  2،3،4
( أي مع أربعة 1-3-4( مع ىيكميّة )ANNمحطّات مناخيّة منتشرة في المدينة، وأشارت النتائج إلى أنّ النموذج )

متوسط مربّعات الأخطاء  ر( وأقل قيمة لجذ0.83مدخلات من المحطّات الأربع يقدم أعمى قيمة لمعامل الارتباط )
(RMSE=185.57mm( لمجموعة اختبار البيانات خلال الفترة )2005-1997 )[6].  

( ثلاثة نماذج لمتنبّؤ باليطل المطري في محطة كركوك في العراق، بالاعتماد عمى Al-hashimi, 2014وطوّر )
(، ونماذج الشبكات العصبيّة الاصطناعيّة ARIMAنماذج الانحدار الذاتي التكامميّة مع المتوسّطات المتحرّكة )

(ANN( والانحدار الخطي المتعدّد ،)MLR ،بالاعتماد عمى القيم السابقة لميطول المطري ومتوسّط درجات الحرارة ،)
، وبيّنت النتائج أفضميّة أنموذج الشبكات العصبيّة 2008إلى  1970سرعة الرياح والرطوبة النسبيّة في الفترة من 

، 0.85، 0.91لارتباط خلال مرحمة التحقّق والتي بمغت )الاصطناعيّة وذلك من خلال المقارنة بين معاملات ا
 . [7( لمنماذج الثلاثة عمى الترتيب ]0.823
( بصياغة نماذج مختمفة من الشبكات العصبيّة الاصطناعيّة باستخدام مزيج من Wambua et ali., 2016وقام )
أفضل نموذج  في كينيا، وأظيرت النتائج أنّ  الأعمىرات الزمنيّة لبيانات التدفّق واليطول في حوض نير تانا التأخّ 

(ANN ّلمتنبّؤ ببيانات التدف ) (، في حين كان أفضل نموذج لمتنبّؤ بقيم 0.732معامل ارتباط ) قد أعطىق المفقودة
ؤات، أشارت (، وعند تقييم الارتباط المكاني والزمني لمبيانات المفقودة في دّقة التنبّ 0.79الأمطار مع معامل ارتباط )

 [.8ة ]النتائج إلى أفضميّة استخدام الارتباط المكاني مع نماذج الشبكات العصبيّ 
 

  أىميّة البحث وأىدافو
ات في المحطّ  المفقودة اليطل المطري اليومي استكمال بياناتيجاد طريقة قادرة عمى ا ضرورةة البحث إلى تعود أىميّ 

من ة، لأنو البداية في أغمب الدراسات والأبحاث المتعمقة بالموارد المائيّ حيث تعد ىذه البيانات نقطة  ،ةة والمطريّ المناخيّ 
 . ة عاليةالضروري أن تكون ىذه البيانات كاممة وذات وثوقيّ 

تمكمخ ة في محطّ  قيم اليطل المطري اليومي ة لاستكمالشبكة عصبيّة اصطناعيّ ييدف البحث إلى وضع أنموذج 
المجاورة والتي تقع ضمن نفس  المناخيّة والمطريّة المحطات في اليومي اليطل المطريبيانات بالاعتماد عمى  المناخيّة،

 .(منطقة الاستقرار الأولى) منطقة الاستقرار
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 موقع منطقة البحث
وفييا تقع محطة  ة،ة السوريّ ة العربيّ في المنطقة الوسطى من الجميوريّ  إدارياً إلى محافظة حمص تتبع مدينة تمكمخ

طقة الاستقرار الأولى بمعدل نوىي تصنّف ضمن م، سطح البحر مستوى عن m 869ارتفاع عمى  ةالمناخيّ تمكمخ 
 .المطريّة ضمن منطقة الدراسةو  المناخيّة ع المحطاتتوزّ  (1)ن الشكل ، ويبيّ  mm 820.1ىطول سنوي 

 
 ( : توزّع المحطات المطريّة في منطقة الدراسة.1شكل )ال

 
 طرائق البحث ومواده

كوحدة بنائيّة أساسيّة ليا، والتي تتكوّن  Neuronنسان عمى الخميّة العصبيّة كات العصبّية البيولوجيّة لدى الإالشبتعتمد 
والذي يحمل الإشارات من مخارج خلايا عصبيّة  Dendritesوالميف العصبي لمدخل الخميّة  Somaمن جسم الخميّة 

 Axonلمتوصيل، ومن ثم الميفة العصبيّة الوحيدة لممخرج  Synapsesأخرى إلى مداخل ىذه الخميّة عن طريق مشابك 
 .[9]والتي تحمل النبضة الخارجة من الخميّة إلى الخلايا الأخرى 

مكافئ لمخميّة  Processing Elementفي حين تعتمد الشبكات العصبيّة الاصطناعيّة عمى نموذج عنصر حسابي 
العصبيّة البيولوجيّة، حيث يقوم بمحاكاة لعمل النيرون الطبيعي من تجميع للإشارات الموزونة عند المدخل، ومن ثم 

 ( مقارنة بين الشبكات العصبيّة البيولوجيّة والاصطناعيّة.2، ويبيّن الشكل )Thresholdمقارنة المجموع بقيمة حديّة داخميّة 
 عصبيّة الاصطناعيّةمكوّنات الشبكات ال

 :[10]تعتمد الشبكات العصبية الاصطناعية في بنائيا عمى، 
 : وتحتوي ىذه الطبقة عمى عدد من العصبونات تقابل المدخلات المطموبة لمشبكة.Input layerطبقة الدخل  -
 : تضيف المرونة إلى عمل الشبكة.Hidden layerطبقة مخفية واحدة أو أكثر  -
 : والتي تحتوي عمى عدد من العصبونات يقابل العناصر اليدف المطموبة.Output layerطبقة الخرج  -
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 : مقارنة بين الشبكات العصبيّة البيولوجيّة والاصطناعيّة.(2)الشكل 

  ةة الاصطناعيّ الشبكات العصبيّ أنواع 
المختمفة لمبيانات، ولكلّ نوعٍ من يوجد العديد من أنواع الشبكات العصبيّة الاصطناعيّة التي تستخدم في معالجة الأنماط 

ىذه الأنواع خصوصيّةٌ من ناحية الييكميّة وآليّة معالجة المعمومات من خلال عدد ونوع العقد في كل طبقة، بالإضافة 
 (. Weights( المستخدمة وآليّة تعديل الأوزان )Activation Functionإلى نوع دوال التفعيل )

 الشبكات العصبيّة الاصطناعيّة من حيث اتجاه إجراء الحسابات المطموبة إلى: وتقسم
  الشبكات العصبيّة الاصطناعيّة ذات التغذية الأماميّة(Feed forward ANNs) 
  الشبكات العصبيّة الاصطناعيّة ذات التغذية الخمفيّة(Feed backward ANNs) 
ن ة من أكثر أنواع الشبكات العصبيّة استخداماً، حيث يتكوّ الشبكات العصبية الاصطناعيّة ذات التغذية الأماميّ  دّ عوتُ 

ىذا النوع من الشبكات من طبقتين عمى الأقل، كما توجد في غالب الأحيان طبقة مخفيّة أو أكثر بين طبقتي الدخل 
جراء العمميّات الحسابيّة يكون إلى الأمام  نّ ي ىذا النوع من الشبكات بيذا الإسم لأمّ والخرج، وسُ  جية انتقال البيانات وا 

 .3)الشكل ر الطبقات المخفيّة، )بمن طبقة الدخل لمشبكة إلى طبقة الخرج ع

Axon

Terminal Branches 

of Axon
Dendrites
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 (: شبكة عصبيّة اصطناعيّة ذات تغذية أماميّة.3الشكل )

 
 ةة الاصطناعيّ ات التدريب لمشبكات العصبيّ خوارزميّ 

 بإحدى الطريقتين الآتيتين: ات بشكل عامالتدريب لمشبك ةيمكن أن تتم عمميّ 
  ّو التدريب الموجSupervised Learning 
  ّو التدريب غير الموجUnsupervised Learning 

من أفضل خوارزميّات التدريب  Error Back-Propagation Algorithmوتعتبر خوارزميّة الانتشار العكسي لمخطأ 
تعتمد عمى عرض مجموعة ة ىذه الخوارزميّ  حيث أنّ ، الموجّو لمشبكات العصبيّة الاصطناعيّة ذات التغذية الأماميّة

تستخدم الفرق بين مخرجات ثم بيانات التدريب عمى الشبكة العصبيّة عمى شكل أزواج لمدخلات ومخرجات الشبكة، 
ة تكرار العمميّ  لتقميل الخطأ، ثمّ  لمعصبونات في الطبقات الأولى الحقيقيّة في حساب الخطأ وتعديل الأوزان قيمالشبكة وال

 . [11] ة المثمىات حتى الوصول إلى الييكميّ عدد كبير من المرّ 
 تقييس البيانات 

وذلك قبل  النماذج ضمن مجال واحد،دخلات ر مُ تثبيت مجالات تغي   ىو تقييس البيانات ةاليدف الرئيسي من عمميّ  إنّ 
وفي ىذه الدراسة ق، ائة طر بعدّ جراء عمميّة التقييس إمكن ويُ  ،تدريب النماذجسيّل من ، الأمر الذي يُ إدخاليا إلى الشبكة

  :[12] ة التقييساعتماد المعادلة الآتية في عمميّ  تمّ 

)1(5.05.0
minmax
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وذلك حيث 
 :أنّ 

P:  ّةالقيمة الأصمي. 
normP:  القيمة بعد

 .متوسّط القيم :meanP .التقييس

 maxP: أدنى قيمة. minP: أعمى قيمة.   
 لمنماذجيم معايير التقو 
 ة الأفضل، وفي ىذه الدراسة تمّ ة وتحديد الشبكة ذات الدقّ الشبكات العصبيّ نماذج من المعايير لممقارنة بين  يوجد العديد

 :[13] عطى بالعلاقات كما يمي، والتي تُ Rرتباط ومعامل الا RMSEعات الأخطاء ط مربّ جذر متوسّ قيم اعتماد 
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 . عدد البيانات :N .المتوسط الحسابي لمقيم المتنبأ بيا :p .المتنبّأ بيا القيمة :ip حيث أن :
 io: المقيسةقيمة ال. o: .المتوسط الحسابي لمقيم المقيسة   

ة في الدراسة الإحصائيّ  SPSSة، وبرنامج العصبيّ ة بناء النماذج لمشبكات في عمميّ  Matlab 2014aاستُخدم برنامج 
 يجاد معاملات الارتباط.ا  و 
 

 النتائج والمناقشة
والتي تقع  ياة المجاورة لة والمناخيّ ات المطريّ المحطّ و  ة تمكمخفي محطّ  اليومية اليطل المطري جُمعت في البداية بيانات

بيانات اليطل  (4)ن الشكل ، ويبيّ ]الناصرة، شين، المزينةالعريضة، مرميتا، الحصن، [ن منطقة الاستقرار الأولى ضم
 (.31/12/2011وحتى  1/9/1985من  قيمة 9614ة تمكمخ )الحصول عمييا من محطّ  المطري التي تمّ 

 
 : بيانات اليطل المطري اليومي في محطّة تمكمخ المناخيّة.(4)الشكل 

 المجاورة. اتالمحطّ و  ة تمكمخمحطّ  المطري فية لبيانات اليطل ( الثوابت الإحصائيّ 1ن الجدول )يبيّ و 
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 في المحطّات المدروسة. اليومي : الثوابت الإحصائيّة لبيانات اليطل المطري(1)الجدول 
 تمكمخ العريضة مرمريتا الحصن الناصرة شين المزينة

 
 (m) الارتفاع عن سطح البحر 278 256 435 663 628 828 423

 (mm/year) المعدّل السنوي 820.1 857.7 1189 927.4 1209.2 1053.8 1070.6
 (mm/day) المتوسّط الحسابي 2.27 2.47 2.39 2.66 2.81 2.21 2.93
 الانحراف المعياري 8.06 8.75 8.58 9.34 9.63 8.17 10.33
 أكبر قيمة 85 125 150 108 129 146 91.6

 
ة ات المطريّ ة تمكمخ والمحطّ في محطّ  ةكقيم يوميّ  اليطل المطريجريت بعد ذلك دراسة معاملات الارتباط بين قيم أُ 

 ( معاملات الارتباط الناتجة.2ن الجدول )المجاورة، ويبيّ 
 ة المجاورة.ات المطريّ ة تمكمخ والمحطّ : معاملات الارتباط بين قيم اليطل المطري في محطّ (2) الجدول

  تمكمخ العريضة مرمريتا الحصن الناصرة شين المزينة
 تمكمخ 1 0.883 0.83 0.778 0.793 0.806 0.286
 العريضة  1 0.815 0.753 0.775 0.78 0.295
 الحصن   1 0.854 0.85 0.863 0.314
 مرمريتا    1 0.914 0.854 0.237
 الناصرة     1 0.854 0.228
 شين      1 0.2
 المزينة       1

ات والتي تتجاوز الارتباط بين قيم اليطل المطري في معظم المحطّ ويظير من ىذا الجدول القيم العالية لمعاملات 
، ولذلك ات المجاورة لياة المزينة والتي أعطت معاملات ارتباط منخفضة مع جميع المحطّ ستثنى منيا محطّ يُ ، 75%

 ة من الدراسة ولم تُستخدم ضمن مدخلات النماذج لاحقاً.استثنيت بيانات ىذه المحطّ 
لتوحيد مجالات  (Normalization)نت ىذه المرحمة تقييس البيانات اً وتضمّ معالجة البيانات إحصائيّ بعد ذلك تمت 

مت البيانات الناتجة إلى المذكورة سابقاً، ثم قُسّ  (1)لك المعادلة رقم ذمدخلات ضمن مجال واحد واستخدم في ر لمالتغي  
ىذه  ، حيث أنّ % [10%، 20%، 70 ] :وفق النسب الآتية عمى التوالي ق والاختبارثلاث مجموعات لمتدريب والتحقّ 

 لي أُجري لتحديدىا.النسب أعطت أفضل النتائج وفق اختبار أوّ 
ة، حيث بُني عدد كبير من النماذج مع التغيير في وأُدخمت ىذه البيانات كمدخلات ومخرجات لنماذج الشبكات العصبيّ 

ى معالاعتماد  ة، حيث تمّ في الطبقة الخفيّ عدد العصبونات مدخلات في طبقة الدخل و ن عدد الة الشبكة بما يتضمّ ىيكميّ 
ة وطبقة الخرج، التغيير في توابع التفعيل في الطبقة الخفيّ  ة اليدف، وكذلك تمّ الدخل وفقاً لارتباطيا مع المحطّ  تامحطّ 

الأفضل من بين أفضل النماذج ة اختيار الأنموذج معايير التقويم وآليّ  (3)ح الجدول ويوضّ  ة التدريب لمشبكة،وخوارزميّ 
 عصبونات في طبقة الدخل. 5في حال اعتماد   وذلك
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 .عصبونات في طبقة الدخل 5حالة النماذج وفق  لأفضل تقويمال: معايير (3)الجدول 
R (%) RMSE (mm/day) 

 ةالييكميّ  تابع التفعيل
All Ts. V. Tr. All Ts. V. Tr. 

89.8 85.4 91.4 89.8 3.41 4.24 3.71 3.19 Tan Sig. 5:6:1 
89.5 84.6 91.4 89.7 3.45 4.37 3.70 3.22 Log Sig. 5:6:1 
89.7 84.6 91.7 89.8 3.42 4.32 3.64 3.20 Tan Sig. 5:7:1 
89.9 83.6 91.6 90.3 3.39 4.50 3.64 3.12 Tan Sig. 5:8:1 

Ts. : Test Dataset V. : Validation Dataset Tr. : Train Dataset 
التقارب الكبير بين معايير تقويم النماذج، مع الأفضمية البسيطة لأنموذج الشبكة العصبية  حيث يظير من ىذا الجدول
 .(5)الشكل  عصبونات في طبقة الدخل 7أي التي تحتوي عمى  5:7:1الاصطناعية ذات الييكمية 

 
 المقيسة ومخرجات النموذج المقترح.: معاملات الارتباط بين البيانات (5)الشكل 

 
ط ، حيث بمغت قيمة جذر متوسّ يقاف التدريبساسيا إق والتي يتم عمى أة في مرحمة التحقّ ىذا الاختيار تبعاً للأفضميّ  وتمّ 
ق، خلال مرحمة التحقّ  mm/day 3.64خلال مرحمة التدريب، و mm/day 3.20عات الأخطاء ليذا الأنموذج مربّ 
خلال مرحمة التدريب،  %89.8خلال مرحمة الاختبار، في حين بمغت معاملات الارتباط  mm/day 4.32و
 (.6خلال مرحمة الاختبار )الشكل  %84.6خلال مرحمة التحقق، و %91.7و

إنّ ايقاف التدريب لنماذج الشبكات اعتمد عمى أداء مجموعة التحقّق، حيث يتم اعتماد الدورة التكراريّة التي تُعطي أقلّ 
خلال  5:7:1، الذي يُظير أنّ أفضل أداء لمشبكة (7)مة خطأ خلال مرحمة التحقّق، وذلك كما ىو مبيّن في الشكل قي

، حيث كانت قيمة جذر متوسّط مربّع الخطأ المقيّس تساوي  32مرحمة التحقّق كان عند الدورة التكراريّة 
0.00024907. 
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 .(5:7:1) المقيسة ومخرجات الأنموذج ذو الييكمية: معاملات الارتباط بين البيانات (6)الشكل 

 
 ق.ة الأفضل وفق أداء مجموعة التحقّ : اعتماد الدورة التكراريّ (7)الشكل 
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ات الأكثر حالة عمى المحطّ  الاعتماد في كلّ  حيث تمّ  خرى لممدخلات،جريت الدراسة وفق الأنماط الأُ بنفس الطريقة أُ و 
العريضة ثم مرمريتا ثم شين ثم الناصرة ثم الحصن وفق  محطات (2)في الجدول اليدف، وىي كما ة ارتباطاً مع المحطّ 

  ة المزينة.ة، وذلك بعد استبعاد محطّ ترتيب الأولويّ 
 (4)ن الجدول أفضل النماذج وفق مختمف أنماط المدخلات، ويبيّ  تحديد بعد إجراء عدد كبير جداً من التجارب تمّ و 

 النماذج. ضللأفمعايير التقويم 
 النماذج وفق مختمف أنماط المدخلات. لأفضل تقويمال: معايير (4)الجدول 

R (%) RMSE (mm/day) 
 ةالييكميّ 

عدد 
 المدخلات

رمز 
 .All Ts. V. Tr. All Ts. V. Tr النموذج

89.

7 

84.

6 

91.

7 

89.

8 
3.42 4.32 3.64 3.20 5:7:1 * 5 A 

89.

0 

82.

8 

91.

2 

89.

9 
3.54 4.54 3.88 3.27 4:10:1 * 4 B 

87.

9 

85.

5 

91.

0 

87.

3 
3.69 4.22 3.93 3.54 3:6:1 ** 3 C 

86.

8 

88.

3 

90.

8 

85.

0 
3.84 3.80 3.90 3.83 2:6:1 * 2 D 

 الحصن(.ات )العريضة، مرمريتا، شين، الناصرة، المدخلات ىي بيانات المحطّ  .A رموزال تدلالا
B.  ّات )العريضة، مرمريتا، شين، الناصرة(.المدخلات ىي بيانات المحط 

C.  ّات )العريضة، مرمريتا، شين(.المدخلات ىي بيانات المحط 
D.  ّات )العريضة، مرمريتا(.المدخلات ىي بيانات المحط 

----------------------------------------------------
--------------- 

 ة.في الطبقة الخفيّ  TanSigmoidدم تابع التفعيل *    النموذج يستخ
 ة.في الطبقة الخفيّ  LogSigmoid** النموذج يستخدم تابع التفعيل 

 
في  Tan Sigmoidة الانتشار العكسي لمخطأ، وكذلك تابع التفعيل ة خوارزميّ وقد أظيرت النتائج بشكل عام أفضميّ 

 مختمف النماذج. 
واجيات ل البرمجة عمى بيئة بيا، واعتُمد في ذلك وربط النموذج الأفضل لواجية مستخدمة بناء أُجري بعد ذلك عمميّ 

سمح و ، تيايّ في ىيكم عمى البرمجة المقادة بالحدث ترتكز، والتي MATLABضمن برنامج  Guideة المستخدم الرسوميّ 
 ةالاصطناعيّ  ةثوابت الشبكة العصبيّ ة و ىيكميّ نية و اً عمى بُ ة الحصول عمى تطبيق منفصل يحتوي ضمنيّ ذلك بإمكانيّ 

خارج بيئة عمل  المستخدمين قبل من الشبكة في إجراء المحاكاة ىذه ة استخدامن عمميّ ل مِ سيِّ الناتجة، الأمر الذي يُ 
ن يبيّ جزء من الكود البرمجي المستخدم في تصميم البرنامج النيائي، في حين  (8)ح الشكل وضّ ، ويُ MATLABبرنامج 
 ة لمبرنامج.الواجية النيائيّ  (9)الشكل 
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 : جزء من الكود البرمجي المستخدم في تصميم البرنامج النيائي.(8)الشكل 

 
 ة لمبرنامج.: الواجية النيائيّ (9)الشكل 

 الاستنتاجات والتوصيات:
  ّقيم اليطل المطري اليومي في محطة تمكمخ  استكمالة عمى ة الاصطناعيّ أظيرت النتائج قدرة الشبكات العصبي

 .ق لمنماذجخلال مراحل التحقّ  %90 تجاوزتة بمعاملات ارتباط عالية المناخيّ 
  يسمح لنا البرنامج الذي توصمنا إليو باستكمال بيانات اليطل المطري المفقودة في محطة تمكمخ في حال توفر

  .بيانات ىطل مطري في المحطات المجاورة ليا
  استخدام أنظمة ىجينة من الخوارزميّات الجينيّة والشبكات العصبيّة الاصطناعيّة في استكمال ىذه الدراسة بتوصي

 .البيانات المفقودة لميطل المطري
  عيا، الحرص عمى جودة توزّ و ة في المنطقة الوسطى ات المناخيّ العمل عمى زيادة عدد المحطّ كما توصي بضرورة

عداد نماذج التنبّ ة الربط بين المحطّ يّ ن من إمكانحسِّ الأمر الذي يُ   ؤ فييا.ات وا 
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