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 ممخّص  

 
,  التبخر ىو أحد العناصر الأساسية لمدورة الييدرولوجية وضروري لمعديد مف الدراسات مثؿ الموازنة المائية

دارة الموارد المائية عمى الرغـ مف أف ىناؾ . ويتطمب تقديره معرفة العديد مف العناصر المناخية, تصميـ أنظمة الري وا 
لذلؾ فإف ىذا . ولكف أداء ىذه الصيغ غير دقيؽ بسبب الطبيعة المعقدة لعممية التبخر, صيغاً تجريبيَّةً متوفرةً لتقدير التبخر

البحث ييدؼ لوضع نموذج شبكة عصبية صنعيَّة لمتنبؤ بالتبخر الشيري في منطقة حماه باستخداـ ثلاثة عناصر 
-nntoolمف أجؿ ذلؾ فقد بُني النموذج باستخداـ مكتبة . الرطوبة النسبية وسرعة الرياح, مناخية ىي درجة الحرارة

box إحدى أدوات الػ MATLAB . استُخدمت الشبكة العصبية الصنعيَّة ذات التغذية الأمامية و الانتشار العكسي
وتـ تقييـ شبكات مختمفة بعدد مختمؼ مف العصبونات وبتغيير دواؿ التفعيؿ . لمخطأ بطبقة خفية واحدة لبناء النموذج

وقد بينت الدراسة . لتقييـ دقة النموذج المُقترح (RMSE)واستُخدـ جذر متوسط مربع الخطأ . المستخدمة في كؿ طبقة
ىي الأفضؿ لمتنبؤ بالتبخر في منطقة حماه حيث كانت قيمة  (1-14-3)أف الشبكة العصبية الصنعيَّة ذات الييكمية 

RMSE تساوي (21.5mm/month)  (. 0.97) مساوية  وقيمة
. توصي الدراسة باستخداـ أنواع أخرى مف الشبكات العصبية لتقدير التبخر

 
. الماتلاب, الشبكات العصبية الصنعيَّة,  التبخر:الكممات المفتاحية
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  ABSTRACT    

 
The evaporation is one of the basic components of the hydrologic cycle and it is 

essential for studies such as water balance, irrigation system design and water resource 

management, and it requires knowledge of many climatic variables. Although, there are 

many empirical formulas available for evaporation estimate, but their performances are not 

all satisfactory due to the complicated nature of the evaporation process. Accordingly, this 

paper is an attempt to assess the potential and usefulness of ANN based modeling for 

evaporation prediction from HAMA by using temperature, relative humidity and wind 

velocity. The mathematical model was built by the (nntool-box), which is one of the 

MATLAB tools. The feed forward back propagation network with one hidden layer has 

been utilised to construct the model. Different networks with different number of neurons 

were evaluated. Root Mean Squared Error (RMSE) was employed to evaluate the accuracy 

of the proposed model. The study shows that ANN (3-14-1) was the best model with 

RMSE  (21.5mm/month) and  (0.97). 

This study suggests using other types of neural networks for estimation of 

evaporation 
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: مقدمة
إف نقصاف توافر الماء خلاؿ العقود القميمة الماضية ىو أحد المشاكؿ البيئية الرئيسية والتي يمكف أف تحد مف 

إف التنبؤ بكمية المياه المطموبة لمري يتضمف حساب العديد مف عناصر الموازنة . الزراعة والتنمية الصناعية في العالـ
. مستوى المياه الجوفية والتبخر, الجرياف, المائية مثؿ اليطؿ المطري

دارة الموارد  يؤثر التقدير الدقيؽ لمتبخر عمى دراسة التوازف المائي والذي يؤثر بدوره عمى كفاءة التخطيط وا 
حيث يُقدَّر التبخر , وىذه الخسائر يجب أف تؤخذ بعيف الاعتبار عند تصميـ مصادر المياه وأنظمة الري , المائية

لكف مع ازدياد الصعوبات التقنية وتعقيدىا برز أسموب الشبكات العصبية الصنعية ذات , بطرائؽ مباشرة وغير مباشرة
مما حفَّز الباحثيف عمى , التغذية الأمامية والانتشار العكسي لمخطأ ضمف إطار النمذجة وتقانات الذكاء الاصطناعي

 .استخداـ ىذه التقانة في عمميات النمذجة الرياضية لمختمؼ المشكلات اليندسية
فعمى . قاـ العديد مف الباحثيف بتقدير التبخر في مناطؽ مختمفة مف العالـ باستخداـ تقانات الذكاء الاصطناعي

عمى الشبكات العصبية الصنعية لمتنبؤ بالتبخر مف خزاف بالاعتماد عمى  A. Goel( 2009)سبيؿ المثاؿ اعتمد 
تمت مقارنة أداء نموذج الشبكة . الرطوبة النسبية وسرعة الرياح, الإشعاع الشمسي, درجة الحرارة, التبخر اليومي

بينت نتيجة الدراسة أف النمذجة اعتماداً . العصبية ذات التغذية الأمامية والانتشار العكسي لمخطأ مع الارتداد الخطي
 ذات التغذية الأمامية والانتشار العكسي لمخطأ أعطت نتائج أفضؿ ويمكف أف تُطبؽ كطريقة بديمة لتقدير ANNعمى 

. التبخر اليومي مف الأحواض 
نموذج شبكة عصبية صنعيَّة  A. K. Tiwari Jaipaul D. Kumar, , Kumar, P( 2012) ,طوَّر 

(ANN)  ونظاـ استدلاؿ عصبي ضبابي تكيُّفي(ANFIS)  لمتنبؤ بالتبخر الشيري المحتمؿ فيPantagar, U.S. 
Nagar (اليند) الحرارة وسرعة الرياح لػ , الإشعاع الشمسي, استناداً عمى أربعة عناصر مناخية ىي الرطوبة النسبية

بينت النتائج أف النماذج كانت قادرة عمى تعمـ الأحداث جيداً والتي دُرِّبت . ( شيراً 236) أشير سابقة 8عاماً و19
بة . لمتمييز . كما أنيا قادرة عمى تعميـ تدريبيا بشكؿٍ فعاؿ مف خلاؿ التنبؤ بالتبخر لمجموعة حالات غير مُدرَّ

تضمنت بيانات . (ET)نتح -نموذج الشبكة العصبية الصنعيَّة لتقدير التبخر Singh et al( 2013).استخدـ 
سرعة , الرطوبة النسبية, درجة الحرارة الصغرى, الأرصاد الجوية المُستخدمة في ىذه الدراسة درجة الحرارة العظمى

 والمُدرب بخوارزمية الانتشار العكسي لمخطأ ANNالنتائج المُلاحظة مف نموذج . الرياح وساعات السطوع الشمسي
.  المُقاسة بواسطة الميزومتر ETكانت عمى توافؽ جيد مع قيـ 

لمتنبؤ بالتبخر مف خزاف  (ANN)باستخداـ الشبكات العصبية الصنعية  Saad SH. Sammen( 2013)قاـ 
Hemrenساعات السطوع الشمسي وبيانات التبخر في , سرعة الرياح, الرطوبة النسبية,  باستخداـ درجة الحرارة اليومية

 لمتنبؤ بالتبخر مف الأحواض في مشاريع الموارد ANNأظيرت النتائج إمكانية استخداـ . Hemrenمحطة الأرصاد لػ 
. المائية 

لتقدير التبخر باستخداـ الشبكات العصبية الصنعية  نموذج Javed Ali and Sakshi Saraf( 2015)طوَّر 
لتقدير  (MLP)كما استخدمت ىذه الدراسة تقنية الارتدادات الخطية المتعددة . في اليند, Udaipur ,Rajasthanلػ 

. ( (MLR أفضؿ بالمقارنة مع تقدير التبخر باستخداـ ANNوُجد أف تقدير التبخر باستخداـ . التبخر
ببناء نموذج لشبكة عصبية صنعيَّة لتقدير التبخر الشيري في المنطقة السيمية  (2015)حيدر , كما قاـ عمار

جراء مقارنة بيف نتائج نموذج الشبكة ونتائج نماذج أخرى . مف الساحؿ السوري اعتماداً عمى درجة الحرارة فقط وا 
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تبيف أف نتائج الشبكة العصبية الصنعيَّة المعتمدة عمى درجة الحرارة فقط تعطي نتائج أكثر دقة مف معادلة . معروفة
. إيفانوؼ في تقدير التبخر 

إلى تطوير نموذج شبكة  Shetkar Rajeev , Kharat Pallavi( 2016)وىدفت الدراسة التي قاـ بيا 
. Maharashtra في Marathwada المتوضع في منطقة NathSagarعصبية صنعيَّة لتقدير التبخر مف خزاف 

وبينت النتائج أف استخداـ . استُعممت شبكة ذات تغذية أمامية وانتشار عكسي لمخطأ بطبقة خفية واحدة لبناء النموذج
 درجة الحرارة العظمى والدنيا والرطوبة النسبية وساعات الإشعاع الشمسي كمدخلات لمنموذج أعطت أداءً أفضؿ 

كما أف استخداـ درجة الحرارة العظمى والرطوبة النسبية يعطي تنبؤاً جيداً في حاؿ عدـ توفر باقي . لمتنبؤ بالتبخر
. البيانات 
 

: أىمية البحث وأىدافو
التبخر ظاىرة معقدة وغير خطية وتتأثر بالعديد مف العناصر المناخية مثؿ درجة الحرارة والرطوبة النسبية 

التقدير الدقيؽ لمتبخر ضروري لدراسة التوازف المائي والذي يؤثر . الخ.....وسرعة الرياح وساعات السطوع الشمسي
دارة الموارد المائية لذلؾ فإف ىدؼ ىذه الدراسة ىو بناء نموذج رياضي لمتنبؤ بالتبخر . بدوره عمى كفاءة التخطيط وا 

وذلؾ اعتماداً عمى درجة الحرارة والرطوبة النسبية  (ANN)الشيري في منطقة حماة باستخداـ الشبكة العصبية الصنعيَّة 
. وسرعة الرياح

منطقة البحث 
, ممتدة عمى جانبي نير العاصي. تشكؿ منطقة الدراسة جزءاً مف المنطقة الوسطى مف القطر العربي السوري

ومف الشماؿ الشرقي لمحافظة الرقة ومف الشرؽ والجنوب لمحافظة حمص , متاخمة مف الشماؿ لمحافظتي إدلب وحمب
 35 يمر بيا خط عرض 2كـ8861 وتقُدر مساحة المحافظة بحوالي . وتتاخـ مف الغرب محافظتي اللاذقية وطرطوس

يتراوح ارتفاعيا عف , تحيط بيا ىضاب مف الأطراؼ.  دقيقة شرقاً 44 درجة و36 دقيقة شمالًا وخط طوؿ 7درجة و
. منطقة الدراسة (1)يبيف الشكؿ .  ـ325-310سطح البحر بيف 

استُخدـ في ىذه الدراسة قياسات شيرية متوافرة لدرجة الحرارة والرطوبة النسبية وسرعة الرياح والتبخر لمفترة 
ويتطمب عمؿ الشبكات العصبية إجراء عممية التقييس لكؿ . لمحطة حماه المناخية (1991-1957)الممتدة بيف 

أي ضمف مدى قصير نسبياً لتقميؿ قيمة الخطأ , وذلؾ لجعؿ القيـ  قريبة مف بعضيا البعض, متجيات الإدخاؿ واليدؼ
قُيِّست كافة البيانات . وىذا يحسف كفاءة العمميات الحسابية وأداء الشبكة, بيف القيـ المحسوبة مف الشبكة والقيـ الفعمية

: ( 1)باستخداـ المعادلة 

 
 القيمة الصغرى لمقيـ ,   القيمة العظمى لمقيـ الحقيقية,  القيمة الحقيقيةx,  القيمة المقيَّسةyحيث 

. وتدعى ىذه الطريقة بطريقة التقييس الخطية المحمية. الحقيقية
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منطقة الدراسة  (1)الشكل 

 
: طرائق البحث ومواده

حيث تعرؼ الشبكات العصبية الصنعيَّة . (ANN)تعتمد ىذه الدراسة عمى إنشاء نموذج لشبكة عصبية صنعيَّة 
وتحاكي الطريقة التي ,  بأنيا إحدى أدوات الذكاء الاصطناعي وقادرة عمى التعمـ واكتساب المعرفة بالتدريب 

وذلؾ عف طريؽ نظاـ لمعالجة البيانات موزع عمى التوازي مكوف مف , يؤدي بيا الدماغ البشري ميمة معينة 
وتتشابو .  (عادةً غير خطية)والتي تحسب بتوابع رياضية معينة  (عصبونات اصطناعية)وحدات معالجة بسيطة 

مع الدماغ البشري في أنيا تكتسب المعرفة بالتدريب وتخزف ىذه المعرفة العممية والمعمومات التجريبية باستخداـ قوى 
. وصؿ داخؿ العصبونات تسمى الأوزاف التشابكية لتجعميا متاحة لممستخدـ عف طريؽ ضبط الأوزاف 

واستخداميا كبديؿ عف النماذج , زاد الاىتماـ في السنوات الأخيرة نحو تطوير استخداـ الشبكات العصبية
ولقد أثبتت نماذج الشبكات العصبية قدرتيا عمى التنبؤ بحؿ المشكلات بدقة وسيولة مقارنة بالأساليب . التقميدية

حيث يمكف تطبيؽ أسموب الشبكات دوف النظر إلى فرضيات معينة عف طبيعة المتغيرات . الإحصائية التقميدية
وكاف ليا الفضؿ في حؿ العديد . وعلاقتيا مع بعضيا البعض وذلؾ عمى العكس مف الطرائؽ التقميدية العادية في التنبؤ

. مف المشاكؿ حيث دخمت في مجالات عديدة كالعموـ واليندسة والطب والاتصالات والاقتصاد والأعماؿ
إف الشبكات العصبية الصنعيَّة ىي بنية رياضية مرنة قادرة عمى تعريؼ العلاقات المعقدة غير الخطية بيف 

حيث وُجد أف نماذج الشبكات العصبية الصنعيَّة تكوف مفيدة وفعالة خاصةً , مجموعات بيانات المُدخلات والمخرجات
وتُعد ىذه النماذج مناسبة جداً في الحالات . في المسائؿ التي يصعب وصؼ خواص العمميات فييا بمعادلات فيزيائية
إضافةً إلى ذلؾ فإف الشبكة العصبية . التي تكوف فييا العلاقة بيف متغيرات المُدخلات والمخرجات غير صريحة

الصنعيَّة ترسـ خريطة العلاقات الضمنية بيف المُدخلات والمخرجات مف خلاؿ التدريب اعتماداً عمى الملاحظات 
.  الحقمية 
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تتصؿ مع بعضيا بوساطة  (عصبونات)تتكوف الشبكة العصبية مف مجموعة مركبة مف عدة عناصر معالجة 
الشبكة العصبية الأكثر استخداماً في دراسة . حيث تتعمـ الشبكة مف خلاؿ تعديؿ أوزاف الاتصاؿ , أوزاف الاتصاؿ

البنية العامة لمشبكة  (2)يوضح الشكؿ .  الموارد المائية ىي الشبكة العصبية الصنعيَّة ذات التغذية الأمامية
. بطبقة خفية واحدة , العصبية الصنعيَّة ذات التغذية الأمامية

 
 
 
 
 
 
 
 
 
 
 
 

 
 
 
 

 نموذج لشبكة عصبية صنعيَّة ذات تغذية أمامية (2)الشكل 
 

ويُقصد بالتغذية , تيدؼ ىذه الدراسة إلى إنشاء نموذج رياضي لشبكة عصبية صنعيَّة ذات تغذية أمامية
الأمامية أنيا تنقؿ العمميات الحسابية في اتجاه واحد للأماـ مف طبقة المدخلات إلى طبقة المخرجات عبر الطبقات 

الشبكة العصبية ذات الانتشار العكسي لمخطأ                     , ومف الأمثمة عمى ىذا النوع مف الشبكات. الخفية
Feed Forward Back Propagation Artificial Neural Network ,وسُميت . المستخدمة في ىذه الدراسة

والفرؽ في قيميما , بالشبكات ذات الانتشار العكسي لمخطأ لأف المخرجات الحقيقية لمشبكة تقُارف مع المخرجات الفعمية
أي , حيث تقوـ الشبكة بنشر ىذا الخطأ مف طبقة المخرجات مروراً بالطبقات الخفية إلى طبقة المدخلات, يدعى بالخطأ

. بآلية معكوسة لعممية حساب المخرجات 
. وفيما يأتي شرح لآلية عمؿ الشبكات العصبية ذات الانتشار العكسي لمخطأ

مرحمة التغذية الأمامية - أوولاً 
ثـ تجمع كؿ وحدة خفية قيـ . تستقبؿ كؿ وحدة دخؿ إشارة دخميا ثـ تنشرىا إلى جميع وحدات الطبقة الخفية

شارات دخميا الموزونة المُدخلات  لشبكة التغذية الأمامية مع الدخؿ مف   في طبقةحيث ترتبط  الخمية العصبية , وا 
(: 2) الشكؿ ( )  في الطبقة الخفية بوساطة الوزف الخمية العصبية 
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.  دليؿ الخمية في طبقة المُدخلاتحيث 
. دليؿ الخمية في الطبقة الخفية:       

:  لمطبقة الخفية تنجز العممية الحسابية التالية j فإف الخمية العصبية لحساب الخرج 

 
.  العدد الكمي لممُدخلات إلى العقدة Nحيث 
(. transfer function)دالة التفعيؿ :       

 بمثابة الحد الثابت في المعادلات الرياضية الذي يساعد في حؿ تمؾ المعادلات bias( )يعد شعاع الانحياز 
.  بصورة أسرع وأسيؿ 

:  نسرد بعضاً منيا والتي تـ استخداميا في ىذا البحث, ىناؾ عدة أنواع مف دواؿ التفعيؿ 
يجعؿ ىذا التابع قيـ الخرج : Log-Sigmoid Transfer Functionدالة السيغمويد الموغاريتمية - 1

. بشكؿٍ انسيابي (1)و  (0)محصورة بيف 
( 1)يجعؿ ىذا التابع قيـ الخرج بيف : Tan-Sigmoid Transfer Functionدالة السيغمويد لظؿ الزاوية - 2

(. 1-)و 
( . 1)و  (0)يجعؿ ىذا التابع قيـ المخرجات بيف :  Linear Transfer Functionالدالة الخطية - 3

مرحمة اونتشار العكسي لمخطأ -  انيالاً 
(. 3)الشكؿ ,  في ىذه المرحمة يتـ مقارنة الخرج المحسوب مع الخرج الفعمي لتحديد قيمة الخطأ 

حيث تنتشر أخطاء الخرج النيائي في الاتجاه الخمفي طبقة , تُستعمؿ ىذه الأخطاء مداخؿ لوصلات التغذية العكسية
تتكرر العممية مرات عديدة لكؿ نموذج . بعد أخرى مع القياـ بتعديؿ أو تصحيح لأوزاف الطبقة الموافقة بطريقة تكرارية

أو حتى الوصوؿ إلى عدد محدد مف مرات التكرار , في مجموعة التدريب حتى يتقارب الخطأ الكمي إلى قيمة صغرى
 .

:  كما يمي  كمتوسط أخطاء الخرج عبر كؿ أخطاء نماذج التدريب يُعرَّؼ متوسط خطأ النظاـ 

 

 
.  حجـ مجموعة التدريبp: حيث

.  في طبقة الخرجk الخرج المأموؿ لموحدة       
.  في طبقة الخرجk الخرج المحسوب لموحدة       
. P مربع الخطأ لنموذج دخؿ       
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شبكة عصبية ذات انتشار عكسي لمخطأ ب لاث طبقات  (3)الشكل 

 
ويمكف أف يُنجز ذلؾ بتعديؿ الأوزاف  , إف خطأ النموذج سينخفض إذا انخفض خطأ كؿ نموذج تدريب 

. تعديلًا متناسباً مع تناقص قيمة الخطأ

 
.  عامؿ التعميـ الثابت: حيث

: يُعطى تدرج خطأ النظاـ بالمعادلة

 
: يتـ تحديث الأوزاف وعامؿ الانحياز كما يمي

 
 

. معامؿ تصحيح عامؿ الانحياز: معامؿ تصحيح الوزف؛ : : حيث
 

: النتائج والمناقشة
إدخال البيانات وبناء الشبكة العصبية - 1

أُدخمت البيانات المتوافرة لمحطة حماة للأعواـ , بغرض الحصوؿ عمى أفضؿ ىيكمية لمشبكة العصبية الصنعيَّة
والتي استُخدمت لاختبار الشبكة عمى بيانات لـ تُدرب  (1991-1989)باستثناء بيانات الأعواـ , (1957-1991)

 384عمى شكؿ مصفوفة مكونة مف ثلاثة صفوؼ تمثؿ درجة حرارة اليواء والرطوبة النسبية وسرعة الرياح و , عمييا
.  عموداً 384وأُدخمت البيانات عمى شكؿ مصفوفة مكونة مف صؼ واحد تمثؿ قيـ التبخر الشيري المُقاسة و , عموداً 

شُكِّمت الشبكة العصبية الصنعيّة متضمنةً طبقة المُدخلات المكونة مف ثلاثة عصبونات تمثؿ درجة حرارة اليواء 
وحُدِّد عدد , وطبقة المخرجات المكونة مف عصبوف واحد يمثؿ التبخر الشيري, والرطوبة النسبية وسرعة الرياح
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وذلؾ بتغيير عدد عصبونات الطبقة الخفية مع تثبيت خوارزمية التدريب ودواؿ , عصبونات الطبقة الخفية بالتجريب
. التفعيؿ لكافة الشبكات المشكمة وتدريب الشبكة حتى الحصوؿ عمى أقؿ معدؿ لمربع الخطأ

تدريب الشبكة العصبية الصنعيَّة المقترحة - 2
وتـ . إف اليدؼ مف تدريب الشبكة ىو تغيير أوزاف الشبكة لمحصوؿ عمى الخرج المأموؿ لممُدخلات المعطاة

حيث بدلًا مف تعديؿ الأوزاف بعد معالجة كؿ نموذج مف نماذج الدخؿ , تدريب البيانات باستخداـ أسموب الدفعة الواحدة
. ومف ثـ القياـ بالتعديلات, يتـ تكديس الأخطاء عبر كؿ مجموعة تدريب

الشكؿ , (1-14-3)بعد إجراء العديد مف التجارب تـ التوصؿ إلى أف الشبكة العصبية الصنعيَّة ذات الييكمية 
                 )( قيمة مُقيَّسة0.0522)ويساوي  (RMSE)تعطي أقؿ قيمة لجذر متوسط مربع الخطأ , (4)

23.26mm/monthلمجموعة التدريب و ( بعد رد التقييس(17.05( )0.0388mm/month)  لمجموعة التحقيؽ
, لممجموعات الثلاث (21.5mm/month( )0.0483)لمجموعة الاختبار و (16.53mm/month( )0.0375)و

بة (RMSE)قيـ  (1)يوضح الجدوؿ  . المُقيَّسة لمشبكات العصبية المُدرَّ
 

 
أفضل بنية معمارية لمشبكة العصبية الصنعيَّة لمبيانات المدروسة  (4)الشكل 

 
وتبيَّف أف , (1-14-3)وذلؾ مف أجؿ الشبكة العصبية الصنعيَّة ذات الييكمية , كما جرى اختبار لتوابع التفعيؿ

 في الطبقة Transfer Function Tansigmoidأفضؿ أداء لمشبكة العصبية الصنعيَّة يكوف باستخداـ دالة التفعيؿ 
. (2)كما ىو مبيف في الجدوؿ ,   في طبقة الخرجTransfer Function Tansigmoid الخفية تتُبع بدالة تفعيؿ 

لمجموعة  (0.00081247)أداء الشبكة العصبية الصنعيَّة لممجموعات الثلاث بمتوسط خطأ يساوي  (5)يبيف الشكؿ 
. التحقيؽ
 

 المُقيَّسة لمشبكات العصبية الصنعيَّة المُدرَّبة RMSEقيم  (1)الجدول 

بنية الشبكة 
العصبية 

الكمي 
(All) 

(RMSE) 

التدريب 
(train) 

(RMSE) 

الاختبار 
(test) 

(RMSE) 

التحقيؽ 
(validation) 
(RMSE) 

3-6-1 0.0524 0.0523 0.0407 0.0537 
3-7-1 0.0488 0.0487 0.0546 0.0436 
3-8-1 0.0492 0.0499 0.05 0.0489 
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3-9-1 0.0492 0.0479 0.0436 0.0592 
3-10-1 0.051 0.0497 0.0542 0.0541 
3-11-1 0.0502 0.0458 0.06 0.0586 
3-12-1 0.05 0.0521 0.0447 0.0446 
3-13-1 0.052 0.05 0.052 0.0608 
3-14-1 0.0483 0.0522 0.0375 0.0388 
3-15-1 0.0509 0.0535 0.0377 0.0492 
3-16-1 0.0494 0.0537 0.0353 0.0379 

 
أداء الشبكة العصبية الصنعيَّة عند استخدام عدة توابع تفعيل  (2)الجدول 

 All (RMSE)طبقة الخرج الطبقة الخفية 
Tansig Tansig 0.0483 
Tansig Logsig 0.148 
Tansig Purelin 0.0488 
Logsig Logsig 0.153 
Logsig Tansig 0.0499 
Logsig Purelin 0.0521 

 

 
أداء الشبكة العصبية الصنعيَّة لممجموعات ال لاث  (5)الشكل 
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تقويم أداء الشبكة العصبية الصنعيَّة المقترحة - 3
تـ تقويـ أداء الشبكة العصبية المقترحة مف خلاؿ مقارنة النتائج التي تـ الحصوؿ عمييا مف النموذج مع القيـ 

,  في الماتلابcurve fitting toolوذلؾ عف طريؽ أداة , اليدؼ لكؿٍ مف مجموعة التدريب والاختبار والتحقيؽ
( 9)و  (8)و  (7)و  (6)توضح الأشكاؿ . RMSE وقيـ جذر متوسط مربع الخطأ باستخداـ قيـ معامؿ التحديد 

 لمبيانات المقيَّسة RMSEنتائج المقارنة مف خلاؿ قيـ  (3)و يوضح الجدوؿ . curve fittingالنتائج باستخداـ أداة 
.  بعد رد التقييس وقيـ RMSEوقيـ 

 لمتنبؤ بالتبخر لمُدخلات لـ SIMULATEىذا وتـ اختبار أداء نموذج الشبكة العصبية مف خلاؿ القياـ بعممية 
. حيث تـ التنبؤ لثلاث سنوات وسنتيف وسنة وثلاثة أشير, (1991-1989)للأعواـ , تتدرب عمييا الشبكة مف قبؿ

قيـ  (4)يبيف الجدوؿ . شير/مـ5.64  لثلاثة أشير RMSEحيث بمغت قيمة , وكانت نتائج التنبؤ مرضية لثلاثة أشير
RMSEقيـ التبخر الفعمية وقيـ التبخر المحسوبة مف الشبكة لمسنوات   (5)يبيف الجدوؿ .  لمتنبؤ بالتبخر لمفترات السابقة
. والفرؽ بيف ىذه القيـ (1991-1989)الثلاث 

 
 نتيجة المقارنة بين القيم المحسوبة بالنموذج والقيم اليدف  وقيم RMSEقيم  (3)الجدول 

 المُقيَّس RMSEالمجموعة 
RMSE بعد رد التقييس 

(mm/month ) 

 0.9664 23,26 0.0523مجموعة التدريب 
 0.9789 16.53 0.0376مجموعة الاختبار 
 0.981 17.05 0.0388مجموعة التحقيؽ 
 0.9704 21.5 0.0483المجموعات الثلاث 

 
 

 
  لكافة لمبياناتcurve fitting toolنتائج  (6)الشكل 
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 لمجموعة التدريب curve fitting toolنتائج  (7)الشكل 

 

 
 لمجموعة اوختبار curve fitting toolنتائج  (8)الشكل 

 

 
 لمجموعة التحقيق curve fitting toolنتائج  (9)الشكل 

 
 
 



 Tishreen University Journal. Eng. Sciences Series   2017( 3)العدد  (39) العلوم الهندسية المجلد مجلة جامعة تشرين 

105 

 لمتنبؤ بالتبخر لفترات مختمفة RMSEقيم  (4)الجدول 
 RMSE (mm/month)فترة التنبؤ 
 5.64ثلاثة أشير 

 18.83( 1989)سنة 
 27.15( 1990-1989)سنتيف 

 27.22( 1991-1989)ثلاث سنوات 
 

( 1991-1989)قيم التبخر الفعمية والقيم المحسوبة من الشبكة لمسنوات  (5)الجدول 
نسبة الفرؽ بيف 

% القيمتيف 
الفرؽ بيف القيمتيف 

(mm/month )
قيـ التبخر المحسوبة 

(mm/month) 
قيـ التبخر الفعمية 

(mm/month )
التاريخ 

18.9 7.03 30.17 37.2 1989/1 
1.625 0.91 55.09 56 1989/2 
6.58 6.73 95.57 102.3 1989/3 
10.86 18.24 149.76 168 1989/4 
5.52 13.86 237,24 251.1 1989/5 
12.35 44.83 318.17 363 1989/6 
8.3 33.99 375.21 409.2 1989/7 

-0.12 -0.44 363.14 362.7 1989/8 
1.74 4.6 259.4 264 1989/9 
12.15 19.58 141.62 161.2 1989/10 
9.46 7.95 76.05 84 1989/11 
-6.63 -1.85 29.75 27.9 1989/12 
35.8 15.54 27.86 43.4 1990/1 
5.92 3.48 55.32 58.8 1990/2 
29.42 37.4 89.7 127.1 1990/3 
28.83 60.55 149.45 210 1990/4 
18.36 54.64 242.96 297.6 1990/5 

8 29.53 339,47 369 1990/6 
11.29 51.79 407.01 458.8 1990/7 
0.7 2.66 375.54 378.2 1990/8 
0.23 0.56 242.44 243 1990/9 
17.14 31.89 154.11 186 1990/10 
24.02 23.06 72.94 96 1990/11 
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11.52 5 38.4 43.4 1990/12 
11.39 3.53 27.47 31 1991/1 
4.93 2.07 39.93 42 1991/2 

3 1.77 57.13 58.9 1991/3 
40.85 73.53 106.47 180 1991/4 
15.63 33.43 180.47 213.9 1991/5 
-14.32 -43.82 349.82 306 1991/6 
4.94 19 365.4 384.4 1991/7 
1.42 5.24 363.66 368.9 1991/8 

0.0084 0.02 236.98 237 1991/9 
-5.81 -7.75 141.05 133.3 1991/10 
-15.5 -8.37 62.37 54 1991/11 
2.72 0.76 27.14 27.9 1991/12 

 
: اوستنتاجات والتوصيات

 يمكف اعتماد الشبكة العصبية الصنعيَّة ذات التغذية الأمامية والانتشار العكسي لمخطأ وذات الييكمية   -
كطريقة لمتنبؤ بالتبخر الشيري في منطقة حماة اعتماداً عمى قيـ درجة الحرارة والرطوبة النسبية وسرعة  (3-14-1)

 .0.97 مساوية   وقيمة 21.5mm تساوي RMSEالرياح بقيمة 
كانت النتائج , curve fitting toolباستخداـ أداة , بمقارنة القيـ المحسوبة مف النموذج مع القيـ المأمولة -

 .شير/ مـ16.53 لمجموعة الاختبار RMSEجيدة حيث بمغت قيمة 
كانت نتائج التنبؤ بالتبخر مرضية بقيمة ,  لبيانات لـ تتدرب عمييا الشبكةSIMULATEباستخداـ عممية  -

 . وذلؾ لفترة ثلاثة أشيرRMSEشير لػ / مـ5,64
: واعتماداً عمى نتائج البحث نوصي بما يمي

 .بناء نموذج لمتنبؤ بالتبخر باستخداـ نظاـ ىجيف مف الشبكات العصبية الصنعيَّة والخوارزميات الجينية -
التوسع باستخداـ الشبكات العصبية الصنعيَّة لدراسة العديد مف المسائؿ المتنوعة بغرض تحقيؽ الإدارة المٌثمى  -

. لمموارد المائية
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