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 ممخّص  

 
دارة الموارد المائيّة . يعتبر التبخّر مكوّناُ أساسيّاً في الدورة الييدرولوجيّة، وىو يمعب دوراً مؤثّراً في تطوير وا 
تيدف ىذه الدراسة إلى التنبّؤ بالتبخّر الإنائي الشيري في محطة حمص المناخيّة باستخدام الشبكات العصبيّة 

وقد اعتمدت الدراسة من أجل ذلك عمى القيم الشيريّة لدرجة حرارة اليواء والرطوبة النسبيّة فقط . الاصطناعيّة
استُخدمت خوارزميّة الانتشار العكسي في عمميّة تدريب . كمدخلات، واعتمدت التبخّر الإنائي الشيري كمُخرج لمشبكة

وتحقيق الشبكة مع تغيير طرائق التدريب وعدد الطبقات الخفيّة وعدد العصبونات في كل طبقة منيا، وقد أظيرت 
 عمى التنبؤ بقيم التبخر الإنائي الشيري 1-10-2النتائج القدرة الجيّدة لمشبكة العصبيّة الاصطناعيّة ذات الييكميّة 

 لمجموعة 24.52 mm/month (RMSE) وبجذر متوسّط مربّعات الأخطاء 96.786%  (R)بمعامل ارتباط كمّي
البيانات الكاممة، وقد أوصت الدراسة باستخدام تقنية الشبكات العصبية الاصطناعية لتحديد العناصر الأكثر تأثيراً عمى 

. التبخر
 .التبخّر الإنائي، الشبكات العصبيّة الاصطناعيّة، خوارزميّة الانتشار العكسي، التنبّؤ: الكممات المفتاحيّة
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  ABSTRACT    

 
Evaporation is a major meteorological component of the hydrologic cycle, and it 

plays an influential role in the development and management of water resources. The aim 

of this study is to predict of the monthly pan evaporation in Homs meteostation using 

Artificial Neural Networks (ANNs), which based on monthly air temperature and relative 

humidity data only as inputs, and monthly pan evaporation as output of the network. The 

network was trained and verified using a back-propagation algorithm with different 

learning methods, number of processing elements in the hidden layer(s), and the number of 

hidden layers. Results shown good ability of (2-10-1) ANN to predict of monthly pan 

evaporation with total correlation coefficient equals 96.786 % and root mean square error 

equals 24.52 mm/month for the total data set. This study recommends using the artificial 

neural networks approach to identify the most effective parameters to predict evaporation. 
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 مقدمة
تتسم الموارد المائيّة بأىميّة متميّزة قد تفوق باقي الموارد الاقتصاديّة الأخرى، حيث أنّيا تعدّ حجر الزاويّة في 

 وتمثل المعمومات الييدرولوجيّة العامل الأساس لتقويم ،تطوير النشاطات الزراعيّة والصناعيّة والاقتصاديّة المختمفة
. الوضع المائي ووضع دراسات الموازنة المائيّة التفصيميّة في أية منطقة

يعتبر التبخّر أحد أىمّ العوامل الييدرولوجيّة، ويعرّف بأنّو فقدان جزيئات الماء من السطح المائي إلى الغلاف 
، وقد نالت دراسة ىذا العامل اىتمام العديد من الباحثين بغرض ايجاد طريقة غير مباشرة لتقديره       [1]الجوّي

بالاعتماد عمى العوامل المناخيّة الأخرى المرتبطة بو، فأُجريت العديد من الدراسات ليذا الغرض، حيث قارن 
(Eslamian, S.S. et al. 2008) بين النوعين (FFNNs , SMVs) من نماذج الشبكات العصبيّة الاصطناعيّة 

في تقدير التبخّر الإنائي الشيري في خمس محطات في ايران وذلك بالاعتماد عمى القيم الشيرية لمرطوبة النسبيّة 
والإشعاع الشمسي ودرجة الحرارة وسرعة الرياح، بالإضافة إلى اليطول المطري، وكانت نتائج كل من الأسموبين جيّدة 

 ونماذج FFNNs في نماذج 0.936 و 0.94، حيث بمغت قيمة معامل الارتباط SVMsمع أفضميّة لنماذج 
SVMs في الأنموذجين عمى الترتيب 40.98 و 1265.22عمى الترتيب، أما قيمة متوسّط مربّعات الأخطاء فقد بمغت 
. [2]أيضاً 

 دراسة لتقدير التبخّر الإنائي الشيري باستخدام الشبكات العصبيّة (Boroomand. et al. 2011) وأجرى 
الاصطناعيّة في ايران، حيث دُرّبت الشبكة باستخدام القيم الشيرية للإشعاع الشمسي ودرجة الحرارة الصغرى والعظمى 

والرطوبة النسبيّة الصغرى والعظمى وسرعة الرياح، وكانت معاملات الارتباط خلال مرحمتي التدريب والاختبار 
، وقد تم %24 و %18 عمى الترتيب، وكان الخطأ النسبي الأعظمي في المرحمتين عمى الترتيب %97.3 و 97.4%

الاستنتاج عمى أنّ أسموب الشبكات العصبيّة الاصطناعيّة ىو اسموب ملائم لتمثيل الظاىرة وقادر عمى تقدير قيميا 
. [3]بشكل دقيق 
 فقد أجرى بدراسة مشابية لتقدير التبخّر الإنائي الشيري في اليند باستخدام (Kumar, P. et al. 2012)أمّا 

الشبكات العصبيّة الاصطناعيّة اعتماداّ عمى قيم الرطوبة النسبيّة والإشعاع الشمسي ودرجة الحرارة وسرعة الرياح، 
 خلال مرحمة التدريب و 0.9311واستنتج القدرة الجيّدة ليذه النماذج في عممية التقدير، حيث بمغ معامل الارتباط 

 خلال مرحمة mm/day 1.07 خلال مرحمة الاختبار، أما قيمة جذر متوسّط مربّعات الأخطاء فقد بمغت 0.9326
.  [4] خلال مرحمة الاختبارmm/day 0.9863التدريب و 

 بدراسة لتقدير التبخّر نتح اليومي في مجموعة من المحطات (Singh, S.K. et al. 2013)في حين قام 
المناخيّة في اليند باستخدام الشبكات العصبيّة الاصطناعيّة، بالاعتماد عمى قيم درجات الحرارة الصغرى والعظمى، 
الرطوبة النسبيّة الصغرى والعظمى، الإشعاع الشمسي وسرعة الرياح كمدخلات لمشبكات العصبيّة، أما المخرجات 

فكانت قيم التبخّر نتح اليومي المقيسة باستخدام الميزيمتر، وقد أظيرت النتائج إمكانيّة استخدام نماذج الشبكات العصبيّة 
. [5] خلال مرحمة الاختبار0.9448 خلال مرحمة التدريب و 0.9824الاصطناعيّة بمعامل ارتباط 

 والانحدار الخطّي ANFIS بين نظام الاستدلال العصبي الضبابي التكيّفي (Al-Aboodi, Ali. 2014)وقارن 
، حيث بمغت قيمة جذر متوسّط %5 يحسّن من الدقّة بحدود ANFISفي تقدير التبخّر الإنائي الشيري، ووجد أن نظام 

 mm/month 64.42 وmm/month 63.596 والانحدار الخطّي ANFIS في نموذجي RMSEمربّعات الأخطاء 
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  والانحدار الخطّي عمى ANFIS في نموذجي 0.938 و 0.987 فقد بمغ Rعمى الترتيب، أما معامل الارتباط 
. [6]الترتيب 

 بين نماذج الشبكات العصبيّة الاصطناعيّة ومعادلة بنمان (Dalkilic, Y. et al. 2014)في حين قارن 
 التي LMANNالتجريبيّة في تقدير التبخّر الإنائي اليومي، وأظيرت النتائج أفضميّة نماذج الشبكات العصبيّة من النوع 

 في عمميّة التدريب حيث بمغت قيمة متوسّط مربّعات الأخطاء ليذا Levenberg-Marquardtتعتمد عمى خوارزميّة 
. mm2/day 2.27 [7]النوع من الشبكات خلال مرحمة الاختبار 

 فقد قام بدراسة لتقدير التبخر نتح المرجعي اليومي في حوض (Pakhale, G.k. et al. 2015)أمّا 
Ameleke في أثيوبيا باستخدام الشبكات العصبيّة الاصطناعيّة مستخدماً فييا الأداة MARS في تحديد الييكميّة وعدد 

العصبونات الأكثر ملاءمة لمشبكة العصبيّة، وقارن النتائج مع طريقة بنمان مونتيث، فتبيّن أن الشبكات العصبيّة ىي 
.  [8]الطريقة الأفضل، ويمكن اعتمادىا من أجل السيناريوىات المستقبميّة

 
  أىميّة البحث وأىدافو

تعود أىميّة البحث إلى ضرورة ايجاد طريقة قادرة عمى التقدير والتنبّؤ الدقيق بالتبخّر الإنائي الشيري في محطّة 
مدينة حمص المناخية، وبالتالي إمكانيّة إجراء دراسات الموازنة المائيّة التفصيميّة ووضع الخطط المستقبميّة في سبيل 

دارة الموارد المائيّة المتاحة في المنطقة والإفادة منيا بالشكل الأمثل .  تنمية وا 
ييدف البحث إلى وضع أنموذج شبكة عصبيّة اصطناعيّة لمتنبّؤ بالتبخّر الإنائي الشّيري في محطّة حمص 

. المناخيّة بالاعتماد عمى القيم الوسطيّة الشيريّة لدرجة حرارة اليواء والرطوبة النسبيّة فقط
 :موقع منطقة البحث

جُمعت البيانات من محطّة مدينة حمص المناخيّة التي تقع في المنطقة الوسطى من الجميوريّة العربيّة السوريّة، 
،  شرقاً ('43 °36) شمالًا وخط طول ('45 °34) عن مستوى سطح البحر، وعمى خط عرض m 483عمى ارتفاع 
 . موقع المحطّة المدروسة(1)ويبيّن الشكل 

 
: طرائق البحث ومواده 

تعرّف الشّبكات العصبيّة الاصطناعيّة بأنّيا عبارة عن أنظمة ترابطيّة تعتمد في صياغتيا عمى محاكاة بنية وآليّة 
عمل الخلايا البيولوجيّة في الكائنات الحيّة، وذلك من ناحية القدرة عمى التعمّم من أنماط مختمفة من البيانات والسرعة 

 Processingالعالية في إجراء عمميّات المعالجة، حيث تتكوّن ىذه الشّبكات من وحدات لممعالجة العصبيّة     
Element تدعى بالعصبونات، يعمل كل منيا كذاكرة محميّة Local Memory تستخدم في إجراء عمميّات المعالجة 
  .المختمفة
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. موقع محطّة مدينة حمص المناخيّة : (1)الشكل 

 
تتم عمميّة المعالجة ضمن العصبون الاصطناعي من خلال ضرب كلّ قيمة من المدخلات بوزن محدّد، ثم 

، Activation Function (تنشيط)تُجمع المدخلات الموزونة ويُضاف إلييا عامل انحياز، وبعد ذلك تُطبّق دوال تفعيل 
 مراحل عمل العصبون (2)والتي تُحدِّد بحسب نوعيا قيمة المخرجات الناتجة عن العصبون، ويوضّح الشكل 

 .الاصطناعي

 
. مراحل عمل العصبون الاصطناعي: (2)الشكل 

 مكوّنات الشبكات العصبيّة الاصطناعيّة
 التي تحتوي عمى عدد من Input layerتتكوّن الشبكة العصبيّة الاصطناعيّة بشكل أساسي من طبقة الدخل 

 والتي تضيف المرونة  واحدة أو أكثرHidden layer وطبقة مخفيّة العصبونات ممثل لعدد مدخلات الشبكة العصبيّة،
 .Output layer، ثم طبقة الخرج لمشبكة [9]عمى عمميّة بناء الدوال الناقمة بين المدخلات والمخرجات 

الشبكات العصبيّة الاصطناعيّة ذات التغذية الأماميّة  
تعدّ من أكثر أنواع الشبكات العصبيّة الاصطناعيّة استخداماً، حيث يتكوّن ىذا النوع من الشبكات من طبقتين 
عمى الأقلّ، كما وتوجد في غالب الأحيان طبقة خفيّة أو أكثر بين طبقتي الدخل والخرج، وسمّيت بيذا الاسم لأنّ جية 
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جراء العمميّات الحسابيّة تكون إلى الأمام من طبقة الدخل إلى طبقة الخرج عبر الطبقات الخفيّة  انتقال البيانات وا 
 .(3)لمشبكة، الشكل 

 
. نموذج لشبكة عصبيّة اصطناعيّة ذات تغذية أماميّة: (3)الشكل 

 خوارزميّات التدريب لمشبكات العصبيّة الاصطناعيّة
وتعدّ عمميّة التعميم والتدريب لمشبكات العصبيّة ىي الأساس في تجييز ىذه الشبكات لأداء عمميّات التعرّف 

المختمفة، ويتم ذلك من خلال مجموعة من خوارزميّات التدريب، وبشكل عام يمكن أن تتم عمميّة التدريب لمشبكة بإحدى 
: الطريقتين الآتيتين

  التدريب الموجّوSupervised Learning 
وتعتمد ىذه الطريقة في التدريب عمى عرض مجموعة بيانات التدريب عمى الشبكة العصبيّة عمى شكل أزواج 

لمدخلات ومخرجات الشبكة، وتستخدم الشبكة الفرق بين مخرجات الشبكة والمخرجات الحقيقيّة في حساب الخطأ 
 Error Back-Propagationوتعديل الأوزان لموصول إلى أفضل النتائج، وتعتبر خوارزميّة الانتشار العكسي لمخطأ 

Algorithmمن أفضل خوارزميّات التدريب الموجّو لمشبكات العصبيّة الاصطناعيّة ذات التغذية الأماميّة  .
  التدريب غير الموجّوUnsupervised Learning 

ويعتمد التدريب في ىذا النوع عمى قدرة الشبكات العصبيّة عمى اكتشاف الملامح المميّزة لمجموعة البيانات، 
وعمى قدرتيا عمى التعميم، بدون عرض أية أمثمة لما يجب أن تنتجو الشبكة، وذلك عمى عكس التدريب بالطريقة 

.  [10]الأولى 
تقييس البيانات  

 وذلك قبل إدخاليا إلى الشبكة من خلال 1 والـ 0يتم بعد تجميع البيانات تحويل جميع القيم إلى قيم بين الـ 
  :[11]عمميّة التقييس التي يمكن إجراؤىا بعدّة طرق، وفي ىذه الدراسة تم اعتماد المعادلة الآتية في عمميّة التقييس 

)1(5.05.0
minmax















PP

PP
P mean

norm  

. القيمة بعد التقييس :normP. القيمة الأصميّة :P: وذلك حيث أنّ 
meanP: متوسّط القيم .

 maxP: أدنى قيمة .minP: أعمى قيمة .  
تستخدم ىذه القيم خلال مراحل بناء الشبكة العصبيّة الاصطناعيّة، ثم تُعاد القيم التي تنتج بعد إجراء عمميّة 

.  إلى حالتيا الأصميّة قبل التقييسSimulationالمحاكاة 
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طريقة معادلة ايفانوف 
وتستخدم معادلة ايفانوف في حساب التبخّر من السطوح المائيّة الحرّة بالاعتماد عمى القيم الوسطيّة الشيريّة 

: [12]لدرجة حرارة اليواء والرطوبة النسبيّة وفق ما يمي 
    )2(10025.0018.0

2
RHTE   

. القيمة الوسطية الشيريّة لدرجة حرارة اليواء :T: حيث أنّ 
 RH:  الرطوبة النسبيّة% .
 E:  التبخّر في الشيرmm .

معايير التقييم  
يوجد العديد من المعايير لممقارنة بين الشبكات العصبيّة وتحديد الشبكة ذات الدقّة الأفضل، وفي ىذه الدراسة تم 

: [6]، والتي تعطى بالعلاقات كما يمي R ومعامل الارتباط RMSEاعتماد قيم جذر متوسّط مربّعات الأخطاء 
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. عدد البيانات  :N. المتوسط الحسابي لمقيم المتنبأ بيا :p. القيمة المتنبّأ بيا :ip: حيث أن 
 io: القيمة المقيسة .o: المتوسط الحسابي لمقيم المقيسة .  

 
: النتائج والمناقشة

جُمعت البيانات المتوفّرة في محطة حمص المناخيّة موضوع البحث في الفترة الممتدّة بين عاميّ          
، وأُدخمت إلى الشبكة العصبيّة الاصطناعيّة المكوّنة من عصبونين (1)قُيّست باستخدام المعادلة  ثم (1975-2004)

في طبقة الدخل لمشبكة ممثّمين لمقيم الوسطيّة الشيريّة لدرجة حرارة اليواء والرطوبة النسبيّة، يقابميا عصبون واحد في 
 إلى ثلاث  قيمة شيريّة تمّ تقسيميا347طبقة الخرج ممثل لقيمة التبخّر الإنائي الشيري، وتضمنت ىذه البيانات 

مجموعات لمتدريب والتحقّق والاختبار وفق عدة نسب من خلال مجموعة من التجارب، وتبيّن أنّ التقسيم الأفضل والذي 
 لمجموعة الاختبار، وذلك %10 لمجموعة التحقّق و %10 لمجموعة التدريب و %80يعطي النتائج الأكثر دقّة ىو 
بين المجموعات الثلاث بالاعتماد عمى نسب  (المتوسّط الحسابي والانحراف المعياري)لتقارب المؤشّرات الإحصائيّة 

، في 1975 قيمة شيريّة ابتداءً من شير تشرين الأوّل عام 279التقسيم ىذه، وبالتالي تضمّنت مجموعة التدريب عمى 
 عمى بعض المؤشّرات (1) قيمة، ويحتوي الجدول 34حين احتوت كل من مجموعتي التحقّق والاختبار عمى 

 قيم التبخّر الإنائي (4)الإحصائيّة لمعوامل المناخيّة المستخدمة خلال كل مجموعة من ىذه المجموعات، ويبين الشكل 
 . الشيري في كلّ مجموعة من المجموعات

 
 



 عمار، حيدر، سميمان                  باستخدام الشبكات العصبيّة الاصطناعيّة التنبّؤ بالتبخّر الإنائي الشّيري في محطّة حمص المناخيّة

436 

. بعض المؤشّرات الإحصائيّة لمعوامل المناخيّة المستخدمة: (1)الجدول 

مجموعة التحقّق  مجموعة التدريب  مجموعة الاختبار  جميع البيانات 
النسبة  80% 10% 10% 100% 

 347 34 34 279 عدد البيانات
 °Cدرجة حرارة اليواء  

 16.7 18.1 18.1 16.4 المتوسّط الحسابي
 7.2 7.5 7.7 7.1 الانحراف المعياري

 29.5 27.9 29.5 29.2 أكبر قيمة
 3.4 6.5 6.0 3.4 أصغر قيمة

%الرطوبة النسبيّة    
 66.0 66.7 65.4 66.0 المتوسّط الحسابي
 10.0 9.8 9.9 10.0 الانحراف المعياري

 87.4 84.4 87.4 87.0 أكبر قيمة
 44.0 51.1 48.7 44.0 أصغر قيمة

 mm/monthالتبخّر  
 154.5 182.7 186.1 147.2 المتوسّط الحسابي
 97.3 101.4 112.4 93.8 الانحراف المعياري

 427.9 341.2 427.9 388.9 أكبر قيمة
 22.0 43.3 38.2 22.0 أصغر قيمة

 

 
. بيانات التبخّر الإنائي الشيري المستخدمة في الدراسة: (4)الشكل 

 
استُخدم برنامج الماتلاب وحزم الأدوات الممحقة بو في عمميّة بناء الشبكات العصبيّة وتدريبيا، حيث أُجري عدد 
كبير جدّاُ من التجارب عمى شبكات عصبيّة ذات بُنى مختمفة من خلال التغيير في عدد العصبونات في الطبقة الخفيّة 
وتوابع التفعيل المستخدمة في كل من الطبقة الخفيّة وطبقة الخرج لمشبكة، وكذلك من خلال التغيير في الخوارزميّات 
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 مرّة ثم حسبت قيمة جذر متوسّط 1000المستخدمة في تدريب الشبكة، حيث دُرّبت كلّ شبكة من ىذه الشبكات 
.   لكلّ مجموعة من المجموعاتR ومعامل الارتباط RMSEمربّعات الأخطاء 

 ىي الأفضل وتناسب طريقة التقييس Sigmoid Functionبيّنت النتائج أن توابع التفعيل ذات الدالة القطعيّة 
 تساعد في الوصول إلى أقل قيمة لجذر Levenberg-Marquardt (LM)المستخدمة، وأن خوارزميّة التدريب 

. RMSEمتوسّط مربّعات الأخطاء 
 خلال المراحل الثلاث لبناء RMSE التغيّرات في قيمة جذر متوسّط مربّعات الأخطاء (5)ويبيّن الشكل 

 .الشبكة، بالإضافة إلى القيمة الكميّة مع تغيير عدد العصبونات في الطبقة الخفيّة

 
 مع تغيّر عدد العصبونات في الطبقة الخفيّة RMSEتغيّر قيمة جذر متوسّط مربّعات الأخطاء : (5)الشكل 

. خلال مراحل بناء الشبكة
 

 ANN(2,10,1)نلاحظ أن الشبكة العصبيّة الاصطناعيّة التي تحتوي عمى عشر عصبونات في الطبقة الخفيّة 
 RMSE ىي الأفضل، حيث كانت قيم جذر متوسط مربعات الأخطاء Tan Sigmoidالتي تعتمد عمى تابع التفعيل 

 29.44 خلال مرحمة التحقّق، و mm/month 31.62 خلال مرحمة التدريب، وmm/month 22.8تساوي 
mm/month 24.52 خلال مرحمة الاختبار، في حين بمغت القيمة الكميّة خلال المراحل الثلاث mm/month .
، Train أداء ىذه الشبكة والتناقص في قيمة متوسط مربع الخطأ خلال مرحمة تدريب الشبكة (6)ويظير الشكل 

 .Validation التي تقابل أقل قيمة لمتوسّط مربّع الخطأ المعياري خلال مرحمة التحقّق 179واختيار الدورة التكراريّة 
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 . خلال مراحل التدريب والتحقّق والاختبار(2,10,1)أداء الشبكة : (6)الشكل 

 
 قيماً عالية لمعامل (2,10,1)وبالإضافة إلى ذلك فقد أعطت الشبكة العصبيّة الاصطناعيّة ذات الييكميّة 

الارتباط بين القيم المقيسة والقيم الناتجة عن الشبكة، حيث كانت خلال مراحل التدريب والتحقق والاختبار عمى 
، (7) وذلك كما ىو موضّح في الشكل 0.968، أما قيمة الارتباط الكمية فقد بمغت 0.964، 0.964، 0.97: الترتيب

مقارنة بين القيم الحقيقيّة والقيم المتنبّأ بيا الناتجة عن الشبكة خلال المراحل المختمفة من  (8)في حين يظير الشكل 
.  عمميّة بناء الشبكة

ومن جية أخرى حُسبت بغرض المقارنة قيم التبخّر الإنائي الشيري باستخدام معادلة ايفانوف التي تعتمد عمى 
القيم ذاتيا المستخدمة كمدخلات لمشبكة العصبيّة الاصطناعيّة، أي القيم الشيرية لدرجة الحرارة والرطوبة النسبيّة، 

 عمى كامل RMSEفأظيرت النتائج ضعفاً في تمثيل قيم الظاىرة، حيث بمغت قيمة جذر متوسّط مربّعات الأخطاء 
، ومُثّمت نتائج المقارنة مع نتائج الشبكة 0.95948، ومعامل الارتباط الكمّي mm/month 56.1مجموعة البيانات 

 ، وذلك عمى قيم فترتي التحقّق والاختبار لمشبكة العصبيّة الاصطناعيّة، أي عمى (9)العصبيّة الاصطناعيّة في الشكل 
. قيم لم تستخدم في عمميّة تدريب الشبكة
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 .الارتباط بين القيم المقيسة والمتنبّأ بيا: (7)الشكل 

 

 
. مقارنة بين قيم التبخّر الإنائي الحقيقيّة والقيم الناتج عن الشبكة خلال مراحل التدريب والتحقّق والاختبار: (8)الشكل 
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مقارنة بين القيم الحقيقيّة لمتبخّر الإنائي الشيري والقيم الناتجة عن الشبكة العصبيّة الاصطناعيّة : (9)الشكل 

. والقيم الناتجة عن معادلة ايفانوف خلال مرحمتي التحقّق والاختبار فقط

 
: الاستنتاجات والتوصيات

  0.96786، وبمعامل الارتباط الكمّي 1-10-2أثبتت الشبكة العصبيّة الاصطناعيّة ذات الييكميّة 
 لمجموعة البيانات الكمية، قدرتيا عمى التنبّؤ بالتبخّر الإنائي mm/month 24.52وبجذر متوسّط مربعات الأخطاء 

 . الشيري في محطّة حمص المناخيّة
  بيّنت المقارنة بين طريقتي الشبكات العصبيّة الاصطناعيّة ومعادلة ايفانوف أن الشبكات العصبيّة

ىي الأفضل في عمميّة التقدير والتنبّؤ بقيم التبخّر الإنائي الشيري، حيث بمغ جذر متوسّط مربّعات الأخطاء لمجموعة 
 في طريقتي الشبكة العصبيّة الاصطناعيّة ومعادلة mm/month 56.1 وmm/month 24.52البيانات الكاممة 

في الشبكة العصبيّة  95.948 %  و96.786 %ايفانوف عمى الترتيب، في حين بمغ معامل الارتباط الكمّي 
 .الاصطناعيّة ومعادلة إيفانوف عمى الترتيب

  أظيرت النتائج الموثوقيّة العالية لمشبكات العصبيّة الاصطناعيّة في عمميّة التقدير والتنبّؤ بالتبخّر
 .الإنائي الشيري بالاعتماد عمى قيم درجة الحرارة والرطوبة النسبيّة فقط

  يوصى باجراء دراسة تحميل حساسيّة قيم التبخّر الإنائي لمعوامل المناخيّة باستخدام الشبكات
 .العصبيّة الاصطناعيّة، وتحديد أكثر العناصر تأثيراً عمى قيمة التبخّر لمحصول عمى أكبر دقّة ممكنة في عمميّة التنبّؤ
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