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 ملخّص  
 

يصعب قياس كمياته الفعلية في الشروط الحقلية، أحد عناصر الدورة الهيدرولوجية، الذي  نتح-يشكّل التبخر
علاقات تجريبية تعتمد على بيانات عناصر المناخ، وتتضمن تلك التقديرات أخطاء انطلاقاً من لذلك يجري تقديره 

متنوّعة بسبب عمليات التقريب. ويهدف البحث إلى تقدير دقيق لكمية التبخر الشهري في منطقة صافيتا, ويعتمد البحث 
( إحدى nftool)  Neural Fitting Toolتقانة الشبكة العصبية الصنعية، حيث بُني الأنموذج الرياضي باستخدامعلى 

كما  أدوات الماتلاب، واعتمد الأنموذج على البيانات الشهرية لدرجة حرارة الهواء والرطوبة النسبية في محطة صافيتا،
لغرض التحقق من صحة أداء الشبكة، بعد  Aميركي صنف استُخدِمت بيانات التبخر الشهري من حوض التبخر الأ
 المتاحة في حزمة برمجيات الماتلاب. Simulinkتحويل الأنموذج إلى شكل قالب جاهز باستخدام تقانة 

أثبتت نتائج الدراسة أنَّ الشبكة العصبية الصنعيَّة متعددة الطبقات، وذات الانتشار العكسي للخطأ تعطي نتائج 
 التبخر الشهري، اعتماداً على مجموعة البيانات المستخدَمة.  جيدة في تقويم
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  ABSTRACT    

 

Evapotranspiration forms one of the hydrology cycle elements that it's hard to 

measure its actual amounts in the field conditions, so it’s estimated by calculations of 

experimental relations that depend on climatic elements data. These estimations include 

different errors because of approximation processes. The research goals to accurate 

estimation of the monthly reference evapotranspiration amount  in Safita area (on the east 

coast of the Mediterranean Sea), and the research depends on the technique of Artificial 

Neural Network  (ANN), and the mathematical model was built by the  

(nftool), which is one of the Matlab tools, depending on monthly air temperature and 

relative humidity data which were taken from Safita meteorological station, and the data of 

monthly pan evaporation (Class A pan) has been used, after modifying its results, for the 

purpose of checking the performance accuracy of  the network, by using Simulink 

technique, which  is existing  in Matlab Programs  Package.  The results of the research 

verify that a multi-layer ANN of error Back-propagation algorithm gives a good result in 

estimating monthly reference Evapo-transpiration for the used data group. 
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  :مقدمة
إنَّ استمرار زيادة النمو السكاني في العالم يستدعي تحقيق استغلال أمثل للموارد المائية المتاحة لمواجهة 

في المتطلبات المتزايدة على الغذاء، فضلًا عن التحديات التي تفرضها محدودية هذه الموارد، فدراسة الموارد المائية 
ة في الوقت الراهن لغرض ة المحددة لاتساع اسورية هي إحدى العوامل الرئيس لرقعة الزراعية، وتُعَدُّ من الأمور الملحَّ

 تحقيق التوازن المطلوب بين النمو السكاني المتصاعد والأمن الغذائي الذي يُعَدُّ هدفاً استراتيجياً لجميع شعوب العالم.
يعة، وعلى هذا الأساس فقد نتح إحدى المركبات الأساسية للدورة الهيدرولوجية في الطب -تُشكِّل عملية التّبخر

لاسيما في المناطق التي تعاني من شح في الموارد المائية، اجتذبت دراسة هذه العملية اهتمام الكثير من الباحثين، 
 .[1]حيث استُخدِمت طرائق مباشرة وغير مباشرة لمحاولة تقدير كميات المياه المفقودة بهذه الفعالية 

بأنه أقصى كمية من البخار يمكن أن تنطلق من مساحة معينة من الأرض إلى  نتح المرجعي -إذ يُعرَّف التبخر
بأنه يمكن اعتماد قيم   .Doorenbos et alالجو تحت تأثير العوامل الجوية الخاصة بتلك المنطقة تحديداً، وقد استنتج

، إذ  [3]معامل الحوض نتح المرجعي بعد ضربها بقيمة –التبخر المقيسة من أحواض التبخر على أنها تمثل التبخر
 .[4]تعتمد قيمة الأخير على نوعية الحوض وموضعه والمساحة المحيطة به 

نتح  –( التبخرFAOكما عرَّف التقرير الصادر عن منظمة الأغذية والزراعة الدولية التابعة للأمم المتحدة )
 نتح من سطح تربة مزروعة بغطاء نباتي أخضر مزدهر النمو وبارتفاع  –المرجعي, بأنه معدل التبخر 

نتح المرجعي لدراسة التبخر من السطوح  –( سم وذو مورد مائي غير محدود. وقدَّمت المنظمة مفهوم التبخر8-15)
. وقد أقرت هذه [5]روط البيئية والإدارية المحيطة المزروعة بشكل مستقل عن نوع المحصول ومستوى نموه والش

كريدل؛ طريقة الإشعاع؛ طريقة بنمان  –نتح المرجعي وهي: طريقة بلاني  -المنظمة أربع طرائق لحساب التبخر
 المعدلة وطريقة التبخر من أحواض التبخر.

خدام العديد من الطرائق غير وقد حاول العديد من الباحثين تقويم التبخر في مناطق مختلفة من العالم باست
في تركيا  Sapancaمن تقدير التبخر في بحيرة  Dogan and Demirالمباشرة. فعلى سبيل المثال، تمكّن الباحثان 

(، وطريقة الخوارزمية الجينية Neural NetworkArtificialباستخدام الشبكة العصبيَّة الصنعيَّة )
(AlgorithmGeneticفتوصلا إلى أن ،)GA  عطي نتائج أكثر دقة منتANN   في تقدير التبخر في هذه المنطقة
 Supportباستخدام الشبكة العصبية الصنعيَّة و) .Eslamian et al[. كما أُجريَ تقويم للتبخر في إيران من قبل6]

Vector Machines( حيث وجِدَ أن ،)SVM( تعطي نتائج أكثر دقة من )ANN في تقويم التبخر في منطقة )
 [.7ان في إيران ]أصفه

بإدخالكلٍّ من  Shegaonفي AnandSagarفي نمذجة التبخر من حوضDeswal et al. ANNكما استخدم
درجة حرارة الهواء وسرعة الرياح وساعات السطوع الشمسي والرطوبة النسبية، وتمت مقارنة هذه الطريقة مع طريقة 

في التنبؤ بفواقد التبخر من الأحواض  كبديل  لطريقة الانحسار  ANNالانحسار الخطي, فوُجِدَ أنه يمكن استخدام 
 [.8الخطي ]

نتح المرجعي من البيت الزجاجي،  -في إيران لتقويم التبخر .Abedi-Koupai et alوفي دراسة قام بها 
 مع القياسات الفعلية  Penman-Monteithو  Fynn ,Penmanوكل من موديل ANNأُجريت مقارنة بين 

، أظهرت النتائج أن الشبكة العصبونية هي الأكثر دقة في Lysimeterنتح المرجعي المقيسة بوساطة جهاز  -للتبخر
 [.9نتح المرجعي اليومي مقارنةً مع الطرائق الأخرى ] –تقويم التبخر
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 نتح المرجعي اليومي في -لتقدير التبخر بتشكيل أنموذج لشبكة عصبية صنعيَّة كما قامت افتخار عبد الجواد
منطقة الموصل بالاعتماد على كلٍّ من درجة الحرارة والإشعاع الشمسي وسرعة الرياح والرطوبة النسبية. إذ هدف هذا 

فقدان بعض من المتغيرات الداخلة ومقارنتها مع  وذج إلى فحص نتائج الشبكة في حالالبحث بالإضافة لتشكيل الأنم
نتح المرجعي، كما  -حالة إدخال جميع المتغيرات. حيث أظهرت النتائج إمكانية استخدام هذه التقانة لتقويم التبخر

توصلت إلى أنَّ أداء الشبكة يزداد دقةً عندما تترافق درجة الحرارة مع سرعة الرياح والسطوع الشمسي في حين يكون 
 [.1للرطوبة النسبية تأثير محدود ولا سيما عندما تترافق مع درجة الحرارة ]

 ANNفي إيران، وذلك باستخدام  Zabolتقويماً للتبخر في منطقة  .et alMoghaddamnia, Aوأجرى .
تبخر باستخدام ونتائج تقويم ال ،والنظام الضبابي العصبي التَّكيفي، كما أُجريت مقارنة بين نتائج الطريقتين السابقتين

والنظام الضّبابي العصبي التّكيفي يعطي نتائج أفضل من الصيغ  ANNالصيغ التجريبية. فأظهرت النتائج أن كل من
 .[10]التجريبية في تقويم التبخر

نتح المرجعي الشهري في منطقة  -التبخرب للتنبؤ بتشكيل أنموذج لشبكة عصبية صنعيَّة ميس عليان كما قامت
طرطوس بالاعتماد على كلٍّ من درجة الحرارة الجافة والرطوبة النسبية، حيث أظهرت النتائج أن الشبكة العصبونية هي 

 .[2]نتح المرجعي الشهري مقارنةً مع طريقة ايفانوف –التبخرب التنبؤالأكثر دقة في 
 

   :أهمية البحث وأهدافه
وتحديده بدقة، باستخدام تقانة  ،عنصر أساسي من عناصر الموازنة المائية لأية منطقة نتح –يُعدُّ التبخر 

متطوّرة لوضع عناصر الموازنة بموثوقية عالية يمكن الاعتماد عليه لتخطيط الموارد المائية.لذلك فإنّ هدف هذه الدراسة 
ي الشهري باستخدام الشبكة العصبية الصنعيَّة اعتماداً على عدد نتح المرجع –هو بناء أنموذج رياضي لتقدير التبخر 

محدد من البارمترات الجوية، التي يمكن قياسها بدقة وثقة كبيرتين وبسهولة، وهي درجة الحرارة الجافة والرطوبة النسبية 
 للهواء.

 
  :موقع منطقة البحث

(. جُمعِت 1الشكلكم ) 53خط الشاطئ حوالي  د عنتعالسوري حيث تبالساحل تُشكّل منطقة الدراسة جزءاً من 
 .متر عن مستوى سطح البحر533على ارتفاع  البيانات من محطة صافيتا المناخية الواقعة

 
  :طرائق البحث ومواده

التي تعرّف بأنها عبارة عن نظام  تعتمد هذه الدراسة على إنشاء أنموذج رياضي للشَّبكة العصبيَّة الصنعيَّة،
لإنسان. حيث تتشابه الشّبكة عند المعالجة البيانات بشكل يحاكي ويشابه الطريقة التي تقوم بها الشّبكات العصبيّة 

قوى وصل داخل  العصبيّة الصنعيَّة مع الدماغ البشري في أنها تكتسب المعرفة بالتدريب، وتخزن هذه المعرفة باستخدام
تسمى الأوزان التشابكية. ويمكن تدريب الشبكة على إنجاز وظائف معينة من خلال ضبط قيم الأوزان العصبونات 

 التشابكية بين العناصر.
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 خارطة الموقع العام لمنطقة البحث :(1الشكل )

 
حيث  ،طبقات التي تم ترتيبها في ،تتكون الشبكات العصبية ذات التغذية الأمامية من نظام من الخلايا العصبية

فضلًا عن طبقة الإدخال وطبقة  Hidden Layerتتكون هذه الشبكات من طبقة على الأقل من الطبقات الخفية
أثناء في يتم ضبطه  ذيال wيرتبط كل عصبون في كل طبقة مع كل عصبون في الطبقة التالية بوزن معينإذ ،الإخراج
 .(2الشكل ) التدريب

 
 بنيوية الشبكة العصبية الصنعيَّة :(2الشكل )
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يُقصد بالتغذية الأمامية للشبكات انتشار البيانات الداخلة إلى الشبكة باتجاه الأمام دائماً من طبقة الإدخال 
باتجاه طبقة الإخراج، ومن الأمثلة على هذا النوع من الشبكات، الشبكة العصبية ذات الانتشار العكسي للخطأ 

Artificial Neural Network of Error Back Propagation المستخدمة في هذه الدراسة. ويسمى هذا النوع من ،
الشبكات شبكات الانتشار العكسي للخطأ؛ لأنّ المخرجات الحقيقية للشبكة تقُارَن مع المخرجات المأمولة )الهدف(، كما 

طبقة المخرجات مروراً بالطبقة )الطبقات( أنَّ الفرق في قيمهما يدعى بالخطأ، إذ تقوم الشبكة بنشر هذا الخطأ من 
 .[7]الخفية باتجاه طبقة المدخلات؛ أي بآلية معكوسة لما يحدث في مرحلة احتساب المخرجات 

 . [11]شرح لآلية عمل الشبكات العصبية ذات الانتشار العكسي للخطأ يأتيوفيما 
 :مرحلة التغذية الأمامية -أولا 

  حيث يرتبط الخرج 
لشبكة التغذية الأمامية مع الدخل من الخلية  (k-1)( في الطبقة iللخلية العصبية )    

   عامل تحميل حقيقي ) ساطةبو  kفي الطبقة اللاحقة  jالعصبية
 .) 

 (k=I,II: دليل الطبقة )kحيث:
i( دليل الخلية في الطبقة :K-1). 
j( دليل الخلية في الطبقة :K). 

  لحساب الخرج 
 [ ينجز العملية الحسابية الآتية:k=I,II] kللطبقة  jفإن الخلية العصبية   

  
k k 1

j

1

.

N

k k

ji j j

i

Y f W Y b




 
  

 
  (1) 

  
     
     

   
 :حيث

N             عدد الخلايا أو الوحدات في الطبقة :k-1. 
 .(Transfer Functionدالة التحويل )  :

معادلات كثيرات الحدود الذي يساعد في حل تلك  فيالحد الثابت  بمنزلة bias (bj)يعد شعاع الانحياز 
 بصورة أسهل وأسرع.  تالمعادلا

وكل واحدة منها تصلح لنوع معين من التطبيقات  ،مختلفةذات وظائف    هناك عدة أنواع من دوال التفعيل
 استخدامها في البحث الحالي: وفيما يأتي سرد لبعض منها بما فيها تلك التي تم اعتماداً على المدى المحدد لها.

a)  سيغمويد اللوغاريتمية التحويل دالةLog-Sigmoid Transfer Function هذه الدالة : تقوم
، ويعبَّر عن هذه الدالة ملائماً لهذه القيم يوفر توزيعاً  ( بشكل انسيابي، مما1( و)0بين )بمعالجة القيم بمدى يتراوح 

 :بالمعادلة
 

   

1

1
n n

a f

e


 



 (2) 

b) سيغمويد لظل الزاوية التحويل دالة:Tan-Sigmoid Transfer Function َّتتميز هذه الدالة بأن
 :ويعبر عنها بالمعادلة، (1-( و)1تكون بمدى يتراوح بين ) عنها القيم الخارجة

 
( N e t ) ( N e t )

2
f 1

1 e


 
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 (3) 
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c) التحويل دالة ( الخطيةLinear Transfer Function): ( ولذلك 1( وَ )0تقع قيم المخرجات بين )
 :ويعبر عنها بالمعادلة ،تدعى بدالة التحفيز الثنائي

 
 N et

f x  fo r all x1  (4) 
ومعدل مربع الخطأ  ،حيث يتم احتساب الخطأ في وحدة المخرجات :الانتشار العكسي للخطأمرحلة  -ثانياا 

(MSE( ومعامل تصحيح الخطأ )𝛿وفق) ًمعادلتين الآتيتين:لل ا 

 2

2

1

1
( )

2

i q

i

M S E e rr y i a
q





  

  (5) 

 
( 2 )

e r r
δ

a


 


 (6) 

 :حيث
:err ؛ معدل مربع الخطأ في وحدة المخرجاتY  المخرجات المأمولة :Target ؛𝛿 .معامل تصحيح الخطأ : 
 مرحلة تحديث الأوزان : حيث يتم تحديث الأوزان وعامل الانحياز كما هو معطى أدناه: -ثالثاا 

 
( ) ( )N e w o ld

W W W    (7) 
 

( ) ( o ld )
         

N e w
b b b    (8) 

 عامل الانحيازمعامل تصحيح     : معامل تصحيح الوزن؛   حيث: 
وهناك طريقتان مختلفتان لعملية تحديث أوزان الشبكة العصبية الصنعيَّة، وذلك بافتراض أن مدخلات الشبكة 

على تكون على شكل مصفوفة رياضية مكونة من صفوف وأعمدة، وكل صف من هذه الصفوف يمثل متجهاً يحتوي 
 ، وهاتان الطريقتان هما:جميع المتغيرات المراد إدخالها إلى الشبكة

: يتم في هذه الطريقة إدخال المصفوفة صفاً صفاً، ومن ثم Increment Modelطريقة تجزئة المدخلات  .1
 تُحدَّث الأوزان لتلك الصفوف تباعاً، لذلك تمتاز هذه الطريقة بحاجتها إلى ذاكرة محدودة.

: تتضمن هذه الطريقة إدخال المصفوفة كاملةً ودفعةً Batch Modelالواحدة للمدخلات طريقة الدفعة  .2
واحدةً، حيث تحدث الأوزان لمرة واحدة وفقاً لذلك، وتمتاز هذه الطريقة بسرعة تنفيذها، غير أنها تحتاج إلى ذاكرة أكبر 

 من الطريقة السابقة. 
المرات في التطبيقات القياسية، ويتوقف التدريب عادةً عند إنّ عملية تحديث الأوزان يمكن أن تعاد آلاف 

 الوصول إلى مستوى مقبول للخطأ، أو عند الوصول إلى عدد المكررات المحددة مسبقاً من المدرّب.
 والأدوات الملحقة به MATLAB برنامج بالاعتماد على صنعيَّة في هذه الدراسةالشبكة العصبية البُنيت 
nftool Box صنعيَّةولغرض الحصول على أفضل هيكلية للشبكة العصبية ال. نظراً لكفاءته العالية في هذا المضمار 

 .وبناء طبقات المدخلات والمخرجات والطبقات الخفية ،تحديد عدد عصبونات الطبقة الخفيةيجب 
تشير إلى عدم وجود أسلوب قياسي في تحديد عدد الطبقات  لصنعيَّةالمتعلقة بالشبكات العصبية ا النشرات إنّ 

نما  ،الخفية أو عدد عصبوناتها أنه  ،ج. ومما تجدر الإشارة إليهالأنموذ يبنيمن هذا العدد حسب رؤية  يجري اختياروا 
ضروري علماً أنه ليس من ال ،نوع دالة التفعيل المستخدمة في كل وحدة يُحدد الصنعيةعند بناء الشبكة العصبية 

 يةسيغمودالتحوي طبقة خفية واحدة ودالة التحويل  nftool Boxلكن مكتبة  امتلاك جميع الوحدات لدالة التفعيل نفسها.
 في الطبقة الخفية والدالة الخطية في طبقة الإخراج.
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على مجموعة خوارزميات نذكر منها الآتي  شبكات الانتشار العكسي للخطأ بشكل عام تدريب كما يعتمد    
[12]: 

i. ( خوارزميةVariable Learning Rate (GDA,GDX)) وهي خوارزمية تعلَم :
 متغيّر لشبكة الانتشار العكسي للخطأ التي تُعد من أسرع طرائق تدريب الشبكات العصبية. 

ii. ( خوارزميةResilient BackPropagation(RP)) : بسيطة تحتاج إلى ذاكرة خزن وهي خوارزمية تدريب
 قليلة، وتتميز هذه الخوارزمية بالسرعة الفائقة في عملية الاقتراب من الهدف.

iii. ( خوارزميةConjugate Gradient (CGF)Fletcher-Powell) وهي خوارزمية تدريب تستلزم :
 متطلبات خزن صغيرة من الذاكرة.

iv. ( خوارزميةScaled Conjugate Gradient (SCG))وارزمية تدريب جيدة للأغراض العامة.: وهي خ 
v. ( خوارزميةLevenberg Marquardt(LM)) وهي خوارزمية تدريب سريعة لشبكة ذات حجم قابل :

 للتحديث وذات ذاكرة مختزلة، ويمكن الإفادة منها في التدريبات التي تتطلب بيانات ضخمة.
 لتدريب الشبكة المشكلة. Levenberg Marquardt (LM)خوارزمية  NN-Ftool Boxتستخدم مكتبة 

ومعامل  (MSEمعدل مربع الخطأ ) مثل مختلفةمعايير  مستخدتُ لأفضل للشبكة ولغرض التحقق من الأداء ا
 في هذه الدراسة. نيالمستخدم الارتباط

 
   :النتائج والمناقشة

 البيانات وبناء الشبكة العصبية الصنعيَّة إدخال1-
(على 1996-1965أدخلت البيانات المتوافرة ) ،لصنعيَّةللشبكة العصبية ابغرض الحصول على أفضل هيكلية 

عموداً, كما أُدخلت بيانات  383شكل مصفوفة مكونة من صفين يمثلان درجة حرارة الهواء والرطوبة النسبية و
المخرجات لمجموعة التدريب على شكل مصفوفة مكونة من صف واحد يتضمن قيم التبخر الشهري المقيسة 

إلى ثلاث الماتلاب  المتاحة في حزمة برمجيات nftoolمن خلال مكتبة  عشوائياً  هذه البيانات قُسِّمتعموداً.ثم 383و
 %15لمجموعة التدريب و %70وذلك بنسبة  ،مجموعة التحقق ومجموعة الاختبارو  مجموعة التدريب :مجموعات هي

صنعيّة تتضمن طبقة مدخلات مكونة من عصبونين لت شبكة عصبية ومن ثم شُكِّ . ختبارلمجموعتي التحقق والا
في حين  ،وطبقة مخرجات مكونة من عصبون واحد يمثل التبخر الشهري ،يمثلان درجة حرارة الهواء والرطوبة النسبية

لغاية وتدريب الشبكة  وذلك بتغيير عدد عصبونات الطبقة الخفية ،حُدد عدد العصبونات في الطبقة الخفية بالتجريب
 . 1000))مقدارها  Epochesلدورات تكرارية ثابتة العدد  على أقل معدل مربع خطأ معياريالحصول 

 المقترحة صنعيَّةتدريب الشبكة العصبية ال2-
في  جريإذ يالمأمول للمدخلات المعطاة.  الإخراجللحصول على  هاالهدف من تدريب الشبكة هو تغيير أوزان إنّ 

فيما يتم انتشار الخطأ  ،المخرجات ومقارنتها مع قيم المخرجات المأمولة في كل خطوةأثناء عملية التدريب احتساب قيم 
الأوزان لجميع الطبقات في  تُحدَّثبحيث  ،عكسياً طبقة بعد طبقة ابتداءً من طبقة المخرجات باتجاه طبقة المدخلات

الانتشار  قانةوذلك باعتماد طريقة الدفعة الواحدة وبأسلوب ت ،اللحظة نفسها بعد تقديم كل مدخلات التدريب المعطاة
لابد من الوصول إلى حالة من التوازن بين  ،المقترحة لصنعيَّةعملية التدريب للشبكة العصبية ا تحقيق هدفل.و العكسي

ا في الشبكة تخزينه جريقابليتها على الاستجابة الصحيحة لبيانات المدخلات المستخدمة في عملية التدريب التي ي
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لكنها غير مطابقة لتلك المدخلات  ،وبين قابليتها على إعطاء استجابة جيدة لمدخلات مشابهة ,لعملية التذكير
غية التوصل إلى صفة ب ،المستخدمة في عملية التدريب )عملية التنبؤ(. لذلك تم الاعتماد على طريقة التوقف المبكر

 مجموعات كما ذكر سابقاً. ثلاث وذلك بتقسيم البيانات إلى ،التعميم الكفء
( تعطي 1-5-2أن الشبكة العصبية الصنعيَّة ذات الهيكلية ) تمّ التوصل إلى وبعد إجراء عدد كبير من التجارب

( mm 0.07-( لمجموعة التحقق و)mm 2.5( لمجموعة التدريب و)mm 2.3ويساوي )لمتوسط الخطأ أقل قيمة 
في الطبقة الخفية تتُبع بدالة تفعيل  Transfer FunctionLogsigmoidمع استخدام دالة التفعيل ،لمجموعة الاختبار

Linear Transfer Function(( في طبقة الإخراج وبالاعتماد على خوارزمية التعلّمLM)Levenberg 
Marquardt). 

لدورات  التدريبنقطة توقف  يوضححيث  ،للمجموعات الثلاث لصنعيَّة( أداء الشبكة العصبية ا6الشكل) بيني
 2.5خطأ يساوي إلى وبمتوسطفي حال الاعتماد على مجموعة التدريب فقطتكرارية أقل عدداً من الدورات التكرارية 

mm)) لمجموعة التحقق. 
 

 
 للمجموعات الثلاث الصنعيَّةيبين أداء الشبكة العصبية  :(6الشكل)

 
لمجموعة التحقق  0.86لمجموعة التدريب و  0.87:للمجموعات الثلاث هي كانت معاملات الارتباط كما 

 (.7لمجموعة الاختبار كما هو موضح في الشكل ) 0.907و

validation 

test 

train 
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 الختبار( -التحقق -)التدريب الرتباط للمجموعات الثلاث معاملات :(7الشكل )

 
 والأهداف المأمولة تم التوصل إلى الأوزان النهائية الآتية:بعد إنهاء تدريب الشبكة على بيانات المدخلات 

 

 
 الشبكة العصبية الصنعية الناتجة من التدريب على بيانات البحث :(8الشكل )
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 المقترحة الصنعيَّةأداء الشبكة العصبية تقويم  3-
عملية النمذجة الرياضية, يعدُّ فحص أداء أي أنموذج رياضي مقترح من التطبيقات الاعتيادية والتقليدية في 

(. ولغرض Rحيث يُقيَّم حسنُ الأداء باستخدام الأساليب الإحصائية المعروفة، كاحتساب قيمة معامل الارتباط )
الاستفادة من التقانات الحديثة في إظهار المقارنة على شكل مرتسمات، اقتُرِح بناء أنموذج المحاكاة بالاستفادة من تقانة 

SIMULINK  المتاحة في حزمة برمجياتMATLAB حيث اختُصِر أنموذج المقارنة بوضع الشبكة العصبية ،
، يحتوي على جميع مفردات الشبكة المقترحة في حزمة قوالب ثانوية  BLOCKالصنعيَّة على شكل قالب جاهز بسيط

لبيانات المقيسة للتبخر كقالب يمكن إظهارها بسهولة، فيما تم إضافة أنموذج إيفانوف كقالب بسيط آخر إضافة إلى ا
ثالث. حيث أُجريت عملية المحاكاة بشكل متزامن وذلك باعتبار المتغيرين الآتيين )درجة الحرارة والرطوبة النسبية(، 

التي يمكن إضافتها إلى أي جزء من أجزاء  Displayوبهذا يمكن مراقبة عملية المحاكاة من خلال قوالب الإظهار
 التذكير أنّ المدخلات الخاصة بالشبكة العصبية الصنعيَّة المقترحة سينتج منها مخرجات نموذج. ولابد من الأ

(؛ لأنّ الهدف النهائي هو تقدير Kpanمتعلقة بفعالية التبخر فقط، وهذا يتطلب ضرب المخرجات بمعامل الحوض )
 نتح المرجعي الذي ستجرى عليه آلية المقارنة. -التبخر

نموذج آلية حيث يظهر الأ  Simulinkكيب وبناء أنموذج المحاكاة باستخدام تقانة( كيفية تر 9يبيّن الشكل)
ضرب معامل الحوض بكلٍّ من قيم التبخر المقدَّر، وقيم التبخر المقيسة وقيم التبخر المحسوبة بوساطة معادلة إيفانوف، 

 ، وبذلك يمكن ربطها بمرتسم واحد.Muxحيث تُجمَع النتائج في قالب يسمى 
 

 
 Simulinkانة تركيب وبناء أنموذج المحاكاة باستخدام تق :(9الشكل)
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 الأنظمة الثانوية لأنموذج المحاكاة -4
 صنعيَّةشبكة العصبية اللقالب ا 
ربط المدخلات بالطبقة الخفية  حيث يظهر،صنعيَّة( النظام الثانوي لقالب الشبكة العصبية ال10ن الشكل)يبيّ 

 ومن ثم بطبقة الخرج.
 

 
 قالب الشبكة العصبية الصنعيّة :(10الشكل)

 
  قالب معامل الحوضKpan 

 ، الذي يُعبَّر عنه بالمعادلة الآتية:Kpanوضِعت آلية لاحتساب معامل الحوض 

 
       

    

m ean

2

m ean

K p an 0 .1 0 8 0 .0 2 6 8 U 0 .0 4 2 2 . ln 1 0 0 0 0 .1 4 3 4 . ln R H  

0 .0 0 0 6 3 ln 1 0 0 0 . ln R H

   



 (9) 

 حيث:
Uم/ثانية المتوسطة :سرعة الرياح الشهرية. 

RHmean.% الرطوبة النسبية المتوسطة : 
 أنموذج المحاكاة الرئيس، التي يمكن ربطها إلى Simulink( آلية الاحتساب باستخدام تقانة 11ويبيّن الشكل )

يسيطر على عملية الذي  Clock( السلسلة الزمنية الخاصة بسرعة الرياح والمرتبطة بالعداد Uبسهولة. إذ يبين القالب)
ة الزمنية لالذي يحتوي السلس RHmeanة. كما يبين الشكل القالب الخاص بمتغير الرطوبة النسبيةالمحاكاة الرئيس

 الخاصة بهذا المتغير.
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 ( قالب معامل الحوض11الشكل )

 قالب معادلة إيفانوف 
 التي تعطى بالشكل الآتي:،إيفانوف المستخدمة لحساب التبخر قالب معادلة( 12يبين الشكل)

    
2

E 0 .0 0 1 8 T 2 5 1 0 0 R h    (10) 
 (.mm: التبخر في الشهر )   Cº.Eدرجة الحرارة   ث:حي
 

 
 ( قالب معادلة إيفانوف12الشكل)
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 نتائج أنموذج المحاكاة5- 
التي اختارها البرنامج  لمجموعة الاختبار العشوائية صافيتاالشهري لمنطقة  نتح المرجعي-قيم التبخربموازنة 
، مع صنعيَّةالشبكة العصبية الالمحسوبة بطرائق و  Aالمقيسة بوساطة حوض التبخر الأميركي صنف و بشكل عشوائي 

نتح  -أنَّ قيم الخطأ بين نتائج معادلة إيفانوف، وقيم التبخرنتح المحسوبة بمعادلة إيفانوف، نلاحظ  –قيم التبخر 
إذ يصل متوسط الخطأ للأولى إلى  ،المرجعي المقيسة أكبر بالمقارنة مع الأخطاء في نتائج الشبكة العصبية الصنعيَّة

وذلك من أجل ذات بالنسبة لمعادلة إيفانوف  مم (2.79-)ـ يكون هذا الخطأ مساوياً لحين  ( مم في0.07-)
 .المجموعة

نتح  -التوافق الخطي بين التبخر حيث يلاحظ( التوافق الأدائي بين الطرائق الثلاث، 13كما يبين الشكل )
نتح المرجعي بطريقة الشبكة العصبية الصنعيَّة  -، والتبخرETpanالمرجعي الشهري بطريقة التبخر من حوض التبخر 

( التوافق 15. في حين يبين الشكل )(14في الشكل )كما هو موضح  0.901لمجموعة الاختبار بمعامل ارتباط قدره 
نتح المرجعي بطريقة  -، والتبخرETpanنتح المرجعي الشهري بطريقة التبخر من حوض التبخر  -الخطي بين التبخر

 . 0.86يفانوف لنفس المجموعة بمعامل ارتباط قدره إ
 

 
 قيم ا لتبخر الشهري لمنطقة صافيتا لبيانات مجموعة الختبار المحسوبة  :(13الشكل)

 ومعادلة إيفانوفحوض التبخر بطرائق الشبكة العصبية الصنعيَّة والتبخر من 
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 نتح المرجعي المقيس مم-التبخر

 ANNنتح المرجعي المحسوب باستخدام -التبخر

 نتح المرجعي المحسوب بوساطة معادلة إيفانوف -التبخر
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بطريقة  نتح المرجعي الشهري-والتبخر من حوض التبخر الشهري بطريقة التبخر  نتح المرجعي-التوافق الخطي بين التبخر :(14الشكل)

 مجموعة الختبارلبيانات  الشبكة الصنعية 
 

 
بطريقة  نتح المرجعي الشهري-الشهري بطريقة التبخر من حوض التبخر  والتبخر نتح المرجعي-التوافق الخطي بين التبخر :(15الشكل)

 إيفانوف لبيانات مجموعة الختبار
 
 
 
 
 
 

y = 0.894x + 8.887   R= 0.9 
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 :الستنتاجات والتوصيات
  يمكن استخدام الشبكات العصبية الصنعيَّة متعددة الطبقات وذات الانتشار العكسي للخطأ في تقدير

 .mm 2.3خطأ يساوي إلى  بمتوسط نتح المرجعي الشهري في منطقة صافيتا -التبخر
 الشبكة العصبية الصنعيَّة وبيانات التبخر المقيسة بوساطة حوض التبخر  يوجد توافق خطي بين مخرجات

(، مما يبيّن إمكانية استخدام هذه التقانة في تقدير 0.9بمعامل ارتباط مقداره ) ،بعد ضربها بقيم معامل الحوض
 .صافيتانتح المرجعي الشهري في منطقة  -التبخر

 ريقة إيفانوف يتبين أن الشبكة العصبية الصنعيَّة تعطي نتائج بمقارنة طريقتي الشبكة العصبية الصنعيَّة وط
 نتح المرجعي. -أكثر دقة من معادلة إيفانوف في تقدير التبخر

  إنّ استخدام تقانةSimulink  في بناء أنموذج المقارنة يتميّز بفائدة هندسية كبيرة من حيث السرعة والكفاءة
 العالية في بناء النماذج.
 نتائج البحث يمكن وضع التوصيات الآتية:واعتماداً على 

 إجراء قياسات حقلية للتبخر- ( نتح الحقيقي باستخدام مقاييس التسربLysimeter ،لتوفير بيانات حقلية )
 .الحقيقينتح  -يمكن الاعتماد عليها في تطوير نماذج الشبكات العصبية لتقدير التبخر

 تح المرجعي بافتراض أسلوب التدريب دون إشراف.ن -توسيع بناء شبكة عصبية صنعية لتقدير التبخر 
 .التوسع في استخدام الشبكات العصبية لدراسة مسائل متنوّعة تتعلق بالموارد المائية في سورية 
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