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 ممخّص  

 
يمعب التبخر دوراُ بارزاُ في الدورة الييدرولوجية والتوازف المائي، وتعد عممية حساب كمية المياه المتبخرة مف 

تطبيؽ الشبكات العصبية الاصطناعية مؤخراً أكثر المسائؿ التي تيتـ بيا الدراسات الييدرولوجية الحديثة، حيث تـ 
. كأداة قوية لزيادة القدرة عمى التنبؤ بالعلاقات الخطية وغير الخطية في المشاكؿ اليندسية المعقدة

بناء أنموذج رياضي لتقدير التبخر مف المنطقة الجبمية مف الساحؿ السوري،  باستخداـ تيدؼ ىذه الدراسة إلى 
سرعة الرياح ، بارمترات جوية، وىي درجة الحرارة، الرطوبة النسبيةأربعة الشبكة العصبية الصنعيَّة وذلؾ اعتماداً عمى 

بني الأنموذج الرياضي  .دراسة تأثير إضافة معامؿ الزمف عمى تقدير التبخرومف ثـ والسطوع الشمسي، 
 إحدى أدوات الماتلاب، وقد اعتمد عمى البيانات اليومية لمبارامترات المذكورة في  Neural Fitting Toolباستخداـ

منطقة الدراسة بالإضافة إلى معامؿ الزمف، كما استُخدِمت بيانات التبخر اليومي المقيسة بوساطة حوض التبخر 
وتظير النتائج تفوؽ الشبكة المضاؼ ليا .  كمخرجات مأمولة لغرض التحقؽ مف صحة أداء الشبكةAالأميركي صنؼ 

بينما كانت  0.02166 ومتوسط مربع الخطأ 0.8919معامؿ الزمف حيث بمغ معامؿ الارتباط فييا لمجموعة التحقؽ 
قيمة معامؿ الارتباط لمشبكة المستخدمة لمتنبؤ بقيمة التبخر اعتماداً عمى المعطيات المناخية بدوف إدخاؿ معامؿ الزمف 

 . 0.0327ومتوسط مربع الخطأ  0.8324
 

 .تبخر، محاكاة، خوارزمية التعمـ، شبكة عصبية صنعية:  الكممات المفتاحية
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  ABSTRACT    

 

Evaporation plays a prominent role in the hydrological cycle and water balance, 

where the computation of evaporated water amount is considered one of the more practical 

issues of interest to the modern hydrological studies. The artificial neural networks have 

been applied as a powerful tool to increase the predictability of linear and non-linear 

relationships in complex engineering problems. This study is aiming at building a 

mathematical model to estimate evaporation from Mountainous region in Syrian Coast, 

using an artificial neural network, based on four metrological parameters (i.e.  temperature, 

relative humidity, wind speed and sun hours), then studying the effect of adding time 

variable on evaporation estimation. The mathematical model was built by the (NN-tool 

box), which is one of the MATLAB tools, using the daily value of the above mentioned 

parameters in addition to time, as the network inputs and the evaporation measured from 

the American pan class A as the network output . The results show that ANN4+T model 

which have 5 inputs (temperature, relative humidity, wind speed, sun hours, time) is the 

best in estimation evaporation with correlation factor of 0.8919 and Mean square error of 

0.02166 for the validation set where the correlation factor in ANN4 (without time) was 

0.8324 and MSE of 0.0327for the validation set. 
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: مقدمة
مما يجعؿ تقدير . يعد التبخر أحد أىـ عناصر الدورة الييدرولوجية التي تؤثر عمى تخزيف المياه ودرجة الحرارة

ونتيجة لمتغيرات الناجمة عف . قيمتو الدقيقة أمراً حاسماً في إدارة الري الزراعي والموازنة المائية والمحافظة عمى التربة
تستخدـ العديد مف . التأثيرات المعقدة المتبادلة بيف الأنظمة الأرضية والجوية، يكوف مف الصعب إجراء محاكاة دقيقة لو

إحدى الطرائؽ المباشرة كانت استخداـ إناء التبخر مف أجؿ تجميع . الطرائؽ المباشرة وغير المباشرة لحساب التبخر
كمية التبخر الكمية في موقع محدد خلاؿ فترة التجربة، في حيف أف الطرائؽ غير المباشرة مثؿ المعادلات التجريبية 

ىذه المشاكؿ يجب . يوجد فييا صعوبة في تحديد المعادلة الأكثر ملاءمة والتي تناسب أكبر مجاؿ مف أنواع البيانات
. أف تؤخذ بعيف الاعتبار مف أجؿ إيجاد أفضؿ النماذج التي ىي أساساً تمثؿ الأنظمة اللاخطية 

بتصميـ نظاـ حاسوبي مضبب يقوـ بتقدير التبخر الإنائي اليومي بحوض التبخر  (2011الشلاوي، )قامت 
درجة  الحرارة، الإشعاع الشمسي، ) مستخدمةً دالات عضوية مختمفة وباعتماد بيانات مناخية يومية متضمنة Aصنؼ 

حيث تـ مقارنة النظاـ الحاسوبي . (Aسرعة الرياح عمى ارتقاع متريف، الرطوبة النسبية والتبخر الإنائي صنؼ 
المضبب بأنموذج شبكة عصبية اصطناعية وقد أظيرت النتائج إمكانية اعتماد التطبيقيف في تقدير التبخر الإنائي بدلًا 

  [1].مف استخداـ معادلات معقدة تحتاج إلى معمومات لعناصر مناخية كثيرة مف الممكف أف تكوف مفقودة أو غير متوفرة
استخداـ الشبكات العصبية الصنعية لتقدير التبخر نتح المرجعي  حوؿ (Jedeja,2011) أجراه بحثوفي 

اعتماداً عمى التبخر الإنائي في البيئات نصؼ الجافة، وبمقارنة التنبؤات اليومية مع القيـ المعطاة مف خلاؿ معادلة 
 نتائج أفضؿ مف الطرائؽ التقميدية التي ANNفقد أعطت طريقة الػ .  ، والتي استخدمت كمعيار(PM)مونتيث – بنماف 

 [2]. تتطمب بيانات لمرطوبة وسرعة الرياح
  ANN في دراسة أجراىا لتقدير التبخر باستخداـ الشبكات العصبية الصنعية (Kumar, 2012)وتوصؿ 

 أفضؿ قميلًا ولو أف الاختلاؼ ANFIS، إلى أف نموذج الػ ANFISوتقنية نظاـ الاستدلاؿ الضبابي الصنعي التكيفي 
  [3] .بسيط

نتح مرجعي في منطقة صافيتا في سورية باستخداـ –  لنمذجة التبخر (2013)وفي دراسة قاـ بيا عمار، حيدر 
ةَ توافقاً خطيّاً بيف مخرجات الشبكة وبيانات التبخر المقيسة، مما يبيف . الشبكة العصبية الصنعية أظيرت النتائج أف ثَمَّ

بمعامؿ  (التبخر)نتح المرجعي الشيري وذلؾ بضرب مخرجات الشبكة – إمكانية استخداـ ىذه التقانة في التنبؤ بالتبخر
كما طُوِّر أنموذج المحاكاة لمنتائج المستحصمة مف الشبكة العصبية الصنعيَّة المقترحة مع نماذج أخرى مثؿ . الحوض

وتـ التوصؿ إلى أف الشبكة . المتاحة في حزمة برمجية الماتلاب (Simulink)معادلة إيفانوؼ وذلؾ باستخداـ تقانة 
. [4]نتح المرجعي - العصبية الصنعيَّة تعطي نتائج أكثر دقة مف معادلة إيفانوؼ في تقدير التبخر

بحثاً لمتنبؤ بالتبخر مف خزاف حمريف باستخداـ الشبكات العصبية الاصطناعية  (2013سميف، )كما أجرى 
باستخداـ درجة الحرارة اليومية، الرطوبة النسبية، سرعة الرياح، وساعات سطوع الشمس، وبيانات التبخر في محطة 

لتقييـ دقة   (R2) ومعامؿ الارتباط (MSE)تـ استخداـ الجذر التربيعي لمتوسط الخطأ . Hemrenالأرصاد الجوية 
يساوي  (MSE)، وفيو يكوف (1-10-4)وتظير الدراسة أف أفضؿ نموذج لتقدير التبخر ىو النموذج . النموذج المقترح

 [5] .0.999540 يساوي (R2) ومعامؿ الاارتباط 0.112711
بحثاً حوؿ استخداـ الشبكات العصبية الاصطناعية بخوارزميات مختمفة بتقدير التبخر  (2014ابراىيـ، )وقدمت

 ىي أفضؿ وأسرع LMاليومي بمدينة الموصؿ بدلالة بعض المعمومات المناخية، توصمت فيو إلى أف خوارزمية 
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 خوارزمية عند توفر درجات حرارة الأمطار، الرطوبة النسبية، سرعة الرباح والاشعاع  الشمسي لأي يوـ مف أياـ 
 [6] .السنة

 
أىمية البحث وأىدافو   

     إف التبخر ىو أحد المعمومات الضرورية اللازمة للإدارة المثمى لمموارد المائية، حيث يعد ظاىرة معقدة 
وغير خطية لأنيا تعتمد عمى تفاعؿ العديد مف العوامؿ المناخية مثؿ درجة الحرارة، الرطوبة، سرعة الرياح، ساعات 

ويعتبر التنبؤ بالتبخر مف الأحواض المائية ذو أىمية قصوى لا سيما في تخطيط وتصميـ . إلخ... السطوع الشمسي 
لذلؾ فإفّ ىدؼ ىذه الدراسة ىو بناء أنموذج رياضي لتقدير التبخر اليومي مف المنطقة . وتنفيذ مشاريع الموارد المائية

، الرطوبة النسبية، السطوع  الجافةالجبمية في الساحؿ السوري، اعتماداً عمى بعض المتغيرات المناخية مثؿ درجة الحرارة
الشمسي إضافة إلى سرعة الرياح ومف ثـ دراسة تأثير إضافة معامؿ الزمف عمى أداء الشبكة المشكمة في تقدير التبخر، 

 ـ 423حيث أف البيانات اليومية لمعناصر الخمسة سابقة الذكر لـ تتوفر إلا في منطقة سد المزينة التي يبمغ ارتفاعيا 
أي أف الشبكة  ( ـ فما فوؽ300التي تبدأ ارتفاعاتيا مف )عف سطح البحر، والتي يمكف اعتبارىا تمثؿ المنطقة الجبمية 

العصبية التي سنحصؿ عمييا تصمح للاستخداـ في المنطقة الجبمية كميا باستثناء الأياـ التي تقؿ درجة الحرارة الوسطية 
.  ثا/ ـ14 درجة مئوية وتتجاوز سرعة الرياح الوسطية فييا 32 درجة مئوية وتزيد عف 3فييا عف 
 

 طرائق البحث ومواده 
 الشبكات العصبية الصنعية

حيث لا توجد . لقد تطور عمـ الذكاء الاصطناعي كثيراً وىو يأخذ أىمية كبيرة في العموـ الزراعية بشكؿ خاص
والتبخر ىو ظاىرة تستخدـ العلاقات التجريبية في . علاقة معينة تربط بيف العوامؿ الفعالة التي تؤثر في حدوث الظاىرة

و يتطمب استخداـ ىذه العلاقات حسابات معقدة والأىـ مف ذلؾ فيو يتطمب معايرة لكؿ . حساب قيمتيا حتى الآف
 [7]وتتغير دقة ىذه العلاقات تبعاً لممناخ وموقع منطقة الدراسة . منطقة

     تعتمد ىذه الدراسة عمى إنشاء أنموذج رياضي لمشَّبكة العصبية الصنعيَّة، حيث تعرّؼ الشبكة العصبية  
 وىي عبارة عف نظاـ لمعالجة البيانات ،Artificial intelligenceالصنعية بأنيا إحدى أقساـ عمـ الذكاء الصنعي 

بشكؿ يحاكي ويشابو الطريقة التي تقوـ بيا الشّبكات العصبية الطبيعية للإنساف، حيث تتشابو الشّبكة العصبية الصنعيَّة 
مع الدماغ البشري في أنيا تكتسب المعرفة بالتدريب، وتخزف ىذه المعرفة باستخداـ قوى وصؿ داخؿ العصبونات تسمى 

. ويمكف تدريب الشبكة عمى إنجاز وظائؼ معينة مف خلاؿ ضبط قيـ الأوزاف التشابكية بيف العناصر. الأوزاف التشابكية
: تركيب الشبكة العصبية الاصطناعية

     إف الشبكات العصبية الصنعية ىي بنية رياضية مرنة قادرة عمى تعريؼ العلاقات المعقدة غير الخطية بيف 
مجموعات بيانات المدخلات والمخرجات، حيث وجد أف نماذج الشبكات العصبية الصنعية تكوف مفيدة وفعالة خصيصاً 

يمكف لنموذج الشبكة العصبية الصنعية أف . في المسائؿ التي يصعب وصؼ خواص العمميات فييا بمعادلات فيزيائية
يحؿ مسائؿ غير خطية معقدة والتي يكوف مف الصعب تمثيميا بالمعادلات الرياضية التقميدية، وتعد ىذه النماذج مناسبة 

.  جداً في الحالات التي تكوف فييا العلاقة بيف متغيرات المدخلات والمخرجات غير صريحة
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تتكوف الشبكات العصبية بشكؿ عاـ مف نظاـ مف الخلايا العصبية، التي تـ ترتيبيا في طبقات حيث تتمقى ىذه 
عادة بثيا باتجاه عصبونات الخرج  تتـ ىذه المعالجة عبر . الشبكات الإشارات مف وحدات الإدخاؿ ثـ يتـ معالجتيا وا 

 معينة بقيمة ترجيح الوصلات ىذه مف وصمة ولكؿ .ضالبع بعضيا الخلايا بيف الشبكات فى وصلات عصبية موجودة
 Functionفعيؿ ت دالة خمية لكؿ توجد ماؾ .الوصمة بيذه شارة خاصةإقيمة  بالوزف ذلؾ ضرب يتـ حيث الوزف، تسمى

Activation ،إشارات خرج  إلى معينة خمية مدخلات صافى بتحويؿ تقوـ والتي (Output Signals) [8.]  
 
 
 

 
 

 
 
 
 

 
 
 

الشبكة العصبية الصنعية : (1)الشكل 
 

  [9]:تصنؼ الشبكات العصبية الصنعية مف حيث آلية انتشار البيانات إلى
 يخمو التى الشبكات  وىي(:Feedforward ANNs)الشبكات العصبية الاصطناعية ذوات التغذية الأمامية 

حيث تنتقؿ البيانات الداخمة إلى الشبكة باتجاه . ليا المكونة الوحدات بيف الترابطات مف مغمقة حمقة وجود مف تركيبيا
الأماـ دائما مف طبقة الإدخاؿ باتجاه طبقة الإخراج، ومف الأمثمة عمى ىذا النوع مف الشبكات، الشبكة العصبية ذات 

.  الانتشار العكسي لمخطأ والتي تـ استخداميا في ىذا البحث
 تجد التى الشبكات  وىي(:Feedback ANNs)الشبكات العصبية الاصطناعية ذوات التغذية الخمفية 

 ويسمى ىذا النوع مف الشبكات الممكنة النتائج أفضؿ تعطى لكي مدخلات؛ لتصبح أخرى مرة خمفياً  طريقاً  لمخرجاتيا
 (.Recurrent Networks)بالشبكات المرتدة

: تدريب الشبكة العصبية
يقصد بعممية تدريب الشبكة ضبط الأوزاف، حيث إف تطبيؽ مجموعة مف قيـ الدخؿ يؤدي إلى إنتاج مجموعة 

يفترض التدريب أف كؿ . (vector) اً تسمى كؿ مف مجموعات قيـ الدخؿ والخرج  شعاع. مف القيـ المطموبة في الخرج
سيتـ تدريب الشبكة عادة . شعاع دخؿ مرتبط بشعاع الخرج المطموب حيث يشكلاف زوجاً واحداً يدعى زوج التدريب

ىذه القيـ . قبؿ البدء بعممية التدريب يجب تييئة جميع الأوزاف بقيـ عشوائية صغيرة. عمى عدد مف أزواج التدريب
الصغيرة تضمف عدـ حدوث حالات الطفحاف في الشبكة والتي تنتج عف الأوزاف ذات القيـ الكبيرة، جيث تمنع الأوزاف 

العشوائية حدوث مشاكؿ أخرى، فمثلًا إذا تـ جعؿ جميع الأوزاف متساوية وكاف الأداء المطموب يتطمب قيماً غير 
 [10] .متساوية فإف ىذا سيؤدي إلى عدـ تدريب الشبكة
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 :يمثؿ المخطط الصندوقي التالي خطوات خوارزمية تدريب شبكة الانتشار الخمفي

 
خوارزمية تدريب شبكة الانتشار الخمفي : (2)الشكل 

 
 والأدوات الممحقة بو  MATLABبُنيت الشبكة العصبية الصنعيَّة في ىذه الدراسة بالاعتماد عمى برنامج

nftool Boxولغرض الحصوؿ عمى أفضؿ ىيكمية لمشبكة العصبية الصنعيَّة . جاؿ نظراً لكفاءتيما العالية في ىذا الـ
 .يجب تحديد عدد عصبونات الطبقة الخفية، وبناء طبقات المدخلات والمخرجات والطبقات الخفية

 
 النتائج والمناقشة  

إدخال البيانات وبناء الشبكة العصبية الصنعيَّة 
الممثمة لممنطقة الجبمية موضوع )في منطقة سد المزينة استخدـ في تنفيذ ىذه الدراسة القياسات اليومية المتوفرة 

سرعة الرياح والتبخر للأعواـ السطوع الشمسي، لدرجة الحرارة الجافة، الرطوبة النسبية ،  يوماً 1312لمدة  (الدراسة
، حيث تـ إدخاليا عمى شكؿ [11] والتي تـ الحصوؿ عمييا مف مديرية الري العامة لحوض الساحؿ 2005-2010

مصفوفة مكونة مف أربعة صفوؼ تمثؿ درجة الحرارة الجافة، الرطوبة النسبية لميواء، سرعة الرياح والسطوع الشمسي 
 عموداً، كما أُدخمت بيانات المخرجات لمجموعة التدريب عمى شكؿ مصفوفة مكونة مف صؼ واحد يتضمف 1312و

 المتاحة في حزمة nftoolثـ قُسِّمت ىذه البيانات عشوائياً مف خلاؿ مكتبة .  عموداً 1312قيـ التبخر اليومي المقيسة و
مجموعة التدريب ومجموعة التحقؽ ومجموعة الاختبار، وذلؾ بنسبة : برمجيات الماتلاب إلى ثلاث مجموعات ىي

yes 

No 

yes 

No 
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ومف ثـ شُكِّمت شبكة عصبية صنعيّة تتضمف طبقة .  لمجموعتي التحقؽ والاختبار%15 لمجموعة التدريب و70%
والسطوع الشمسي،  تمثؿ درجة الحرارة الجافة والرطوبة النسبية، سرعة الرياحأربعة عصبونات مدخلات مكونة مف 

وطبقة مخرجات مكونة مف عصبوف واحد يمثؿ التبخر اليومي، في حيف حُدد عدد العصبونات في الطبقة الخفية 
بالتجريب، وذلؾ بتغيير عدد عصبونات الطبقة الخفية وتدريب الشبكة لغاية الحصوؿ عمى أقؿ معدؿ مربع خطأ 

ولتقميؿ قيمة الخطأ بيف القيـ المحسوبة مف الشبكة . 1000)) مقدارىا Epochesمعياري لدورات تكرارية ثابتة العدد 
والقيـ المأمولة، مما يحسّف كفاءة العمميات الحسابية وأداء الشبكة، تـ تقييس كافة البيانات، كما ىو موضح في المعادلة 

(1:) 
min

max min

real
norm

X X
X

X X





                                            (1) 

 القيمة الحقيقية المراد تقييسيا Xreal: حيث
       Xmin القيمة الحقيقية الدنيا 
       Xmax القيمة الحقيقية العظمى 

 تدريب الشبكة العصبية الصنعيَّة المقترحة
: ANN4الشبكة  .1

وبعد إجراء . إفّ اليدؼ مف تدريب الشبكة ىو تغيير أوزانيا لمحصوؿ عمى الخرج المأموؿ لممدخلات المعطاة
،  تعطي أقؿ قيمة (3)، الشكؿ (1-10-4)عدد كبير مف التجارب تبيف أف الشبكة العصبية الصنعيَّة ذات الييكمية 

لمجموعة  (0.043)لمجموعة التحقؽ و (0.0327)لمجموعة التدريب و (0.037)لمربع متوسط الخطأ ويساوي 
 Linear في الطبقة الخفية تتُبع بدالة تفعيؿ Logsigmoid Transfer Functionالاختبار، مع استخداـ دالة التفعيؿ 

Transfer Function   في طبقة الإخراج وبالاعتماد عمى خوارزمية التعمّـ(Levenberg Marquardt)  لتدريب
. الشبكة

 

 
 

 ANN4ىيكمية الشبكة : (3)الشكل
أداء الشبكة العصبية الصنعيَّة لممجموعات الثلاث، حيث يوضح نقطة توقؼ التدريب لدورات  (4)يبيف الشكؿ 

تكرارية أقؿ عدداً مف الدورات التكرارية في حاؿ الاعتماد عمى مجموعة التدريب فقط وبمربع متوسط خطأ يساوي إلى 
  .0.8324حيث كانت قيمة معامؿ الارتباط  ليذه المجموعة مساوية لػ  .لمجموعة التحقؽ ((0.032743
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 ANN4يبين أداء الشبكة العصبية الصنعيَّة لممجموعات الثلاث لمشبكة : (3)الشكل

 
: ANN4+Tالشبكة  .2

لدراسة تأثير معامل الزمن عمى تقدير التبخر في المنطقة الجبمية قمنا بإضافة معامل الزمن إلى مدخلات 
تعطي  (1-10-5)وبعد إجراء عدد كبير مف التجارب تبيف أف الشبكة العصبية الصنعيَّة ذات الييكمية الشبكة السابقة 

( 0.0402)لمجموعة التحقؽ و (0.02166)لمجموعة التدريب و (0.0272)أقؿ قيمة لمربع متوسط الخطأ ويساوي 
في الطبقة الخفية تتُبع بدالة   Logsigmoid Transfer Functionلمجموعة الاختبار، مع استخداـ دالة التفعيؿ 

 Levenberg)في طبقة الإخراج وبالاعتماد عمى خوارزمية التعمّـ  Linear Transfer Functionتفعيؿ 
Marquardt).  

أداء الشبكة العصبية الصنعيَّة لممجموعات الثلاث، حيث يوضح نقطة توقؼ التدريب لدورات  (5)يبيف الشكؿ 
تكرارية أقؿ عدداً مف الدورات التكرارية في حاؿ الاعتماد عمى مجموعة التدريب فقط وبمربع متوسط خطأ يساوي إلى 

   .0.8919حيث كانت قيمة معامؿ الارتباط  ليذه المجموعة مساوية لػ  .لمجموعة التحقؽ ((0.02166
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 T+ANN4يبين أداء الشبكة العصبية الصنعيَّة لممجموعات الثلاث لمشبكة : (5)الشكل

 
: يبيف الجدوؿ التالي قيـ مربع متوسط الخطأ ومعامؿ الارتباط لممجموعات الثلاث لكؿ مف الشبكتيف السابقتيف

 
 لمشبكتين المدروستين قيم مربع متوسط الخطأ ومعامل الارتباط( 1)الجدول 

 MSE R 

Train Validation Test Train Validation Test 

ANN4 0.037 0.0327 0.043 0.79 0.8324 0.713 

ANN4+T 0.0272 0.02166 0.0402 0.8471 0.8919 0.7707 

 
يوضح الجدوؿ السابؽ تفوؽ الشبكة المضاؼ ليا معامؿ الزمف حيث بمغ معامؿ الارتباط فييا لمجموعة التحقؽ 

بينما كانت قيمة معامؿ الارتباط لمشبكة المستخدمة لمتنبؤ بقيمة التبخر  0.02166 ومتوسط مربع الخطأ 0.8919
. 0.0327ومتوسط مربع الخطأ  0.8324اعتماداً عمى المعطيات المناخية بدوف إدخاؿ معامؿ الزمف 

 
الاستنتاجات والتوصيات 

 4)يمكف استخداـ الشبكات العصبية الصنعيَّة متعددة الطبقات وذات الانتشار العكسي لمخطأ ذات الييكمية-
في تقدير التبخر اليومي في المنطقة الجبمية مف الساحؿ السوري باستثناء الأياـ التي تقؿ درجة الحرارة  (10-1

 .ثا/ ـ14 درجة مئوية وتتجاوز سرعة الرياح الوسطية فييا 32 درجة مئوية وتزيد عف 3الوسطية فييا عف 
  ،يوجد توافؽ خطي بيف مخرجات الشبكة العصبية الصنعيَّة وبيانات التبخر المقيسة بوساطة حوض التبخر

 .مما يبيّف إمكانية استخداـ ىذه التقانة في تقدير التبخر اليومي في بحيرات السدود الموجودة في ىذه  المنطقة
  مع الزمف، بدلًا 0.89تفوؽ أداء الشبكة العصبية المضاؼ إلييا معامؿ الزمف بحيث أصبح معامؿ الارتباط 

.  بدوف الزمف0.83مف 
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: واعتماداً عمى نتائج البحث يمكن وضع التوصيات الآتية
 توسيع بناء شبكة عصبية صنعية لتقدير التبخر اليومي بافتراض أسموب التدريب دوف إشراؼ. 
  التوسع في استخداـ الشبكات العصبية لدراسة مسائؿ متنوّعة تتعمؽ بالإدارة الكفوءة لمموارد المائية في

. سورية
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