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  ABSTRACT    
 

Brain tumors are among the diseases that endanger human health. This disease not only 

harms people physically, but also puts financial and emotional obstacles to family and 

professional life. The key to early diagnosis of brain tumors is to draw conclusions from 

doctors' observation of MRI images of the brain. Brain tumors are divided into high-grade 

tumors and low-grade tumors. However, because each doctor has different experience and 

approaches to treating tumors, doctors have no way to have a uniform classification 

standard for brain tumors. In this research, a large number of brain MRI images were 

obtained from the 2019 Brain Tumor Segmentation challenge dataset. We process the brain 

MRI image data through a computer, and then train the data through a machine learning 

algorithm, which can classify tumors. brain effectively. In the experiment, convolutional 

neural network and support vector machine were used as the model training algorithm. The 

accuracy of the support vector machine on the test set was 84.3%, while the performance 

of the convolutional neural network on the test set was 77.6%. From the two experimental 

results, it can be concluded that the performance of SVM is better than that of CNN in both 

brain tumor classifications. In addition, in this study we also tried to improve the model 

performance through different model parameters. This research can be applied to the 

system for diagnosing brain tumors as well as other tumors. We hope that this paper will 

provide researchers with useful experience in this field. 
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 وخوارزمية آلة المتجيات الداعمة  CNNsمقارنة بين الشبكات العصبونية الالتفافية 
SVM في تصنيف أورام صور الرنين المغناطيسي لمدماغ 

 
 *صبحي الشيخة د.        

 (4202 / 2 /22ل لمنشر في ب  ق   . 2024/  1/  22تاريخ الإيداع )
 

 ممخّص  
التي تعرض صحة الإنساف لمخطر. حيث لا يؤذي ىذا المرض الأشخاص جسديًا وراـ الدماغ مف الامراض تعد أ

فحسب، بؿ يضع أيضًا عقبات مالية وعاطفية أماـ الأسرة والحياة المينية. إف مفتاح التشخيص المبكر لأوراـ الدماغ 
نقسـ أوراـ الدماغ ىو استخلاص استنتاجات مف ملاحظة الأطباء لصور التصوير بالرنيف المغناطيسي لمدماغ. حيث ت

إلى أوراـ عالية الدرجة وأوراـ منخفضة الدرجة. ومع ذلؾ، نظرًا لأف كؿ طبيب لديو خبرة وطرؽ مختمفة في علاج 
 الأوراـ، فلا توجد لدى الأطباء طريقة لمحصوؿ عمى معيار تصنيؼ موحد لأوراـ الدماغ.

 The 2019اطيسي لمدماغ مف قاعدة بيانات في ىذا البحث، تـ الحصوؿ عمى عدد كبير مف صور الرنيف المغن 
Brain Tumor Segmentation challenge dataset. 

حيث نقوـ بمعالجة بيانات صورة التصوير بالرنيف المغناطيسي لمدماغ مف خلاؿ جياز حاسوب، ثـ نقوـ بتدريب 
البيانات مف خلاؿ خوارزمية التعمـ الآلي، والتي يمكنيا تصنيؼ أوراـ الدماغ بشكؿ فعاؿ. في التجربة، تـ استخداـ 

 ة لمتدريب النموذجي. الشبكة العصبية الالتفافية وآلة متجيات الدعـ كخوارزمي
%، بينما يبمغ أداء الشبكة العصبية الالتفافية في مجموعة 84.3بمغت دقة آلة متجو الدعـ في مجموعة الاختبار

 %.77.6الاختبار 
في تصنيؼ أوراـ الدماغ. بالإضافة  CNNأفضؿ مف أداء  SVMمف النتيجتيف التجريبيتيف يمكف استنتاج أف أداء  

ىذه الدراسة أيضًا تحسيف أداء النموذج مف خلاؿ بارامترات النموذج المختمفة. ويمكف تطبيؽ ىذا  إلى ذلؾ، حاولنا في
 البحث عمى نظاـ تشخيص أوراـ الدماغ بالإضافة إلى الأوراـ الأخرى. 

 خبرة مفيدة في ىذا المجاؿ. لمباحثيفونأمؿ أف توفر ىذه الورقة 
 

ر الرنيف المغناطيسي لمدماغ، التعمـ العميؽ، الشبكات العصبونية تصنيؼ أوراـ الدماغ، صو  الكممات المفتاحية:
 .SVM، الة المتجيات الداعمة CNNs الالتفافية
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 :مقدمة
ورـ الدماغ ىو مرض تتكوف فيو خلايا غير طبيعية في أنسجة الدماغ أو يبدأ الورـ في جزء آخر مف جسـ الإنساف ثـ 

. يعتبر الدماغ ميـ للإنساف لأنو يتحكـ في العديد مف وظائؼ الجسـ. [15]تنتقؿ الخلايا السرطانية إلى الدماغ 
قد تؤثر عمى جسـ المريض وحياتو. تشمؿ الأعراض الصداع ، تظير أعراض خطيرة ووبالتالي، عندما يتشكؿ ورـ في

(. يمكف تقسيـ أوراـ الدماغ تقريبًا إلى Longo ،D.L. ،2012والنوبات ومشاكؿ في الرؤية والقيء والتغيرات العقمية )
وأوراـ ثانوية  . يمكف تقسيـ الأوراـ السرطانية إلى أوراـ أولية تبدأ في الدماغ[15]نوعيف: أوراـ خبيثة وأوراـ حميدة 

 5.4إلى  1.9حوالي  الدماغ. تبمغ نسبة الإصابة بأوراـ [15]تنتشر خارج الدماغ )تسمى النقائؿ الدماغية( 
نظرًا لأف معظـ الناس  .[17]% مف الأوراـ المختمفة في الجسـ 3% إلى 1شخص سنويًا(، وىو ما يمثؿ  100.000)

المرضى لـ يتمقوا التشخيص المبكر والعلاج في الوقت المناسب وقد فقدوا  يفتقروف إلى فيـ أوراـ الدماغ، فإف العديد مف
حياتيـ. ورغـ أف العلاجات المحسنة سمحت لمناس بالعيش لفترة أطوؿ، فإف تكمفة ىذا المرض في الولايات المتحدة 

حوالي ثمث التكمفة مميار دولار فقط، أي  78. ومف بينيا، تـ استخداـ 2006مميار دولار في عاـ  206ارتفعت إلى 
الإجمالية لمنفقات الطبية المباشرة. وكاف الباقي عبارة عف تكاليؼ غير مباشرة بسبب فقداف الإنتاجية الناجـ عف 

اف تصنيؼ أوراـ الدماغ يعتبر ضرورياً في العلاج. نظرًا لكوف إمكانية تحديد  .[18]الإصابة بالأمراض والوفيات 
 خطة العلاج المناسبة لتحقيؽ أفضؿ تأثير علاجي. وفقا لمنظمة الصحة العالمية. تصنيؼ ورـ الدماغ سيؤدي لتقديـ

يعتبر مجاؿ معالجة الصور الرقمية تساعد صور الرنيف المغناطيسي الأطباء بشكؿ كبير في تشخيص أوراـ الدماغ. 
 محتواىاتص أو لتعرؼ أجؿ التشخيص مف قبؿ الطبيب المخ الطبية بواسطة الخوارزميات المختمفة إما لتحسينيا مف

الطبي وفيـ الحالة المرضية الموجودة فييا عف طريؽ الحاسوب باستخداـ تقنيات معالجة الصور الرقمية الطبية كتقنية 
 Computer Image، أو تشخيص الحالة المرضية فييا Image Analysisفيـ الصور وتحميميا 

Diagnosis(CID) ور الرقمية الى صنفيف أساسييف واسعيف: الصنؼ الأوؿ الص ومف ىنا يمكف تقسيـ طرائؽ معالجة
 يكوف دخمو صورة وخرجو صورة ايضاً، والصنؼ الثاني يكوف دخمو صورة وخرجو خصائص استخمصت مف ىذه الصورة.

 
 :أىمية البحث وأىدافو

في ىذا البحث، قمنا بتنفيذ مقدمة نظرية لتصنيؼ مجموعات بيانات صور التصوير بالرنيف المغناطيسي لأوراـ    
في معالجة مشاكؿ تصنيؼ  CNNو SVMباستخداـ خوارزميات التعمـ الآلي. اليدؼ التجريبي ىو تحميؿ أداء  الدماغ

 SVMلبناء نموذج  LIBSVM ـ مكتبة ااستخدتـ حيث كمغة تطوير.  MATLABأوراـ الدماغ. تـ استخداـ برنامج اؿ 
 The 2019 Brain Tumorتـ استخداـ مجموعة بيانات في ىذا البحث  .CNNلبناء نموذج  MatConvNet وتابع

Segmentation challenge dataset. معالجة مجموعة خطوات ك تطبيؽقبؿ التدريب،  حيث تـ في مرحمة ما
 الخطوات توحيد الصورة، واقتصاص الصورة، واختيار شريحة لكؿ صورة مف صور تضمف ىذهت مسبقة لمبيانات،

 التصوير بالرنيف المغناطيسي. 
 بارامتراتلتقييـ تأثير  CNNو SVMنموذج  كؿومجموعات بيانات مختمفة في  بارامتراتفي التدريب، يتـ استخداـ 

. بعد التدريب، نقوـ بتقييـ أداء كؿ نموذج مف خلاؿ بعض المؤشرات، بما في ذلؾ الدقة التابععمى أداء  الدخؿ
 ROCبياني الرسـ الو  Fوالاستدعاء وقياس  والضبط
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 :طرائق البحث ومواده
العثور عمى الأنسجة غير الطبيعية في الدماغ مف خلاؿ صور الرنيف المغناطيسي. لذلؾ، يعد الكشؼ عف  يمكف 

وراـ قد تكونت أـ لا. البيانات المستخدمة في ىذا المشروع ىذه الأالصور المقطعية وسيمة مثالية لمتحقؽ مما إذا كانت 
(https://ipp.cbica.upenn.eduمأخوذة مف مجموعة بيانا )/ت The 2019 Brain Tumor Segmentation 

challenge dataset.  مف خلاؿ جمع بيانات صور التصوير بالرنيف المغناطيسي مف مرضى الأوراـ والسماح بتقديـ
تحميؿ ىذه الصور وتحسيف تكنولوجيا علاج أوراـ المخ، وتحسيف  لمباحثيفىذه البيانات لمعمماء لإجراء الأبحاث. ويمكف 

( ىو HGG. المجمد الأوؿ )مجمدات أربعمعدؿ بقاء المرضى عمى قيد الحياة. تتكوف مجموعة البيانات ىذه مف 
 مجموعة بيانات صور التصوير بالرنيف المغناطيسي لممرضى الذيف يعانوف مف ورـ دبقي عالي الجودة )منظمة الصحة

( عبارة عف مجموعة بيانات مف صور التصوير بالرنيف المغناطيسي لممرضى LGG(. المجمد الثاني )4-3العالمية 
 وى name_mapping ىالمسم المجمد الثالث(. WHO1-2الذيف يعانوف مف الأوراـ الدبقية منخفضة الدرجة )

عمر الحالي لممريض وبقائو عمى قيد ال Survival_dataالأخير المسمى  المجمد يتضمفتحديد ىوية المرضى. ل
حالة في  76و  HGGحالة في  259حالة. مف بينيا  355الحياة. تحتوي مجموعة البيانات بأكمميا عمى إجمالي 

LGG تحتوي كؿ حالة عمى صور الرنيف المغناطيسي لأربعة طرائؽ صورة وممؼ .segخمس صور  1ؿ. يوضح الشك
. مف ىذه الصور بالإضافة لصورة التقطيع T2و T1ceو T1و Flairمف مريض واحد، تحتوي عمى صورة  أخذىاتـ 

، في T2و  T1ceمف صور  موقع الورـ والمخطط التفصيمي لمورـ بوضوح تحديدالأربع لمطرائؽ المختمفة، يمكف 
مورـ غير واضحة. ولكف في الطريقة يمكف رؤية موقع ورـ الدماغ بشكؿ تقريبي، ولكف الخطوط العريضة ل Flairطريقة 

T1 ورـ ال، مف الصعب العثور عمى 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
 

 (T1, T1ce, T2, Seg:خمس صور مختمفة لمريض واحد )1الشكل 
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. في ىذا  اف تحديد مكاف وشكؿ الورـ في صور الرنيف المغناطيسي لمدماغ يعد غاملا ىاماً في تصنيؼ ىذا الورـ

 ومنخفض الدرجة(. –مف الورـ الدبقي )عالي الدرجة البحث سوؼ نصنؼ نوعيف 
 
 
 

 
 
 
 
 

 : ورم دبقي عالي الدرجة2الشكل 

 
 : ورم دبقي منخفض الدرجة3الشكل 

 قبؿ بدء التدريب، يجب استخداـ المعالجة المسبقة لمبيانات في مجموعة البيانات الموجودة لتسييؿ عمميات الكمبيوتر. 
تقنية المعالجة المسبقة لمبيانات. تسمى المعالجة المسبقة لمبيانات اقتراح مف أجؿ تحسيف جودة تحميؿ البيانات، تـ و 

أيضًا بتسوية قيـ الخصائص. ىناؾ العديد مف أنواع قيـ الخصائص، بما في ذلؾ نوع الميزة ونوع الكمفة ونوع الفاصؿ 
 مسبقة لمبيانات.بشكؿ عاـ، ىناؾ عدة طرؽ لممعالجة الالزمني. 

تنظيؼ البيانات ىو تنظيؼ البيانات عف طريؽ مؿء القيـ المفقودة، وتنعيـ بيانات التشويش، وتحديد القيـ  -
 المتطرفة أو حذفيا، وحؿ حالات عدـ الاتساؽ. 

زالة البيانات الم - زالة البيانات غير الطبيعية وتصحيح الأخطاء وا   كررة. تحقيؽ الأىداؼ التالية: توحيد التنسيؽ وا 
تكامؿ البيانات ىو جمع البيانات مف مصادر بيانات متعددة وتخزينيا بشكؿ موحد. اف عممية إنشاء  -

 مستودع البيانات ىي في الواقع تكامؿ البيانات.
تحويؿ البيانات ىو تحويؿ البيانات إلى نموذج مناسب لاستخراج البيانات مف خلاؿ التجميع السمس وتعميـ  -

 البيانات وتوحيدىا.
تقميؿ البيانات، نظرًا لأف كمية البيانات غالبًا ما تكوف كبيرة جدًا أثناء التنقيب في البيانات، فإف استخراج  -

يمكف استخداـ تقنية تقميؿ البيانات لمحصوؿ عمى تمثيؿ  كمية صغيرة مف البيانات وتحميميا يستغرؽ وقتًا طويلًا.
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لا يزاؿ قريبًا مف الحفاظ عمى سلامة البيانات الأصمية، وتكوف  التخفيض لمجموعة البيانات، وىو أصغر بكثير، ولكنو
 التخفيض.نفس النتيجة قبؿ  قريبة مفالنتيجة ىي نفسيا أو 

يتـ قطع البكسلات السوداء لتقميؿ تأثير حيث في عممية المعالجة المسبقة، يجب اقتصاص كؿ شريحة،  -
( 240*240في قص صورة الرنيف المغناطيسي الأصمية )ىذه البيانات عمى النتيجة. تتمثؿ عممية اقتصاص الصورة 

 (، مما يقمؿ بشكؿ فعاؿ مف المساحة السوداء في صورة الرنيف المغناطيسي. 160*160)  إلى صورة جديدة بقياس
 
 
 

 
 
 
 

 
 
 

 
 
 

 صور الرنين قبل المعالجة وبعد المعالجة الاولية: 4الشكل 
 :SVMالتصنيف باستخدام 

مف أفضؿ مصنفات الصور الطبية مف حيث الدقة وزمف التشغيؿ. تقوـ ىذه الخوارزمية بحساب سطح أو مجموعة 
أسطح في بعد آخر يختمؼ طولو عف طوؿ متجو الخصائص. تحدد دقة الخوارزمية بقدرتيا عمى الفصؿ بيف نوعيف 

 بحيث تكوف أقرب عينة مف كمى 

 يفصل بين عينات من فئتين SVM: 5الشكل 
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النوعيتيف أبعد ما يكوف عف بعضيما البعض وىو ما يسمى بالحافة، وبصفة عامة كمما زادت الحافة أو ىامش الفصؿ، 
كمما قؿ الخطأ. بالرغـ مما تبدو عميو المشكمة مف سيولة، إلا أنو في أغمب الأحياف لا يمكف الفصؿ بيف النوعيف 

عد أعمى بحيث يتـ الفصؿ بينيـ بسطح. ويراعى في ىذا متجيات الخصائص لب محاورخطياً، وحينيا نمجأ لتحويؿ 
لممتجيات بواسطة دالة المصفوفة، حيث يكوف السطح الفاصؿ  القياسيالضرب فيتـ حساب  الحسابيالمنظور العبء 

  .[12]مع متجو في الإحداثيات الجديدة )ذات البعد الأعمى( تكوف ثابتة  القياسيمعرؼ بمجموعة مف النقاط نتاج ضربيـ 
لا يمكنو التعامؿ مع  SVMلمتدريب، يجب تحويؿ مجموعة البيانات الموجودة، لأف  SVMقبؿ استخداـ مصنؼ 

(، لذلؾ تحتاج 130، 160، 160المصفوفات ثلاثية الأبعاد. مواصفات صورة الرنيف المغناطيسي لكؿ مريض ىي )
ىذه الصورة ثلاثية الأبعاد لتحويميا إلى مصفوفة ثنائية الأبعاد. يمكف القياـ بذلؾ عف طريؽ دالة "إعادة التشكيؿ" 

(، مما يعني أف المصفوفة الأصمية يتـ تحويميا إلى 130، 1-. معممات "إعادة الشكؿ" ىي )numpyو"المتوسط" في 
عمودًا فقط وعدد غير معروؼ مف الصفوؼ. لكي لا تفقد معمومات الصورة لكؿ شريحة في  130مصفوفة تحتوي عمى 

سط". الصورة الأصمية، يتـ ضغط بيانات الشريحة الأصمية ثنائية الأبعاد إلى بيانات أحادية البعد باستخداـ الدالة "المتو 
 وبيذه الطريقة، يتـ إعادة بناء مصفوفة جديدة ثنائية الأبعاد تحتوي عمى معظـ معمومات البيانات الأصمية.

 :ليذا المستخدمة في ىذا البحث، واستخداـ ىذه البارامترات لمتدريب SVMمجموعة مف ثلاثة بارامترات لمصنؼ  1يبيف الجدوؿ
 

 SVM: ثلاثة أنواع من البارامترات المستخدمة في مصنف ال 1جدول 

 
 

تحت  SVMبواسطة مصنؼ  الدماغنتائج تصنيؼ صور التصوير بالرنيف المغناطيسي لأوراـ  2يبيف الجدوؿ 
 تمثؿ نوع مجموعة البيانات المستخدمة.  DataSet مختمفة. بارامترات

Classifier No   وتمثؿ 1المستخدمة في الجدوؿ  لمبارامتراتوالمقابمة التي يستخدميا المصنؼ  البارامتراتيمثؿ .
الأربعة الأخيرة المؤشرات التي يستخدميا النموذج لتقييـ أداء النموذج المحسوب عمى مجموعة الاختبار. يمكف الأعمدة 

كنواة أفضؿ مف الاثنيف  polyأف نرى مف الجدوؿ أنو عند معالجة نفس مجموعة البيانات، يكوف أداء استخداـ 
يمكنو تعييف مساحة الإدخاؿ منخفضة الأبعاد إلى مساحة الميزة عالية  polyالآخريف. قد يكوف السبب في ذلؾ ىو أف 

يمكنو أيضًا تعييف مساحة إدخاؿ منخفضة  RBFالأبعاد لمعثور عمى مستوى تصنيؼ أفضؿ. عمى الرغـ مف أف 
يمكنو تعييف بُعد أعمى. في مشكمة تصنيؼ ورـ الدماغ، نظرًا  polyبعاد، إلا أف الأبعاد إلى مساحة ميزات عالية الأ

لأف الصورة تحتوي عمى المزيد مف قيـ الميزات، فقد تحتاج إلى أف تكوف في مساحة ذات أبعاد أعمى حتى يتـ تصنيفيا 
أف أداء التصنيؼ  ناياسية، وجدومجموعة البيانات غير الق القياسيةبشكؿ أفضؿ. في المقارنة بيف مجموعة البيانات 

. ومع ذلؾ، في وضع اً جيد يعتبرتجزئة الفي صورة التصوير بالرنيف المغناطيسي بعد  القياسيةلمجموعة البيانات 
T1ce فإف مجموعة البيانات غير القياسية تتمتع بأداء تصنيؼ جيد. قد يكوف ىذا لأنو، في مجموعة بيانات ،seg ،

https://ar.wikipedia.org/wiki/%D8%AC%D8%AF%D8%A7%D8%A1_%D9%82%D9%8A%D8%A7%D8%B3%D9%8A
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، فمف الواضح أف الخطوط العريضة وخصائص ورـ الدماغ يتـ تخزينيا في بيانات تجزئتوتـ  نظرًا لأف ورـ الدماغ قد
القياسية أكثر ملاءمة لمتدريب مف مجموعة  segصورة التصوير بالرنيف المغناطيسي. ولذلؾ، فإف مجموعة بيانات 

يكوف ورـ الدماغ مدمجًا في  حيث لا يتـ تقسيـ ورـ الدماغ، T1ce MRIالأصمية. ومع ذلؾ، في صورة  segبيانات 
غير  T1ceمجموعة بيانات  الدماغ. بعد التوحيد، قد تضعؼ ملامح وخصائص أوراـ المخ، وبالتالي فإف تأثير تدريب

 القياسية أفضؿ.
 SVM: النتائج التي تم الحصول عمييا من مصنف 2جدول 

 
 

 .CNN، نحتاج إلى البدء في تحميؿ نتائج تدريب SVMبعد تحميؿ نتائج تدريب 
( وىي نوع مف نماذج الشبكات DLفرع مف فروع التعمـ العميؽ )( CNNsخوارزمية الشبكات العصبونية الالتفافية )تعد 

الأولية لمصورة، وتدرب  البيكسؿبيانات  CNNالعصبية التي تسمح بالعمؿ مع الصور ومقاطع الفيديو، حيث تأخذ 
 تصنيؼ أفضؿ.حصوؿ عمى ملالنموذج، ثـ تستخرج الميزات تمقائيًا 
 :CNNs Layersطبقات الشبكة العصبونية الالتفافية 

 طبقة الدخؿ -
 ReLUطبقة الالتفاؼ مع تابع اؿ  -
 طبقة التجميع -
 طبقة الاتصاؿ الكامؿ -
 طبقة الخرج )التصنيؼ( -
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 طبقات الشبكة العصبية الالتفافية:الشكؿ التالي يبيف تسمسؿ عمؿ 

 : تسمسل عمل طبقات الشبكة العصبونية الالتفافية6الشكل 
 :[5] في كؿ طبقة التفاؼ يجري تطبيؽ تابع الالتفاؼ التالي

 
 

 
 

 
 : عمل طبقة الالتفاف في الشبكة العصبونية الالتفافية7الشكل 

 :[5] التاليوفي كؿ طبقة تجميع يجري تطبيؽ تابع التجميع وفؽ 
 

 
 
 

 
 

 : عمل طبقة التجميع في الشبكة العصبونية الالتفافية8الشكل 
 :[5] وفي طبقة الاتصاؿ الكامؿ يتـ توصيؿ جميع العصبونات وفؽ التالي

 
 

 
 

 
 : عمل طبقة الاتصال الكامل في الشبكة العصبونية الالتفافية9الشكل 
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 التصنيؼ النيائي بينما تقوـ الطبقة الأخيرة )طبقة الخرج( بعممية
عمى التوالي. عند تدريب  T1ceومجموعة بيانات  seg، يجب استخداـ مجموعة بيانات CNNفي تدريب مصنؼ 

تقارب المصنؼ بطيئًا جدًا. لذلؾ،  ىذا يؤدي الى يصبح، ولكف 0.5عمى  Dropout، يتـ تعييف segمجموعة بيانات 
تعييف  تـ. وفي الوقت نفسو، 0.2عمى  Dropoutبعد عدة تدريبات وتصحيحات، وجد أنو مف الأفضؿ ضبط 

epochs  لبدء تدريب النموذج. عند استخداـ  50 عمى القيمةT1ce  لمتدريب، وجدنا أف النموذج يتقارب بشكؿ أسرع
  epochsتعييف  تـ. وفي الوقت نفسو، 0.5عمى  Dropoutؾ يمكف ضبط قيمة ، لذلsegمف تدريب مجموعة بيانات 

 . T1ceلبدء التدريب النموذجي عمى مجموعة بيانات  20 القيمة عمى
  T1ce و segلكؿ مف  CNNمؤشرات التقييـ لمصنؼ  3يبيف الجدوؿ 

 CNN: نتائج مصنف 3جدول 

 
 

 :والتوصيات الاستنتاجات
في مجموعة  kernelكوظيفة  polyكمصنؼ، يمكف أف تصؿ دقة المصنؼ الذي يستخدـ  SVMعند استخداـ نموذج 

 %. 84.3إلى  T1ce%، ويمكف أف تصؿ مجموعة بيانات 80.6إلى  segبيانات 
، بينما تبمغ دقة المصنؼ seg 73.1% كمصنؼ، تبمغ دقة المصنؼ في مجموعة بيانات CNNعند استخداـ نموذج 
. وبالتالي، فقد حصمنا عمى نتائج تصنيؼ مرضية مف خلاؿ تعديؿ البارامترات T1ce 77.6%في مجموعة بيانات 

أفضؿ مف  SVM، يمكننا أيضًا أف نجد أف أداء SVMو CNNعمى المصنفيف. مف خلاؿ مقارنة المؤشرات المختمفة لػ 
 ستنتاج المفيد في ىذه الميمة.عند معالجة تصنيؼ صور التصوير بالرنيف المغناطيسي لورـ الدماغ. وىذا ىو الا CNNاء أد
 

 References: 
[1]. Quader S., Kataoka K., Cabral H.Nanomedicine for brain cancer Advanced Drug 

Delivery Reviews (2022), Article 114115 

[2]. Asif S., Yi W., Ain Q.U., Hou J., Yi T., Si J.Improving effectiveness of different deep 

transfer learning-based models for detecting brain tumors from MR images IEEE 

Access, 10 (2022), pp. 34716-34730 

[3].Kibriya H., Amin R., Alshehri A.H., Masood M., Alshamrani S.S., Alshehri A. A novel 

and effective brain tumor classification model using deep feature fusion and famous 

machine learning classifiers Computational Intelligence and Neuroscience, 2022 (2022) 

[4]. AMMAR,  MAAN, Medical  Images  Processing  and  Display.Second  Edition, 

Faculty  of  Medical  Engineering,  Al  Andalus  Private  University  for  Medical  

Sciences, Syria, 2016, 651 

[5] Hossain & Md. Shahriar Alam Sajib Pabna Classification of Image using 

Convolutional Neural Network (CNN) By Md. Anwar University of Science & 

Technology Global Journal of Computer Science and Technology: D Neural & Artificial 

Intelligence Volume 19 Issue 2 Version 1.0 Year 2019 Type: Double Blind Peer Reviewed 



 الشيخة         مقارنة بيف الشبكات العصبونية الالتفافية وخوارزمية آلة المتجيات الداعمة  في تصنيؼ أوراـ صور الرنيف المغناطيسي لمدماغ

 

journal.tishreen.edu.sy                                                     Print ISSN: 2079-3081  , Online ISSN:2663-4279 

65 

International Research Journal Publisher: Global Journals Online ISSN: 0975-4172 & Print 

ISSN: 0975-4350 

[6]. Kurup, R.V.; Vishvanathan, S.; Kp, S. Effect of Data Pre-processing on Brain Tumor 

Classification Using Capsulenet. In Proceedings of the International Conference on 

Intelligent Computing and Communication Technologies, Hyderabad, India, 9–11 January 

2019; pp. 110–119. 

[7]. Siar, M.; Teshnehlab, M. Brain Tumor Detection Using Deep Neural Network and 

Machine Learning Algorithm. In Proceedings of the 9th International Conference on 

Computer and Knowledge Engineering (ICCKE), Mashhad, Iran, 24–25 October 2019.  

[8]. Maharjan, S.; Alsadoon, A.; Prasad, P.W.C.; Al-Dalain, T.; Alsadoon, O.H. A novel 

enhanced softmax loss function for brain tumour detection using deep learning. J Neurosci 

Methods 2020, 330, 108520. [CrossRef] [PubMed]  

[9]. Arı, A.; Hanbay, D. Deep learning-based brain tumor classification and detection 

system. Turk. J. Electr. Eng. Comput. Sci. 2018, 26, 5.  

[10]. Boustani, A.E.; Aatila, M.; Bachari, E.E.; Oirrak, A.E. MRI Brain Images 

Classification Using Convolutional Neural Networks. In Proceedings of the Advanced 

Intelligent Systems for Sustainable Development (AI2SD’2019), Marrakech, Morocco, 8–

11 July 2019; pp. 308–320.  

[11]. Arif, M.; Ajesh, F.; Shamsudheen, S.; Geman, O.; Izdrui, D.; Vicoveanu, D. Brain 

Tumor Detection and Classification by MRI Using Biologically Inspired Orthogonal 

Wavelet Transform and Deep Learning Techniques. J. Healthc. Eng. 2022, 2022, 2693621. 

[CrossRef]  

[12]. Budati, A.K.; Katta, R.B. An automated brain tumor detection and classification from 

MRI images using machine learning techniques with IoT. Environ. Dev. Sustain. 2022, 24, 

10570–10584. [CrossRef] 

[13]. Dehkordi, A.A.; Hashemi, M.; Neshat, M.; Mirjalili, S.; Sadiq, A.S. Brain Tumor 

Detection and Classification Using a New Evolutionary Convolutional Neural Network. 

arXiv 2022, arXiv:2204.12297. [CrossRef] 

[14]. Biratu, E.S.; Schwenker, F.; Debelee, T.G.; Kebede, S.R.; Negera, W.G.; Molla, H.T. 

Enhanced Region Growing for Brain Tumor MR Image Segmentation. J. Imaging 2021, 7, 

22. [CrossRef] 

[15]. National Cancer Institute. 2020. Adult Central Nervous System Tumors Treatment 

(PDQ®)–Patient Version. [online] Available at: 

<https://www.cancer.gov/types/brain/patient/adult-brain-treatment-pdq#section/all> 

[Accessed 18 August 2020]. 

[17]. Kohler, B.A., Ward, E., McCarthy, B.J., Schymura, M.J., Ries, L.A., Eheman, C., 

Jemal, 75 A., Anderson, R.N., Ajani, U.A. and Edwards, B.K., 2011. Annual report to the 

nation on the status of cancer, 1975–2007, featuring tumors of the brain and other nervous 

system. Journal of the national cancer institute, 103(9), pp.714-736. 

[18]. Bradley, S., Sherwood, P.R., Donovan, H.S., Hamilton, R., Rosenzweig, M., Hricik, 

A., Newberry, A. and Bender, C., 2007. I could lose everything: understanding the cost of 

a brain tumor. Journal of Neuro-oncology, 85(3), pp.329-338. 

 

 

 

 

 



   Tishreen University Journal. Eng. Sciences Series 0202( 1( العدد )64العموـ اليندسية المجمد ) .جامعة تشريفمجمة 

 

journal.tishreen.edu.sy                                                     Print ISSN: 2079-3081  , Online ISSN:2663-4279 

65 

 


