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 ملخّص  
 

يصعب قياس كمياته الفعلية في الشروط الحقلية، لذلك أحد عناصر الدورة الهيدرولوجية، الذي  يشكّل التبخر
بناء يهدف البحث إلى  .يجري تقديره اعتماداً على الحسابات بعلاقات تجريبية تعتمد على بيانات عناصر المناخ

وذلك باستخدام الشبكات العصبية  في المنطقة السهلية من الساحل السوري، هريأنموذج رياضي لتقدير التبخر الش
جراء دراسة مقارنة بين نتائج أنموذج الشبكة ونتائج نماذج أخرى معروفة.  الصنعيَّة اعتماداً على درجة الحرارة فقط. وا 

عصبية صنعيَّة متعددة  حيث شكلت شبكة MATLABإحدى أدوات  NN-tool boxبُني الأنموذج الرياضي باستخدام 
الطبقات لخوارزمية الانتشار العكسي للخطأ، وحُددت خوارزمية التعلم الملائمة، وعدد الطبقات الخفية المستخدمة، 

  .بالإضافةً إلى عدد العصبونات ونوع دوال التفعيل المستخدمة في كل طبقة
( تعطي أقل قيمة لمربع متوسط الخطأ 1-9-1وقد أظهرت النتائج أن الشبكة العصبية الصنعيَّة ذات الهيكلية )

على الترتيب في الطبقة   Linearو Logsigmoid، مع استخدام دالتي التفعيل 0.0032ويساوي  لمجموعة التحقق
 الخفية وطبقة الإخراج.

ر أنموذج المحاكاة للنتائج المستحصلة من الشبكة العصبية الصنعيَّة المقترحة مع نماذج أخرى مث ل كما طُوِّ
المعتمدة على درجة الحرارة فقط أن الشبكة العصبية الصنعيَّة  تبين(. Simulinkمعادلة إيفانوف وذلك باستخدام تقانة )

 .تعطي نتائج أكثر دقة من معادلة إيفانوف في تقدير التبخر
  

 الماتلاب.المحاكاة، الشبكة العصبية الصنعيَّة، درجة الحرارة،  التبخر،الكلمات المفتاحية: 
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  ABSTRACT    

 

Evaporation forms one of the hydrology cycle elements that it's hard to measure its 

actual amounts in the field conditions, so it’s estimated by calculations of experimental 
relations, which depend on climatic elements data.  So the research goal is to build a 

mathematical model to estimate monthly evaporation amount in plain area of Syrian Coast, 
using Artificial Neural Network (ANN), and depending on dry air temperature, and 
produce comparison study between the results of network and other models. The 

mathematical model was built by the (NN-tool box), which is one of the v tools. A 
multilayer ANN architecture of error Back-propagation algorithm was built. The suitable 

training algorithms, number of hidden layers, number of neurons in each hidden layer, 
were determined.  

The results showed that the ANN (1-9-1) was the best model with MSE of 0.0032 for 

validation group, using Transfer Function Logsigmoid and Linear in hidden and output 
layers, respectively. 

    A comparison model for the results obtained from the proposed ANN with 
EVANOV model by using SIMULINK technique was developed. This indicated that the 
ANN using temperature only gives results more accurate than EVANOV equation in 

determining evaporation. 
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  :مقدمة
إنَّ استمرار زيادة النمو السكاني في العالم يستدعي تحقيق استغلال أمثل للموارد المائية المتاحة لمواجهة 

دية هذه الموارد، فدراسة الموارد المائية في المتطلبات المتزايدة على الغذاء، فضلًا عن التحديات التي تفرضها محدو 
ة في الوقت الراهن لغرض  سورية هي إحدى العوامل الرئيسة المحددة لاتساع الرقعة الزراعية، وتعَُدُّ من الأمور الملحَّ

 عوب العالم.تحقيق التوازن المطلوب بين النمو السكاني المتصاعد والأمن الغذائي الذي يُعَدُّ هدفاً استراتيجياً لجميع ش
تُشكِّل عملية التبّخر إحدى المركبات الأساسية للدورة الهيدرولوجية في الطبيعة، وعلى هذا الأساس فقد اجتذبت 

حيث استخُدِمت لاسيما في المناطق التي تعاني من شح الموارد المائية، دراسة هذه العملية اهتمام الكثير من الباحثين، 
 .ولة تقدير كميات المياه المفقودة بهذه الفعاليةطرائق مباشرة وغير مباشرة لمحا

وقد حاول العديد من الباحثين تقويم التبخر في مناطق مختلفة من العالم باستخدام العديد من الطرائق غير 
في تقدير  (ANN) الصنعيةإمكانات الشبكات العصبية   Sudheer et.al (2003)درسالمباشرة. فعلى سبيل المثال 

استخدمت الدراسة الشبكات العصبية الصنعية  .الفعلي من المحاصيل اعتماداً على بيانات مناخية محدودةنتح  -التبخر
نتح لمحصول الأرز حيث تم -لحساب القيم اليومية للتبخر (RBF)ذات الدوال قطرية الأسس )الأساس الشعاعي( 

ت )المتغيرات المناخية(، وتمت مقارنة ، كل منها يعتمد تراكيب مختلفة من المدخلاRBFبار ست شبكات تتدريب واخ
 تعطي نتائج  الصنعية. أظهرت نتائج الدراسة بوضوح أن الشبكات العصبية  Lysimeter النتائج مع نتائج جهاز

 . [1] جيدة
  (ANN)الصنعيةات العصبية الشبكبدراسة نماذج من   Keskin and Terzi (2006) كما قام كل من

لتقدير التبخر   ANNتطوير نماذج إلى هذه الدراسة . هدفت  Eirdirبحيرة من ير التبخر كنهج بديل لتقد واقتراحها
، بالإضافة إلى تقييم قدرة الشبكة بنمانومقارنة نتائجها مع نتائج نموذج  بيانات الأرصاد الجوية اعتماداً علىاليومي 

الأرصاد الجوية  بيانات ، وتضمنتلتبخرر بمقارنة نتائجها مع قيم حوض اعلى تقدير قيم التبخ الصنعيةالعصبية 
من درجة حرارة الهواء والماء، وساعات سطوع الشمس، والإشعاع لكل اليومية القياسات  قيمالمستخدمة في الدراسة 

 الصنعيةالشبكة  العصبية نماذج أن   وأظهرت النتائج  .الشمسي، والضغط الجوي، والرطوبة النسبية وسرعة الرياح
 .Eirdir  [2]ر دقة من نموذج بنمان في تقدير التبخر من بحيرة تعطي نتائج أكث

نتح المرجعي  -بتشكيل أنموذج لشبكة عصبية صنعيَّة لتقدير التبخر (2007)كما قامت افتخار عبد الجواد 
ة. اليومي في منطقة الموصل بالاعتماد على كلٍّ من درجة الحرارة والإشعاع الشمسي وسرعة الرياح والرطوبة النسبي

في  ،توصلت إلى أنَّ أداء الشبكة الصنعية يزداد دقةً عندما تترافق درجة الحرارة مع سرعة الرياح والسطوع الشمسيو 
 [.3حين يكون للرطوبة النسبية تأثير محدود ولا سيما عندما تترافق مع درجة الحرارة ]

إيران، وذلك باستخدام في  Zabolتقويماً للتبخر في منطقة  MOGHADDAMNIA, A. et, (2009)أجرى 
ANN  والنظام الضبابي العصبي التَّكيفي، كما أُجريت مقارنة بين نتائج الطريقتين السابقتين ونتائج تقويم التبخر

والنظام الضّبابي العصبي التكّيفي يعطي نتائج أفضل من  ANNباستخدام الصيغ التجريبية. فأظهرت النتائج أن كل من
 .[4]التبخر  الصيغ التجريبية في تقويم

لتقويم التبخر اليومي  ANN في إيران ، استخدم الباحث Ariapour et al. (2010)وفي دراسة قام بها 
اعتماداً على الحرارة اليومية، سرعة الرياح، الرطوبة النسبية وساعات السطوع الشمسي بالإضافة إلى القياسات الفعلية 
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النتائج أن الشبكة العصبونية تعطي نتائج جيدة في تقويم التبخر  للتبخر المقيسة بوساطةحوض التبخر، حيث أظهرت
 [.5اليومي ]
في  الصنعيةإلى تقدير التبخر باستخدام الشبكة العصبية  Hormozi et al. (2012)أجراه الذي حث بهدف الو 

على عتماد بالانوب غرب ايران جواقعة في اقليم خوزستان  Dezfulو  Ahvaz, Abadanثلاث محطات مناخية وهي 
رارة الصغرى والعظمى، الرطوبة النسبية الصغرى والعظمى، ساعات حمجموعة من المعطيات المناخية )درجة ال

استخدام هذه التقنية. أظهرت بتقدير التبخر  فيل الأكثر تأثيراً مومن ثم دراسة المعا ،ة الرياح(عالسطوع الشمسي وسر 
بينما كان  ،Ahvaz & Dezfulتأثير الأكبر على أداء الشبكة في محطتي الدراسة أن درجة الحرارة العظمى كان لها ال

 .Abadan [6]ومن ثم العظمى التأثير الأكبر في محطة  ،رارة الصغرىحلدرجة ال
نتح مرجعي في منطقة صافيتا في سورية باستخدام  –نمذجة التبخر ل (2013) حيدر ،وفي دراسة قام بها عمار

ظهرت النتائج أن ثمََّةَ توافقاً خطيّاً بين مخرجات الشبكة وبيانات التبخر المقيسة، مما يبين أ .الشبكة العصبية الصنعية
نتح المرجعي الشهري وذلك بضرب مخرجات الشبكة )التبخر( بمعامل  –إمكانية استخدام هذه التقانة في التنبؤ بالتبخر

ر أنموذج المحاكاة للنتائج المستحصلة من الشبك ة العصبية الصنعيَّة المقترحة مع نماذج أخرى مثل الحوض. كما طُوِّ
( المتاحة في حزمة برمجية الماتلاب. وتم التوصل إلى أن الشبكة Simulinkمعادلة إيفانوف وذلك باستخدام تقانة )

 .[7]نتح المرجعي  -العصبية الصنعيَّة تعطي نتائج أكثر دقة من معادلة إيفانوف في تقدير التبخر
بتشكيل أنموذج شبكة عصبية صنعية لتقدير التبخر الشهري في المنطقة  (2014) ،عليانيدركما قام عمار، ح

يمكن استخدام الشبكات العصبية حيث تبين أنه  ،السهلية من الساحل السوري اعتماداً على درجة الحراة الجافة والرطوبة
نتح الشهري في المنطقة السهلية من  -الصنعيَّة متعددة الطبقات وذات الانتشار العكسي للخطأ في تقدير التبخر

 .[8] 0.00292الساحل السوري بمتوسط خطأ يساوي إلى 
 
 

   :أهمية البحث وأهدافه 
التبخر ظاهرة معقدة وغير خطية لأنها تعتمد على تفاعل العديد من العوامل المناخية مثل درجة الحرارة،  ديع

إن التنبؤ بالتبخر من الأحواض المائية لاسيما في تخطيط لخ. السطوع الشمسي ... إ تالرطوبة، سرعة الرياح، ساعا
لذلك فإنّ هدف هذه الدراسة هو بناء أنموذج رياضي  ،وتصميم وتنفيذ مشاريع الموارد المائية هو ذو أهمية قصوى

طية ير الخغوالتي هي أدوات فعالة في نمذجة النظم  (ANN)لتقدير التبخر باستخدام الشبكة العصبية الصنعيَّة 
 درجة الحرارة  الجافة. اعتماداً على 

 : منطقة البحث 
تُشكّل منطقة الدراسة جزءاً من السهل الساحلي السوري وهي تقع في الجهة الغربية من القطر العربي السوري، 

ويحدها من الشرق المنطقة  ،حيث يحدها من الشمال تركيا ومن الجنوب لبنان ،على الساحل الشرقي للبحر المتوسط
( م عن مستوى سطح البحر وتضم عدّة محطات مناخية هي محطة 0-100منطقة السهلية مابين )الترتفع  .التلالية

 .(6الشكل ) كما يبين تشرين 61محطة حميميم ومحطة سد  ،طرطوس
( لمحطة 2004-1961)درجة الحرارة والتبخر متوافرة للفترة مابينلاستخدم في هذه الدراسة قياسات شهرية 

كما  .(2009-2005)تشرين للأعوام  61ولمحطة  مطار حميميم( ل1996-1957وللأعوام )المناخية، طرطوس 
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يتطلب عمل الشبكات الصنعيَّة إجراء عملية التقييس لكل من قيم متجهات المدخلات والهدف، وذلك لجعل قيم 
ن القيم المحسوبة من الشبكة عنصريهما قريبة من بعضها البعض؛ أي ضمن مدى قصير نسبياً لتقليل قيمة الخطأ بي

والقيم المأمولة، وهذا يحسّن كفاءة العمليات الحسابية وأداء الشبكة. لذلك قيست كافة البيانات باستخدام طريقة 
(Kumare et al. 2002[ )9]،  (:1) ةكما هو موضح في المعادل 

 
 قيمة القراءة للعنصر المناخي  pحيث  

 
 ( منطقة الدراسة1الشكل )

 

 :ائق البحث وموادهطر 
الصنعيَّة، حيث تعرّف الشبكة العصبية  ء أنموذج رياضي للشَّبكة العصبية تعتمد هذه الدراسة على إنشا

وهي عبارة عن نظام لمعالجة البيانات بشكل  ،Artificial intelligenceالصنعية بأنها إحدى طرائق الذكاء الصنعي 
بكات العصبية الطبيعية للإنسان، حيث تتشابه الشّبكة العصبية الصنعيَّة مع يحاكي ويشابه الطريقة التي تقوم بها الشّ 

الدماغ البشري في أنها تكتسب المعرفة بالتدريب، وتخزن هذه المعرفة باستخدام قوى وصل داخل العصبونات تسمى 
 التشابكية بين العناصر.الأوزان التشابكية. ويمكن تدريب الشبكة على إنجاز وظائف معينة من خلال ضبط قيم الأوزان 

صاد تتطبيقات ناجحة في مجالات العلوم، الهندسة، الصناعة، الأعمال، الاق الصنعيةوجدت الشبكات العصبية 
والزراعة. وتم تطبيقها مؤخراً في مجال النمذجة وتطبيقات الأرصاد الجوية )التنبؤ بالمناخ(. تهتم معظم التطبيقات 

بسرعة عالية  الصنعيةلتصنيف، التنبؤ والتقدير. انتشرت تطبيقات الشبكات العصبية المتوفرة في الأدبيات بمسائل ا
 ق التحليلية التقليدية.ائبسبب خصائصها الوظيفية والتي توفر العديد من المزايا التي تتفوق بها على الطر 

ير الخطية بين هي بنية رياضية مرنة قادرة على تعريف العلاقات المعقدة غ الصنعيةإن الشبكات العصبية 
تكون مفيدة وفعالة خصيصاً  الصنعيةحيث وجد أن نماذج الشبكات العصبية  ،مجموعات بيانات المدخلات والمخرجات
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أن  الصنعيةفي المسائل التي يصعب وصف خواص العمليات فيها بمعادلات فيزيائية. يمكن لنموذج الشبكة العصبية 
هذه النماذج مناسبة  وتعدلصعب تمثيلها بالمعادلات الرياضية التقليدية، يحل مسائل غير خطية معقدة والتي يكون من ا

ذلك فإن الشبكة  إضافة إلىجداً في الحالات التي تكون فيها العلاقة بين متغيرات المدخلات والمخرجات غير صريحة. 
ب اعتماداً على ترسم خريطة العلاقات الضمنية بين المدخلات والمخرجات من خلال التدريي الصنعيةالعصبية 

 الملاحظات الحقلية. 
مدخلات أقل من تلك اللازمة لنموذج رياضي تقليدي مشابه، بما أن  الصنعيةيتطلب نموذج الشبكة العصبية 

 الصنعيةأن الشبكات العصبية  كماالمتغيرات التي تبقى ثابتة من محاكاة إلى أخرى لا تحتاج إلى اعتبارها كمدخلات. 
اسة لإدخال تغييرات ين للحساب. ويمكن لها أن تبدي استجابة حسّ المدخلات والجهد والوقت اللازمَ تتطلب عدداً أقل من 

 صغيرة في البيئة الديناميكية.
، ((2الشكل ))، التي تم ترتيبها في طبقات عام من نظام من الخلايا العصبية تتكون الشبكات العصبية بشكل

عادة بثها باتجاه عصبونات الخرج.لدات الإدخال، ثم يتم معاحيث تتلقى هذه الشبكات الإشارات من خلال وح   جتها وا 

 
 

 : الشبكة العصبية الصنعية ذات التغذية الأمامية بطبقة خفية واحدة فقط(2الشكل )
 

يُقصد بالتغذية ، و تعتمد هذه الدراسة على إنشاء أنموذج رياضي للشَّبكة العصبيَّة الصنعيَّة ذات التغذية الأمامية
مامية للشبكات انتشار البيانات الداخلة إلى الشبكة باتجاه الأمام دائماً من طبقة الإدخال باتجاه طبقة الإخراج، ومن الأ

 الأمثلة على هذا النوع من الشبكات، الشبكة العصبية ذات الانتشار العكسي للخطأ
Artificial Neural Network of Error Back Propagation الدراسة. ويسمى هذا النوع من ، المستخدمة في هذه

الشبكات شبكات الانتشار العكسي للخطأ؛ لأنّ المخرجات الحقيقية للشبكة تقُارَن مع المخرجات المأمولة )الهدف(، كما 
أنَّ الفرق في قيمهما يدعى بالخطأ، إذ تقوم الشبكة بنشر هذا الخطأ من طبقة المخرجات مروراً بالطبقة )الطبقات( 

 .طبقة المدخلات؛ أي بآلية معكوسة لما يحدث في مرحلة احتساب المخرجات الخفية باتجاه
 . [10]وفيما يأتي شرح لآلية عمل الشبكات العصبية ذات الانتشار العكسي للخطأ 
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 أولًا: مرحلة التغذية الأمامية:
مع الدخل من الخلية  لشبكة التغذية الأمامية k)-(1( في الطبقة iللخلية العصبية ) يرتبط الخرج 

(.                                             بوساطة عامل تحميل حقيقي ) kفي الطبقة اللاحقة  jالعصبية 
 (k=I,II: دليل الطبقة )      kحيث:

 i ( دليل الخلية في الطبقة :K-I) 
j  ( دليل الخلية في الطبقة :K) 

 [ ينجز العملية الحسابية الآتية:k=I,II] kللطبقة  jفإن الخلية العصبية  لحساب الخرج 

 
                                                                      
                                                                      

 حيث:
N     الخلايا أو الوحدات في الطبقة : عددk-1  
 (Transfer Functionدالة التحويل )  :   

المعادلات الرياضية كثيرات الحدود الذي يساعد في حل  فيبمثابة الحد الثابت  bias (bj)يعد شعاع الانحياز 
 تلك المعادلات بصورة أسهل وأسرع. 

منها بما فيها تلك التي تم استخدامها  اً رد بعضنس ،ذات وظائف مختلفة هناك عدة أنواع من دوال التفعيل
 في البحث الحالي:

a)  دالة سيغمويد اللوغاريتميةLog-Sigmoid Transfer Function تعد هذه الدالة واحدة من الدوال :
ملائماً لهذه  بي مما يوفر توزيعاً ( بشكل انسيا1( و)0الواسعة الاستخدام؛ لأنها تقوم بمعالجة القيم بمدى يتراوح بين )

 .القيم
b)  ( دالة سيغمويد لظل الزاويةTan-Sigmoid Transfer Function):   وهي مشابهة لدالة سيغمويد

 .( 1-( و)1إلا أن القيم الخارجة تكون بمدى يتراوح بين ) ،اللوغاريتمية، وتتمتع بالمزايا نفسها من حيث الانسيابية
c) ( الدالة الخطيةLinear Transfer Function): ( ولذلك تدعى بدالة 6( وَ )0تقع قيم المخرجات بين )

 .التحفيز الثنائي 
( MSEيتم احتساب الخطأ في وحدة المخرجات ومعدل مربع الخطأ ) :ثانياً: مرحلة الانتشار العكسي للخطأ

 ( وفقاً للمعادلتين الآتيتين:ومعامل تصحيح الخطأ )

 

 
 حيث:
:err  معدل مربع الخطأ في وحدة المخرجات؛Y  المخرجات المأمولة :Target معامل تصحيح الخطأ. ؛ : 
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يتطلب تغيير الوزن باتجاه الانحدار التدريجي لمنحنى الخطأ  Error Minimizationوبما أنَّ تصغير الخطأ 
Gradient Descent of Error امل الانحياز بالمعادلتين الآتيتين:لذلك يعبر عن تغيير الوزن وتغيير ع 

 

 
والاختيار المناسب لها يعتمد على المشكلة المطلوب  Learning Rate: تمثل مقدار معدل التعلم  Ir حيث:

كما يجعل هذه العملية تجري بشكل متماثل طوال مدة التدريب. وباستخدام  ،حلها ويزيد من قابلية الشبكة على التدريب
 وجد أنَّ معامل تصحيح كلٍّ من الوزن وعامل الانحياز لطبقة المخرجات هو كالآتي: Chain Ruleقاعدة السلسلة 

 
 

 في حين يكون معامل تصحيح كلٍّ من الوزن وعامل الانحياز للطبقة الخفية هو كالآتي:

 
 

: هي ناتج لوحدة  ؛: هي مخرجات لوحدة خفيةمعامل التصحيح للطبقة الخفية؛   :حيث:
 المخرجات.

 يتم تحديث الأوزان وعامل الانحياز كما هو معطى أدناه: ثالثاً: مرحلة تحديث الأوزان :

 
 

وذلك بافتراض أن مدخلات الشبكة  ،وهناك طريقتان مختلفتان لعملية تحديث أوزان الشبكة العصبية الصنعيَّة
ة من صفوف وأعمدة، وكل صف من هذه الصفوف يمثل متجهاً يحتوي على تكون على شكل مصفوفة رياضية مكون

 جميع المتغيرات المراد إدخالها إلى الشبكة.
  طريقة تجزئة المدخلاتIncrement Model يتم في هذه الطريقة إدخال المصفوفة صفاً صفاً ومن ثم :

 ها إلى ذاكرة محدودة.لذلك تمتاز هذه الطريقة بحاجت ،تحُدَّث الأوزان لتلك الصفوف تباعاً 

 
  طريقة الدفعة الواحدة للمدخلاتBatch Model ًتتضمن هذه الطريقة إدخال المصفوفة كاملةً ودفعةً واحدة :

وتمتاز هذه الطريقة بسرعة تنفيذها غير أنها تحتاج إلى ذاكرة أكبر من  ،حيث تحدث الأوزان لمرة واحدة وفقاً لذلك
 الطريقة السابقة. وهي الطريقة المعتمدة في هذه الدراسة.

 
 : مدخلات الشبكة.          : عدد أسطر البيانات.nd  حيث:

 [11] موعة خوارزميات نذكر منها الآتي: كما اعتمد تدريب شبكات الانتشار العكسي للخطأ في هذه الدراسة على مج
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i. ( خوارزميةVariable Learning Rate (GDA,GDX)):  وهي خوارزمية تعلَم متغير لشبكة الانتشار
 العكسي للخطأ التي تعد من أسرع طرائق تدريب الشبكات العصبية.

ii. ( خوارزميةResilient Back Propagation(RP)):  إلى ذاكرة خزن وهي خوارزمية تدريب بسيطة تحتاج
 قليلة، وتتميز هذه الخوارزمية بالسرعة الفائقة في عملية الاقتراب من الهدف.

iii. ( خوارزميةScaled Gradient (CGF)): .وهي خوارزمية تدريب تستلزم متطلبات خزن صغيرة من الذاكرة 
iv. ( خوارزميةScaled Conjugate(SCG)): .وهي خوارزمية تدريب جيدة للأغراض العامة 
v.  خوارز( ميةLevenberg Marquardt(LM)):  وهي خوارزمية تدريب سريعة لشبكة ذات حجم قابل للتحديث

 وذات ذاكرة مختزلة، ويمكن الإفادة منها في التدريبات التي تتطلب بيانات ضخمة.
ويتوقف التدريب عادةً عند  ،إن عملية تحديث الأوزان يمكن أن تعاد آلاف المرات في التطبيقات القياسية 

لوصول إلى مستوى مقبول للخطأ، أو عند الوصول إلى عدد المكررات المحددة مسبقاً من المدرب. أما طريقة الإيقاف ا
( إلى المستوى المرغوب فيه مع زيادة عدد المكررات MSEغير الاعتيادية فتتم في أثناء عدم وجود تناقص في قيمة )

Iterations، لزيادة في التدريب أو عند حصول ظاهرة المغالاة؛ أي عند اOvertraining،  إذ تستمر الشبكة بالتدريب
 ر.غير مقبولة في مرحلة الاختبا تصبحغير أن النتائج  ،إلى أن يتم الحصول على نتائج مقبولة في مرحلة التدريب

ات المتعلقة بالشبكات العصبية الصنعيَّة تشير إلى عدم وجود أسلوب قياسي في تحديد عدد الطبق الأدبياتإن 
نما يجري اختيار هذا العدد حسب رؤية القائم على بناء الأنموذج. ومما تجدر الإشارة إليه،  الخفية أو عدد عصبوناتها وا 

علماً أنه ليس من الضروري  ،أنه عند بناء الشبكة العصبية الصنعية يُحدد نوع دالة التفعيل المستخدمة في كل وحدة
 سها.امتلاك جميع الوحدات لدالة التفعيل نف

 والأدوات الملحقة به  MATLABبرنامج بالاعتماد على صنعيَّة في هذه الدراسةالشبكة العصبية البُنيت 
nftool Box وnntool Box ولغرض الحصول على أفضل هيكلية للشبكة . جالالعالية في هذا الم مانظراً لكفاءته
ء طبقات المدخلات والمخرجات والطبقات وبنا ،تحديد عدد عصبونات الطبقة الخفيةيجب  صنعيَّةالعصبية ال

 [12].الخفية
 .(MSEالقياسات الأكثر أهمية في محاكاة أداء النموذج المستخدمة في هذه المقالة هي متوسط مربع الخطأ )

 
Y  المخرجات الهدف :Target قيمة خرج الشبكة المحسوبة ؛ :calculated. 

لشبكة، يجب إعادة إدخال القيم الأولية لكلٍّ من أوزان الشبكة وانحيازاتها. في بداية كل محاولة تدريب ل    
الهدف من هذه العشوائية هو إجبار خوارزمية التدريب على  .الطريقة الأكثر تطبيقاً هي التهيئة المبدئية بشكل عشوائي

الفرصة بشكل عام قوي وزيادة  البحث عن أجزاء أخرى لفضاء البارامترات، وذلك بهدف الوصول إلى ناتج أمثلة عام 
لإيجاد الخطأ الأصغري. تسبّب هذه الطريقة اختلافاً في أداء الشبكة عند كل محاولة  تدريب، حتى لو استخدمت نفس 
خوارزمية التدريب.حيث تتواجد ثلاثة أسباب لعدم قدرة خوارزمية التدريب على إيجاد نفس مجموعة البارامترات لكل 

هو تواجد أكثر من نقطة أمثلة  السبب الأوليبدأ التدريب بجزء مختلف من الفضاء البارامتري. محاولة تدريب عندما 
هو عدم قدرة خوارزمية التدريب على إيجاد نقطة الأمثلية العامة والتصاقها  السبب الثانيو عامة لمجموعة التدريب. 

في حالة تطبيق  السبب الثالث ويكمن ي الخطأ.بنقطة الأمثلية المحلية، وذلك في المساحات المسطحة والتلالية لمستو 
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مجموعة التحقق لمنع ظاهرة فوق التوافق، قد لا تتوافق نقطة الأمثلة لمجموعة بيانات التدريب مع نقطة الأمثلة 
تزايد خطأ مجموعة  نتيجةلمجموعة بيانات التحقق، وذلك بسبب توقف الخوارزمية قبل إيجاد نقطة الأمثلية العامة 

 التحقق.
 

 :النتائج والمناقشة 
 البيانات وبناء الشبكة العصبية الصنعيَّة إدخال1-

 لمحطات طرطوسأدخلت البيانات المتوافرة  ،لصنعيَّةبغرض الحصول على أفضل هيكلية للشبكة العصبية ا
 (2009-2005)تشرين للأعوام  61ومحطة ( 1996-1957للأعوام )، مطار حميميم (2004-1961للأعوام )
كما أُدخلت بيانات على شكل  ،عموداً  973و يمثل درجة حرارة الهواء واحد مصفوفة مكونة من صف  على شكل

لت شبكة عصبية صنعيّة ثم شُكِّ عموداً. 973 و مصفوفة مكونة من صف واحد يتضمن قيم التبخر الشهري المقيسة
رجات مكونة من عصبون واحد وطبقة مخ، درجة حرارة الهواء عصبون واحد يمثلتتضمن طبقة مدخلات مكونة من 

وذلك بتغيير عدد عصبونات الطبقة  ،في حين حُدد عدد العصبونات في الطبقة الخفية بالتجريب ،يمثل التبخر الشهري
  Epochesلدورات تكرارية ثابتة العدد  لغاية الحصول على أقل معدل مربع خطأ معياريوتدريب الشبكة  الخفية

 . 1000))مقدارها 
 المقترحة صنعيَّةبكة العصبية التدريب الش2-
المأمول للمدخلات المعطاة.  الإخراجالهدف من تدريب الشبكة هو تغيير أوزان الشبكة للحصول على  إنّ 

بد من الوصول إلى حالة من التوازن بين قابليتها على الاستجابة الصحيحة لبيانات المدخلات هذا الهدف لاتحقيق لو 
وقابليتها على إعطاء استجابة جيدة  ،تخزينها في الشبكة لعملية التذكير جريالتي يالمستخدمة في عملية التدريب 

لكنها غير مطابقة لتلك المدخلات المستخدمة في عملية التدريب )عملية التنبؤ(. لذلك تم الاعتماد  ،لمدخلات مشابهة
مجموعات كما ذكر  البيانات إلى ثلاثوذلك بتقسيم  ،بغية التوصل إلى صفة التعميم الكفؤ ،على طريقة التوقف المبكر

 سابقاً.
( تعطي 1-9-1أن الشبكة العصبية الصنعيَّة ذات الهيكلية ) تمّ التوصل إلى وبعد إجراء عدد كبير من التجارب

( 0.00627( لمجموعة التحقق و)0.00456( لمجموعة التدريب و)0.0033ويساوي )لمتوسط الخطأ أقل قيمة 
  (.1كما هو موضح في الجدول ) ،للمجموعات الثلاث (0.0032) و لمجموعة الاختبار

 
 (: أداء معماريات مختلفة للشبكة العصبية الصنعية1الجدول )

 عدد العصبونات
 الخفية

All  
(MSE) 

train*10^-3 
(MSE) 

val*10^-3 
(MSE) 

test*10^-3 
(MSE) 

3 0.00351 3.51 5.52 4.48 
4 0.0036 3.62 5.12 4.23 
5 0.00351 3.87 5.18 5.45 
6 0.00328 3.27 6.57 4.6 
7 0.00359 3.599 4.24 5.16 
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8 0.0036 3.98 4.18 5.25 
9 0.0032 3.33 4.56 6.27 
10 0.00352 3.6 3.68 5.99 
11 0.00345 3.49 5.34 4.64 
12 0.00358 3.61 5.9 3.35 
13 0.00349 3.48 5.21 4.48 
14 0.00346 3.6 6.1 3.7 
15 0.00331 3.32 6 4.5 

 
وبالاعتماد  ،(1-9-1) وذلك من أجل الشبكة العصبية الصنعية ذات المعمارية ،كما جرى اختبار لتوابع التفعيل

 تبيّن أنّ أفضل أداء للشبكة العصبية الصنعية يكون باستخدام دالة التفعيل nntoolعلى مكتبة 
Transfer Function Logsigmoid ة تفعيل في الطبقة الخفية تتُبع بدالLinear Transfer Function  في طبقة

 (.2كما هو مبين في الجدول ) ،الإخراج
 

 (: أداء الشبكة العصبية الصنعية عند استخدام عدة توابع تفعيل2الجدول )
 All (MSE) طبقة الخفية الخرج

Tansig logsig 0.00358 
Logsig logsig 0.014 
Logsig tansig 0.0143 
Purelin logsig 0.00364 
Purelin tansig 0.0032 
Tansig tansig 0.00366 

دربت الشبكات العصبية الصنعية باستخدام خوارزميات تدريب تحاول تصغير قيمة تابع الأداء أي متوسط      
. حيث أجريت المقارنة بين عدّة MSE( أداء هذه الخوارزميات من حيث 3(. يظهر الجدول )MSEمربع الخطأ )
 المتاحة في حزمة برمجيات الماتلاب. nftoolية تملك نفس المواصفات وذلك باستخدام مكتبة شبكات صنع

 
 (: أداء الشبكة العصبية الصنعية عند استخدام خوارزميات تدريب مختلفة7الجدول )

 ALL(MSE) تابع التدريب عدد العصبونات الخفية
9 Bfg 0.00367 
9 Br 0.00356 
9 Cgb 0.00355 
9 Cgf 0.0035 
9 Cgp 0.00359 
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9 Gd 0.00882 
9 Gdm 0.0067 
9 Gda 0.00358 
9 Gdx 0.0038 
9 Lm 0.0032 
9 Oss 0.0038 
9 Rp 0.00356 
9 Scg 0.00362 

على الخوارزميات الأخرى من ناحية الدقة في كل حالات الاختبار.  L-M algorithmيتفوق إنجاز خوارزمية 
نّ أداء الشبكة العصبية الصنعية قادر على الاعتماد وبشكل كبير على خوارزميات أ (3الجدول )تظهر النتائج في 

الأمثلة لإيجاد مجموعة جيدة من الأوزان والانحيازات. حيث تتواجد ثلاث مزايا من استخدام خوارزمية جيدة: أولًا دقة 
حساب أقل، وثالثاً سرعة منخفضة جيدة تقود إلى أداء شبكة عصبية صنعية أفضل، ثانياً تقارب أسرع يقود إلى زمن 

 في الأداء تجعل منه أسهل وأكثر مصداقية لمحاكاة ومقارنة الشبكات العصبية الصنعية.
المتاحة في حزمة برمجيات الماتلاب إلى ثلاث مجموعات هي  nftoolثم قُسِّمت هذه البيانات من خلال مكتبة 

لك بنسب مختلفة لتحديد النسبة التي تعطي التقارب الأفضل. مجموعة التدريب ومجموعة التحقق ومجموعة الاختبار وذ
لمجموعة  %15لمجموعة التحقق و  %15لمجموعة التدريب و %70وكانت الشبكة المقسمة على الشكل التالي: 

 (.4)كما هو مبين في الجدول ،الاختبار هي الشبكة الأفضل
 

 ب تقسيم مختلفة للبيانات(: أداء الشبكة العصبية الصنعية عند استخدام نس4الجدول )

test*10^-3 
(MSE) 

val*10^-3 
(MSE) 

train*10^-3 
(MSE) 

عدد العصبونات 
 (%)all (MSE) train(%) val(%) test الخفية

5.69 5.31 3.27 9 0.00326 70 15 15 

3.85 5.54 3.46 9 0.00344 65 20 15 

5.11 4.96 3.56 9 0.00354 75 10 15 

4.74 5.2 3.58 9 0.00359 80 10 10 

3.24 6.2 3.36 9 0.00336 70 20 10 

8.25 4.15 3.59 9 0.0036 80 15 5 

5.23 4.73 3.65 9 0.00356 70 25 5 

4.07 5 3.54 9 0.00345 60 20 20 

4.53 5.97 3.35  0.00333 65 15 20 

 (6. الشكل ) 1_9_1وبالتالي تكون أفضل معمارية للشبكة العصبية الصنعية للبيانات قيد الدراسة هي 
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 (: يبين أفضل معمارية للشبكة العصبية الصنعية للبيانات قيد الدراسة6الشكل )

 
لدورات  التدريبن نقطة توقف حيث يبيّ  ،للمجموعات الثلاثة لصنعيَّة( أداء الشبكة العصبية ا7الشكل) يوضح

 .لمجموعة التحقق ((0.0053135خطأ يساوي إلى وبمتوسط( 3عددها )تكرارية 

 
ثة الصنعيَّةيبين أداء الشبكة العصبية  (7الشكل)  للمجموعات الثلا

 
 المقترحة الصنعيَّةأداء الشبكة العصبية تقويم  -3
 ،يعدُّ فحص أداء أي أنموذج رياضي مقترح من التطبيقات الاعتيادية والتقليدية في عملية النمذجة الرياضية   

يب الإحصائية المعروفة. ولغرض الاستفادة من التقانات الحديثة في إظهار حيث يُقيَّم حسنُ الأداء باستخدام الأسال
المتاحة في حزمة  SIMULINKالمقارنة على شكل مرتسمات، اقتُرِح بناء أنموذج المحاكاة بالاستفادة من تقانة 

اهز ، حيث اختُصِر أنموذج المقارنة بوضع الشبكة العصبية الصنعيَّة على شكل قالب جMATLABبرمجيات 
أُجريت و ، يحتوي على جميع مفردات الشبكة المقترحة في حزمة قوالب ثانوية يمكن إظهارها بسهولة.  BLOCKبسيط

، وبهذا يمكن مراقبة عملية المحاكاة من خلال قوالب درجة الحرارة كمتغيرعملية المحاكاة بشكل متزامن وذلك باعتبار 
 (:8)كما هو مبين في الشكل  من أجزاء النموذج.ها إلى أي جزء التي يمكن إضافت Displayالإظهار
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 Simulink( يبين تركيب وبناء أنموذج المحاكاة باستخدام تقانة 8الشكل)

 
 الأنظمة الثانوية لأنموذج المحاكاة - 4
 قالب الشبكة العصبية الصنعيَّة 

ل ربط الشبكة بالمدخلات عن ( النظام الثانوي لقالب الشبكة العصبية الصنعيَّة، كما يظهر الشك9يبين الشكل)
الذي يمثل عملية التقييس التي تم التطرق إليها سابقاً. كما يبين أيضاً ربط المخرجات بقالب  scalingطريق قالب 

 .re-scalingإرجاع البيانات إلى أصلها 

 
 ( يبين قالب الشبكة العصبية الصنعيّة9الشكل )

 نتائج أنموذج المحاكاة
من  15% كة العصبية الصنعية المشكل باستخدام مجموعة الاختبار التي تشكل نسبةتم اختبار نموذج الشب

حيث بلغت قيمة متوسط  الشبكة المشكلة مع القيم المقيسة،البيانات، وذلك للتحقق من أداء الشبكة ومقارنة مخرجات 
مقارنة القيم المحسوبة  وهي أصغر من قيمة الخطأ الناتج من، مم/شهر 0.15832-الخطأ )مجموع الأخطاء/ عددها( 

مم/شهر. الأمر   27-قيم المقيسة حيث بلغ متوسط الخطأيفانوف المستخدمة في الساحل السوري مع الإمعادلة  من
 الذي يبين مدى تفوق نماذج الشبكة العصبية على إيفانوف.

في المنطقة  رجات الشبكة مع قيم مخرجات شبكة عصبية صنعية مستخدمة للتنبؤ بالتبخرخوبمقارنة قيم م
 مم/شهر  1.76حيث كان متوسط الخطأ مساوياً لـ السهلية من الساحل السوري اعتماداً على درجة الحرارة والرطوبة 

التنبؤ بقيم التبخر في اعتماداً على درجة الحرارة فقط الشبكة الصنعية المشكل ، يتبين لدينا أن نتائج نموذج  [8]
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كة لحساب بنموذج الشأمر الذي يعطي استخدام الأ .ممتازة، هي نتائج حل السوريالشهري في المنطقة السهلية من السا
من مشكلة توفر البيانات  يننا في الكثير من المحطات نعانأهمية كبيرة لاسيما أفقط درجة الحرارة على  التبخر اعتماداً 

 ية.خالمنا
 

 :الاستنتاجات والتوصيات
  متعددة الطبقات وذات الانتشار العكسي للخطأ في تقدير التبخر يمكن استخدام الشبكات العصبية الصنعيَّة

 .0.0032اعتماداً على درجة الحرارة فقط وبمتوسط خطأ يبلغ الشهري في المنطقة السهلية من الساحل السوري 
 يعد  إن التوافق الأدائي بين نتائج الشبكة الصنعية المشكلة اعتماداً على درجة الحرارة والقيم الحقيقية للتبخر

درجة قياسات سوى بثقة في المحطات المناخية التي لا تتوفر فيها  ااستخدامهميزة للشبكة العصبية في أنه يمكن 
 .الحرارة

   إنّ استخدام تقانةSimulink  في بناء أنموذج المقارنة يتميّز بفائدة هندسية كبيرة من حيث السرعة والكفاءة
 العالية في بناء النماذج.

 نتائج البحث يمكن وضع التوصيات الآتية: واعتماداً على
  مقارنة أداء الشبكات العصبيّة الصنعية ذات التغذية الأمامية والشبكات العصبيّة الصنعية ذات التغذية

 الراجعة في التنبؤ بقيم التبخر اعتماداً على درجة الحرارة.
 بافتراض أسلوب التدريب دون ارة اعتماداً على درجة الحر  توسيع بناء شبكة عصبية صنعية لتقدير التبخر
 إشراف.

  التوسع في استخدام الشبكات العصبية لدراسة مسائل متنوّعة تتعلق بالإدارة الكفوءة للموارد المائية في
 سورية.
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