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  ABSTRACT    
 

Brain Computer Interface (BCI), especially systems for recognizing brain signals using 

EEG (Electroencephalography), is one of the important research topics that arouse the 

interest of many researchers currently. Convolutional Neural Nets (CNN) is one of the 

most important deep learning classifiers used in this recognition process, but the 

parameters of this classifier have not yet been precisely defined so that it gives the highest 

recognition rate and the lowest possible training and recognition time.  

This research proposes a system for recognizing EEG signals using the CNN network, 

while studying the effect of changing the parameters of this network on the recognition 

rate, training time, and recognition time of brain signals, as a result the proposed 

recognition system was achieved 76.38 % recognition rate, And the reduction of classifier 

training time (3 seconds) by using Common Spatial Pattern (CSP) in the preprocessing of 

IV2b dataset, and a recognition rate of 76.533% was reached by adding a layer to the 

proposed classifier. 
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 ممخّص  

 
التعرف عمى الإشارات وخاصةً أنظمة  BCI (Brain Computer Interface)واجية الدماغ والحاسوب  موضوع يُعدّ 

من المواضيع البحثية اليامة التي  EEG (Electroencephalography)مخطط كيربائية الدماغ الدماغية باستخدام 
 CNN (Convolutionalالشبكات العصبونية الالتفافية  وتعد ،في الوقت الراىن تثير اىتمام الكثير من الباحثين

Neural Nets)  تحديد بارامترات  بعد لم يتم إلا أنو ىذه،المستخدمة في عممية التعرف  مصنفات التعمم العميقمن أىم
 .وبأقل زمن تدريب وتعرف ممكن ىذا المصنف بشكل دقيق بحيث يعطي أعمى نسبة تعرف ممكنة

ترات ىذه الشبكة مع دراسة تأثير تغيير بارام CNNباستخدام شبكة  EEGتعرف عمى إشارات  نظامىذا البحث  يقترح
وبالنتيجة تم الحصول بواسطة نظام  ،كذلك عمى زمني التدريب والتعرف عمى الإشارات الدماغية عمى نسبة التعرف

نقاص ،% 76.38التعرف المقترح عمى نسبة تعرف  باستخدام النمط المكاني  (seconds 3)يب المصنف زمن تدر  وا 
، كما تم الوصول IV2b( في عممية المعالجة المسبقة لقاعدة البيانات Common Spatial Pattern) CSPالمشترك 

 من خلال إضافة طبقة لممصنف المقترح. % 76.533لنسبة تعرف 
 

، مخطط كيربائية الدماغ ،واجية الدماغ والحاسوب ،الشبكات العصبونية الالتفافية ،التعمم العميق الكممات المفتاحية:
 .النمط المكاني المشترك

 سورية، يحتفظ المؤلفون بحقوق النشر بموجب الترخيص -جامعة تشرينمجمة :  حقوق النشر  
 CC BY-NC-SA 04 
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 مقدمة:
يقوم الدماغ بالتحكم في معظم أنشطة الجسم، كمعالجة ودمج وتنسيق المعمومات التي يتمقاىا من الأجيزة الحسيِّة، 

ومحميّ  ويتواجد الدماغ داخل الجمجمة الجسم،ويتخذ القرارات فيما يتعمق بالتعميمات المُرسمة إلى باقي أعضاء 
تتكون القشرة المخيِّة من و  .المخيِّةمن نصفيِّ الكرة  ، وىو يتكونسانالإنن المخ الجزء الأكبر مِن دماغ يكوّ  بواسطتِيا.

عمى الرغم من أن نصفيّ الكرة . سِتِّ طبقات عصبيّة، في حين تتكون القشرة العَريقة من ثلاث أو أربع طبقات فقط
، منو الوظائف مُرتبطة بجانب واحدالمخيِّة الأيسر والأيمن متشابيان إلى حدٍ كبير في الشكل والوظائِف، إلا أنَّ بعض 

 .مثل المغة في الشق الأيسر والقدرة البصرية والمكانية في الشق الأيمن
 الاصطناعي. الدماغ والحاسوب والذكاء عتبر ىذا البحث مزيجاً بين واجيةيُ 

 الدراسات المرجعية:
 الباحثين من عدد قامذكاء الصنعي، حيث أُجريت العديد من الدراسات من أجل التعرف الإشارات الدماغية باستخدام ال

إشارة  00922 من مكونة محمية بيانات مجموعةباستخدام  الدماغية الإشارات عمى لمتعرف دراسة بتقديم [1]في 
 CNN شبكةو  بعدد فلاتر متغير في المعالجة الأولية FBCSP (Filter Bank CSP)استخدام  وتم EEGدماغية 

 .10وعدد مرشحات  3*3 (Kernelنواة ) ( عند15%±مع نسبة خطأ )%( 91.07) بمغالتعرف  نسبة كمصنف، متوسط
كذلك تم إجراء دراسة لمتعرف عمى الإشارات الدماغية المعبرة عن حركة اليد الفعمية والتصور الحركي )تخيل حركة 

في المعالجة الأولية،  CSP( لمتصنيف و Linear Discriminant Analysis) LDAاليد( باستخدام خوارزمية 
، EEGالإشارات الدماغية بشكل متزامن مع  الإشارات العضمية لميدباستخدام قاعدة بيانات محمية، حيث تم تسجيل 

وتخزينيا كمجموعة بيانات، ثم تدريب المصنف  30*6وتحويل الإشارات العضمية إلى مصفوفة أصفار وآحاد بحجم 
LDA  لمتعرف عمى إشاراتEEG  تحويميا إلى مصفوفة ثنائية بنفس الحجم ومقارنتيا مع مجموعة البيانات، من خلال

 . [2] % عمى التصور الحركي 8;.18± 15.3% عمى الحركة الفعمية و:;.83±7.54وكانت نسبة التعرف 
كمصنف وقاعدة البيانات المستخدمة  CNNكما قُدمت دراسة لمتعرف عمى الإشارات الدماغية باستخدام شبكة 

Finger،  حيث تحتوي مجموعة البيانات ىذه عمى إشاراتEEG ة أصابع اليد الواحدة بشكل تعبّر عن حركة حقيقي
 SVM% باستخدام 2:وتم الوصول لنسبة تعرف  1000Hzشارك في التسجيل عشر أشخاص بتردد تسجيل  ،منفرد

 ٍ(Support Vector Machine) [3]كمصنف . 
 GAN (Generative Adversarial، استخدمت فييا شبكة EEGأجريت دراسة أخرى لمتعرف عمى إشارات 

Networksمصنف كما استخدم ،( لإضافة عينات مزيفة إلى مجموعة البيانات CNN  بأربع طبقات التفافية وطبقتي
Max pooling،  عمى مجموعة البيانات  %15.86±67.97وتم الوصول لنسبة تعرفIV2b  3000عند إضافة 

 .[4]عينة مزيفة إلى مجموعة البيانات 
 CNNفاستخدام نواة محددة لمصنف  ،أن يتم عمى نفس مجموعة البيانات تجدر الإشارة إلى أن تقييم الأداء يجب

 .ة حسب مجموعة البيانات المستخدمةيعطي نتائج مختمف
لييا في تمك الأبحاث أنو لا يمكن تعميميا عمى جميع قواعد البيانات والمصنفات لاحظ من النتائج التي تم الوصول إي

حيث أن البارامترات المستخدمة في ىذه الأبحاث لا تعطي أفضل أداء بالضرورة، لذلك لابد من دراسة تأثير تغيير 
 بارامترات المصنف عمى نسبة التعرف وزمني التدريب والتعرف. 
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 أىمية البحث وأىدافو:
 يساىم في بالتالي عممياً،أنظمة التصور الحركي  نسبة التعرف تسيم في تطبيق تكمن أىمية البحث في كون زيادة

فعند التعرف عمى الحركة التي تم تخيميا في الدماغ يمكن توجيو الأوامر من  ،المبتورةد الحمول لأصحاب الأطراف إيجا
تعرف عمى إشارات  يتم في ىذا البحث بناء نظام الآلي. الصناعي الدماغ ليذه الأطراف وتنفيذىا عن طريق الطرف

EEG  باستخدام شبكةCNN  ترات ىذه الشبكة عمى نسبة التعرفدراسة تأثير تغيير بارامو. 
 طرائق البحث ومواده:

لعلاقة بين عممية المعالجة المسبقة واكتشاف ا ومن ثم تطبيقتحميل الإشارات الدماغية زمنيا وطيفياً في البداية يتم 
المستخدم، بعد ذلك يتم دراسة تأثير تعيير ىذه المعاملات  CNN ومعاملات المصنف EEGطبيعة الإشارات الدماغية 

 .المقترحالمصنف من أجل اختبار أداء  IV2b المستخدمة في ىذا البحث ىي مجموعة البيانات .عمى نسبة التعرف
 .Google Collaboratoryوتم العمل ضمن بيئة 

( عبارة عن سمسمة زمنية متعددة القنوات تمتقط النشاط الكيربائي المسجل من فروة الرأس EEGمخطط كيربية الدماغ )
  .(0كما يبين الشكل ) (Electrodesمن مواقع محددة بواسطة أقطاب كيربائية )

 

 
 .EEG [4]( أماكن تموضع أقطاب تسجيل إشارات 2الشكل )

 
يتم تحديد مواقع وأسماء الاقطاب حيث  منفرد،منيا متصل بسمك  كلاً اً قطابأ EEGتسجيل إشارات  نظمةأ عادة تستخدمو 

 يضمن توحيد أسماء الاقطاب في جميع المختبرات. مماالعالمي  02-02من خلال نظام 
 :المستخدمة قاعدة البيانات

 8702 ، وتحتوي عمىمشتركين ; بيانات لعدد وتتكون من (BCI Competition IV2b)تم استخدام قاعدة البيانات 
تردد تقطيع ، وذات C4 و Czو C3ىي>  EEG الدماغية باستخدام ثلاث أقطابتم تسجيل الإشارات  .تصور حركي

250 Hz،  وتم تمرير الإشارة عبر مرشح تمرير حزمة(0.5 Hz-100 Hz). 
الصنف الأول ىو تخيل تحريك اليد  ،(Motor Imagery)تحتوي قاعدة البيانات عمى صنفين من التصور الحركي 

 .IV2bيبين رسم تصور حركي واحد من قاعدة البيانات  (3)الشكل  ،اليسرىاليمنى والثاني ىو تخيل تحريك اليد 
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 .IV2b( عينة عشوائية من قاعدة البيانات 3شكل )ال

 

 Common Spatial Patternالنمط المكاني المشترك 
 خلال من ،المستيدفة الأصناف بين التباين لزيادة الخطية التحويلات من مجموعة استخدام عمى CSP فكرة تعتمد

 مصفوفة حسابالأصناف ثم  بين المتبادل التباين مصفوفة حسابحيث يتم  ،CSPىو جديد فضاء إلى الانتقال
     CSP.قبل وبعد تطبيق ( الإشارة4يبين الشكل ) ،وتطبيق المرشحات التي تعطي أعمى تباين بين الأصناف ،التحويل

  
 .قبل وبعد تطبيق النمط المكاني المشترك الإشارة (4شكل )ال

 
يتم تكبير نسبة التباين بحيث      نالمكوّ  CSP تحدد خوارزمية، القنواتنافذتين من إشارة متعددة    و     لتكن لدينا

 >[5](1)بين النافذتين وفق العلاقة

(1)           
       

 

        
 

، وىي موجودة بشكل شائع في التطبيق عمى بشكل عام قنواتشارات متعددة العمى الإ CSP يمكن تطبيق طريقة
بعد  EEGيوضح الإشارات الدماغية  (7)عمى وجو الخصوص، والشكل  (EEG) إشارات مخطط كيربائية الدماغ
 CSP2، حيث نلاحظ أن المرشح EEGBCIبأربع فلاتر عمى قاعدة البيانات  CSPتطبيق النمط المكاني المشترك 
 تبين المسطرة بجانب الشكل قيمة النشاط الطيفي المعبرة عن كل تدرج لوني.و يعطي أكبر تباين بين الأصناف 
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 CSPعند استخدام  طيفيا   ( مخطط كيربائية الدماغ5شكل )

 
 ،IV2b( لكل تصور حركي في مجموعة البيانات 1126,3,1في المجال الزمني ينتج عنو مصفوفة ذات أبعاد ) CSPاستخدام 

 .CNN( وىي لا تناسب طبيعة المصنف 3,3,1بينما في المجال الطيفي ينتج مصفوفة )
 بناء المصنف>

ثم طبقة تجميع  (Conv2D)طبقتين التفافيتين تتكون من الطبقات الآتية>  CNNاعتماد شبكة بلمصنف تم بناء ا
(Average pooling)  تمييا طبقة تسطيح(Flatten)  وطبقتي تكثيف(Dense) طبقتي ترابط تام  )أي(Fully 

connected  (.6الشكل ) كما يبين. عصبون والثانية التي تعتبر طبقة الخرج مكونة من عصبونين 80الأولى مكونة من 
( Epochكل تكرار أو تصور حركي ) ،ىو عبارة عن الإشارات الدماغية بعد تحويميا لمصفوفة CNNدخل شبكة 

عدد العينات   0008و  ىو عدد قنوات التسجيل أو الأقطاب 3حيث  ،(3,1126,1عبارة عن مصفوفة رقمية بأبعاد )
 فمتر لكل طبقة. 12الفلاتر  ( يبين دخل وخرج كل طبقة في المصنف عندما يكون عدد7والشكل ) ،الزمنية لكل قناة

 

 
 .المقترحة CNN( شبكة 6الشكل )

 
كما يبين  ،من السيناريو الثاني 1تجربة رقم المقترحة في ال CNN( دخل وخرج كل طبقة في شبكة 0) يوضح الجدول

ىذه المعاملات بشكل كبير مع تغيير النواة  عدد تغير، ويعدد المعاملات الناتجة عن كل طبقة وعدد المعاملات الكمي
Kernel 2,200,000و  200,000حيث أن عدد المعاملات يتراوح في ىذا البحث بين  لكل طبقة. 

خلال عممية تدريب ( تشير إلى الوزن والتغيرات الأخرى التي يتم تعديميا Parametersالمعاملات في الجدول )
 دير تعقيد المصنف فكمما زاد عدد المعاملات زادت الكمفة الزمنية والحسابية.ويمكن من خلاليا تق ،واختبار الشبكة
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 من السيناريو الثاني 4( قيم الدخل والخرج والمعاملات الناتجة عن كل طبقة في التجربة 1جدول)

Activation Fn Parameters Output shape Kernel Layer type Layer 

Relu 840 (None,1126,3,40) 20,1 Conv2d 1 

Relu 4840 (None,1126,3,40) 1,3 Conv2d 2 

- 0 (None,21,3,40) 100,1 Average_pooling2d 3 

- 0 (None,2520) - Flatten 4 

Relu 201860 (None,80) - Dense1 5 

Softmax 162 (None,2) - Dense2 6 

207522 Total parameters 

207522 Trainable Parameters 

0 None Trainable Parameters 

Optimizer: Adam, Model: Sequential, Patch size: 32 

 معايير تقييم الأداء:
التي تعتبر المعيار الأىم في قياس دقة  AUCيتم تقييم أداء المصنف المقترح عن طريق قياس الدقة والمنطقة تحت المنحني 

 . [10](2) العلاقةب حسبالتعرف عند وجود صنفين فقط. ت
(2) 

         
              +              

              +                                               
 

True Positive (TP): الحالات الصحيحة الموجبة ،True Negative (TN:)  الحالات الصحيحة السالبة ،False 

Positive (FP :)الحالات الخاطئة الموجبة ،False Negative (FN:) ويتم الحصول عمى ىذه ، الحالات الخاطئة السالبة
 القيم من مصفوفة الارتباك الموضحة في نتائج السيناريوىات.

 ROC (AUC)المنطقة تحت المنحني 
لتقييم المصنفات حيث يقيس درجة الثقة بالمصنف  اً ميم اً ( معيار Area Under The Roc Curve) AUC دّ يع

 ROCحيث أن المنحني  ،ROC (Receiver Operating Characteristic Curve)بالاعتماد عمى منحني 
( ىي TPRلرسم ىذا المنحني نعتبر معدل الحالات الصحيحة الموجبة ) ،يصف أداء المصنف وفق عتبات مختمفة

تتراوح  وتمثل الزاوية اليسار العميا الحالة المثالية. ،X( ىي المحور FPRالموجبة ) ومعدل الحالات الخاطئة Yالمحور 
 .(:) ( كأفضل أداء كما يبين الشكل0( كأسوأ أداء و )2بين ) AUCقيمة 
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 ROC [11]بالاعتماد عمى المنحني  AUC( المعيار 8الشكل )

الزمن اللازم لتدريب المصنف وزمن الاختبار وىو الزمن اللازم أما بالنسبة لمزمن فيقسم إلى قسمين زمن التدريب وىو 
 .المقترح لاختبار النظام

 سيناريوىات العمل:
 %20في عممية التدريب و IV2b من مجموعة البيانات %80، وتم استخدام العمل وفق ثلاث سيناريوىات مختمفةتم 

  في عممية الاختبار.
لدراسة تأثير تغيير  مع تغيير بعض البارامترات حتى الوصول لأفضل أداء CNNشبكة اختبار فيو السيناريو الأول تم 

في المعالجة المسبقة للإشارة مع استخدام الشبكة  CSP، أما في السيناريو الثاني فقد تم تطبيق البارامترات عمى الأداء
. في المجال الزمني CSPلدراسة جدوى استخدام  ذات البارامترات التي أعطت أفضل أداء في السيناريو الأول

من خلال إضافة طبقة التفافية  ،دراسة تأثير إضافة الطبقات عمى نسبة التعرف والكمفة الزمنية فيو السيناريو الثالث تم
(Conv2d.بين الطبقة الأولى والثانية ) 

ونواة الطبقة  Kernel 1التي تم تغييرىا في السيناريوىات المقترحة ىي نواة الطبقة الأولى  CNNبارامترات شبكة 
 .Average poolingفي طبقة  Strideوالخطوة  Kernel 3ونواة الطبقة الثالثة  Kernel 2الثانية 

 

 :النتائج والمناقشة
نسخة  ،لإجراء المحاكاة من حيث تصميم واختبار النظام المقترح google colabعمى منصة تم في ىذا البحث العمل 

python3 12.7، باستخدام ذاكرة وصول عشوائي GB  ومعالج رسومياتGPU  15بذاكرة GB  وحجم التخزين
78.2 GB. 

 السيناريو الأول:
 IV2bواختبار أداء الشبكة عمى قاعدة البيانات  ،CNNباستخدام نواة مختمفة لكل طبقة في شبكة تجربة  00إجراء تم  

 .AUCالمعيار من حيث نسبة التعرف وزمني التدريب والتعرف و 
في الطبقة  Strideولتجنب ىذه الزيادة نقوم بتكبير الخطوة ، زيادة حجم النواة ينتج عنة زيادة في الكمفة الزمنية

Average pooling حيث تشير ،Stride  إلى الخطوة التي تمشي بيا النواة وكمما كانت أكبر أدت إلى تقميل الخرج
 الناتج عن الطبقة المذكورة.
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بنسبة  ( لمطبقة الثانية1,3( لمطبقة الأولى و)35,1أن أفضل نتائج كانت عند استخدام نواة ) (0)ن الجدول يلاحظ م
بنسبة تعرف  ( لمطبقة الثانية3,3( لمطبقة الأولى و )3,3عند استخدام نواة )كان أداء  أأسو ، وأما %76.38تعرف 

 14.615% من حيث نسبة التعرف و)94102.. والفارق بين أفضل وأسوأ أداء تم الوصول إليو ىو 65.439%
Seconds تعرف باستخدام المصنف المقترح  أعطت أسوأ نسبة 3,3( من حيث زمن التدريب. كما يلاحظ أن النواة

 . IV2bوقاعدة البيانات 
 .عمى نسبة التعرف CNN( تأثير تغيير معاملات المصنف 2جدول )ال

 زمن التدريب معاملات المصنف رقم التجربة
(sec) 

 زمن الاختبار
(ms) نسبة التعرف AUC 

Kernel 1 Kernel 2 Kernel 3 Stride 

1 3,3 3,3 3,3 1,1 ;2.0;1 3 0.65439 0.6797 
2 3,1 1,3 3,1 1,1 87.399 3 0.67177 0.70686 
3 5,1 1,5 5,1 1,1 101.332 4 0.67586 0.70901 
4 10,1 1,10 10,1 5,1 109.739 5 0.71932 0.75120 
5 20,1 1,20 20,1 10,1 204.263 6 0.71012 0.74439 
6 25,1 1,25 30,1 15,1 204.700 7 0.72034 0.77754 
7 25,1 1,25 50,1 25,1 204.990 7 0.74693 0.78729 
8 25,1 1,3 100,1 50,1 84.221 3 0.73926 0.79889 
9 30,1 1,3 100,1 50,1 84.659 3 0.75255 0.80430 
10 35,1 1,3 100,1 50,1 75.579 3 0.76380 0.81480 
11 40,1 1,3 100,1 50,1 71.811 3 0.75511 0.80871 

( R( تشير إلى تخيل تحريك اليد اليسرى و)L( كيفية التعرف عمى العينات بناءً عمى مصفوفة الارتباك، حيث );يوضح الشكل )
 .تشير إلى تخيل تحريك اليد اليمنى

 

   
(1)تجربة  (2تجربة )  (3تجربة )   
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(4تجربة ) (5تجربة )  (6تجربة )   

   
(7تجربة ) (8تجربة )  (9تجربة )   

   
(10تجربة ) (11تجربة )  (12تجربة )   

.( نتائج التعرف في السيناريو الأول بناء  عمى مصفوفة الارتباك9الشكل )  
 

الحقيقية والمحور الأفقي يعبر عن خرج المصنف، ويختمف المون ( يعبر عن القيم ;المحور العمودي في الشكل )
( بالتالي TP, TF, FP, FNحسب القيم كما توضح المسطرة بجانب كل شكل، ومن خلال ىذه القيم يتم حساب )

 .AUCحساب الدقة والمنطقة تحت المنحني 
 السيناريو الثاني:

في عممية المعالجة المسبقة لمبيانات وتغيير معاملات  CSPالنمط المكاني المشترك  تجارب استخدمنا فييا 8تم إجراء 
في المعالجة  CSP(، حيث يلاحظ أن أفضل أداء عند استخدام 3)المصنف لنحصل عمى النتائج المبينة بالجدول 

لم يؤثر  CSPستخدام ، أي أن ا%76.022في الثانية بنسبة تعرف  1,3في الطبقة الأولى و  35.1الأولية مع قناع 
عمى الأداء بشكل ممحوظ من حيث نسبة التعرف ولكن زمن التدريب أقل بأربع ثواني وسطياً. ووجد أن استخدام قناع 

  % مقارنة باستخدام قناع أحادي البعد.72.903( أعطى أسوأ أداء بنسبة تعرف 3,3دائري )
  .في المعالجة الأوليةCSP عمى نسبة التعرف عند استخدام CNN( تأثير تغيير معاملات المصنف 3جدول )ال

رقم 
 التجربة

 زمن التدريب معاملات المصنف
(Seconds) 

زمن 
 الاختبار
(ms) 

 AUC نسبة التعرف
Kernel 1 Kernel 2 Kernel 3 Stride 

1 35,1 1,3 100,1 50,1 71.792 4 0.75664 0.80698 
2 30,1 1,3 100,1 50,1 71.783 4 0.74846 0.80492 
3 25,1 1,3 100,1 50,1 71.634 4 0.75306 0.80635 
4 20,1 1,3 100,1 50,1 71.564 3 0.76022 0.80605 
5 15,1 1,3 100,1 50,1 75.739 4 0.74130 0.79759 
6 5,1 3,3 100,1 50,1 108,117 5 0.72903 0.79022 
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( تشير إلى تخيل تحريك اليد اليسرى Lبناءً عمى مصفوفة الارتباك، حيث )( كيف تم التعرف عمى العينات 02ويوضح الشكل )
 ( تشير إلى تخيل تحريك اليد اليمنى.Rو)

   
(1تجربة ) (2تجربة )  (3تجربة )   

   
(4تجربة ) (5تجربة )  (6تجربة )   

( نتائج التعرف في السيناريو الثاني بناء  عمى مصفوفة الارتباك10الشكل )  
 السيناريو الثالث:

لدراسة تأثير إضافة طبقة عمى أداء الشبكة، حيث أجرينا تجربتين  CNNلشبكة   conv2dقمنا بإضافة طبقة التفافية  
 (.1وتغيير النواة في كل تجربة كما يبين الجدول)

 .إضافة طبقة جديدةعمى نسبة التعرف عند  CNN( تأثير تغيير معاملات المصنف 4جدول )ال

رقم 
 التجربة

 زمن التدريب معاملات المصنف 
(Seconds) 

زمن 
 الاختبار
(ms) 

نسبة 
 AUC التعرف

Kernel 1 
Kernel 
added Kernel 2 Kernel 3 Stride 

1 35,1 10,1 1,3 100,1 50,1 250.213 7 0.76175 0.81060 
2 50,1 25,1 10,3 100,1 50,1 265.177 7 0.76533 0.80581 

 
 0.2( أن إضافة طبقة إلى المصنف بشكل مدروس أدت إلى تحسن نسبة التعرف بشكل طفيف )3الجدول )يُلاحظ من 

وزيادة زمن  ،أي الضعف تقريبا (ms 4( بالمقارنة مع أفضل حالة في السيناريو الأول، ولكن زيادة زمن الاختبار )%
 ت بناءً عمى مصفوفة الارتباك.( كيف تم التعرف عمى العينا00(. ويوضح الشكل )Sec 189.598التدريب )
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(1تجربة ) (2تجربة )   

( نتائج التعرف في السيناريو الثالث بناء  عمى مصفوفة الارتباك11الشكل )  
 

 :والتوصيات الاستنتاجات

يساوي  nحيث  في الطبقة الثانية (n,1) وقناع عمودي ،في الطبقة الأولى من المصنف (m,1) استخدام قناع أفقي
 (.%1.10إلى تحسين نسبة التعرف ) ىدأ ستشعراتعدد القنوات أو الم

ليس لو تأثير ممحوظ عمى نسبة  CNNفي المجال الزمني مع المصنف ( CSPاستخدام النمط المكاني المشترك )
ولكن يمكن استخدامو مع مصنفات  CNNواستخدامو في المجال الطيفي لا يتناسب مع طبيعة المصنف  التعرف،

 SVM (Support Vector Machine.)أخرى مثل 
ة زمن التدريب كما أن إضافة طبقات إلى المصنف تؤدي إلى زيادة نسبة التعرف، ولكن يتم ذلك عمى حساب زياد

 مع عدم القدرة عمى تحسين الأداء بشكل ممحوظ.  ،والتعرف بشكل كبير
 قترح ما يمي>بعد دراسة وتحميل النتائج ن

  استخدام شبكاتCNN ( ىجينة مع مصنفات أخرى كمصنف الغابة العشوائيةRandom Forest Classifier.) 
  زيادة عمميات المعالجة الأولية واستخدام خوارزميات تتناسب مع طبيعة المصنفCNN. 
  استخدام المصنفات الشييرة مثلGoogle net وAlex net  بعد معالجة الإشارات الدماغية لتصبح مناسبة

 ليذه الشبكات.
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