
Tishreen University Journal for Research and Scientific Studies - Engineering Sciences Series Vol.  (45) No. (1) 2023 

 

journal.tishreen.edu.sy                                                     Print ISSN: 2079-3081  , Online ISSN:2663-4279 

939 

Prediction of Electric Power Consumption Using RNN Networks 

 
Dr. Mariam Saii

*
  

 Dr.George Isber ** 

Dr.Oulfat Jolaha ***   

Jina Mhanna**** 
(Received 29 / 10 / 2022.  Accepted 5 / 1 / 2023) 

 

  ABSTRACT    
 

The electric power service in the Syrian Arab Republic suffers from many difficulties 

resulting from the lack of resources (fuel), in addition to the sabotage of many generation 

centers by terrorist groups, which led to the implementation of rationing programs in the 

governorates according to the consumption of those governorates and the production 

centers located in them. (factories, pumping centers, hospitals and the population). 

Forecasting electric energy consumption also requires knowledge of daily consumption 

quantities, consumption times and other influencing factors that constitute large amounts of 

data. Predicting the exact electrical load is still a challenging task due to many problems 

such as the non-linear nature of the time series or the seasonal patterns it displays, which 

are very time consuming and affect the accuracy of the prediction performance. The 

process can be improved by using RNNs.[2] 

Initially, the optimal and appropriate consumption for the region was determined, 

compared with production and the possibility of passing the surplus to other backup 

operations or providing production centers with the surplus that could be obtained through 

the previous forecasting process. 

Also, Recurrent Neural Networks (RNN) were used, which are time series based on data 

sequences according to time indices and their ability to predict future values based on past 

data. Then the performance of those networks was compared with DNN networks (Dense 

Neural Network) to obtain an optimal future prediction that can be served by the Ministry 

of Electricity in the Syrian Arab Republic and to solve the problem of predicting the 

electrical load compared to previous studies. 

The time-based successive division method has also been adopted, which has the ability to 

work more accurately for randomly sampled data. For cases of low regulation of the hourly 

data for wattage consumption, we can sample a set of data over time and take 20 percent of 

the data for example as training and test samples. 

Based on the prediction values resulting from this study, work is being done to distribute 

electrical energy in the most appropriate manner and in accordance with the importance of 

higher usage. 

 

Keywords: RNNs, DNNs, energy rationalization, consumption prediction, neural 

networks. 
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 ممخّص  

العربية السورية من العديد من الصعوبات الناتجة عن نقص الموارد )الفيول( تعاني خدمة الطاقة الكيربائية في الجميورية 
بالإضافة إلى التخريب الذي تعرضت لو العديد من مراكز التوليد من قبل المجموعات الإرىابية، ترافق ذلك مع حصار جائر 

وقد تسبب كل ماسبق إلى تطبيق برامج تعرضت لو بمدنا أدى إلى تخفيض كميات وقود التشغيل الذي تزود بو محطات التوليد، 
التقنين في المحافظات وفقاً لاستيلاك تمك المحافظات ومراكز الإنتاج الموجودة فييا )مصانع، مراكز ضخ، مستشفيات وعدد 

 السكان(.
العوامل المؤثرة والتي  وغيرىا منوقات الاستيلاك أالطاقة الكيربائية معرفة كميات الاستيلاك اليومية و  التنبؤ باستيلاكيتطمب كما 

لا يزال التنبؤ الدقيق بالحمل الكيربائي يمثل ميمة صعبة بسبب العديد من المشاكل مثل و  .[1]ت تشكل كميات كبيرة من البيانا
ي راً كما تؤثر عمى دقة الأداء فكبي اً ، والتي تستغرق وقتالطابع غير الخطي لمسمسمة الزمنية أو الأنماط الموسمية التي يعرضيا

  RNN  .[2]شبكاتباستخدام لعممية . يمكن تحسين االتنبؤ
مكانية تمرير الفائض لعمميات احتياطية أخرى أو  بدايةً، تم تحديد الاستيلاك المثالي والمناسب لممنطقة ومقارنتو مع الانتاج وا 

 تزويد مراكز الانتاج بالفائض الذي يمكن الحصول عميو من خلال عممية التنبؤ السابقة.
وىي عبارة عن سلاسل زمنية تعتمد عمى  RNN (Recurrent Neural Network)كما تم استخدام الشبكات العصبية التكرارية 

تسمسل البيانات وفقاً لدلائل زمنية وقدرتيا عمى التنبؤ بالقيم المستقبمية اعتماداً عمى البيانات السابقة. ثم تم مقارنة أداء تمك 
لمحصول عمى تنبؤ مستقبمي أمثل قابل لخدمة وزارة الكيرباء في  DNN (Dense Neural Network)الشبكات مع شبكات 

 .التنبؤ بالحمل الكيربائي بالمقارنة مع الدراسات السابقةوحل مشكمة  الجميورية العربية السورية
ة أعمى دقة بالنسبة لمبيانات ذات اعتماد طريقة التقسيم المتتالي القائم عمى الوقت، والتي ليا القدرة عمى العمل بصور تم أيضاً 

العينات العشوائية. وبالنسبة لحالات انخفاض تنظيم البيانات الساعية لاستيلاك القدرة الكيربائية، يمكن لنا أخذ عينات لمجموعة 
 بالمئة من البيانات عمى سبيل المثال كعينات تدريب واختبار. 02وأخذ  من البيانات بالنسبة لمزمن

أىمية بالشكل الأنسب وبما يتوافق مع توزيع الطاقة الكيربائية يتم العمل عمى  التنبؤ الناتجة عن ىذه الدراسة قيمبناءً عمى 
  .الاستخدام الأعمى

 ، ترشيد استيلاك الطاقة، التنبؤ بالاستيلاك والشبكات العصبية. DNNشبكات ، RNNشبكات  مفتاحية:الكممات ال
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 :مقدمة
، ومعظمنا يقوم بميامو في أوقات محددة من اليوم ،متطمباتو المختمفةحسب وذلك سمم التوقيت ل وفقاً تبدأ حياة الانسان 

قوم بنشاطاتو المختمفة خلال النيار مما يجعل استيلاك الطاقة مختمفاً وفقاً لساعات العمل أغمبنا ينام في الميل وي
 ،تدريب النموذج ،ا مصطمحات مثل تعمم الآلةالمختمفة. يختمف نموذج الحديث عن ىذه الميام عندما يمر عمى مسامعن

ستخدام الشبكات اأو  SARIMAXو ARIMAأو بناء قواعد البيانات التسمسمية اعتماداً عمى الطرق الاحصائية مثل 
 ىي نتيجة لمجموعة نقاط بيانات سابقة. tالفكرة الأساسية ىنا بأن البيانات في المحظة الزمنية العصبية. 

الذي تعرضت لو العديد  الأذىبالإضافة إلى  والظروف القاسيةخدمة الطاقة الكيربائية العديد من الصعوبات  واجيت
ستيلاك تمك المحافظات ومراكز التقنين في المحافظات وفقاً لا برامج تطبيقالأمر الذي أدى إلى التوليد من مراكز 

 نتاج الموجودة فييا.الإ
المطموب لمدينة اللاذقية من خلال الفترات الزمنية المختمفة بحيث  لاك الطاقة الكيربائيةباستيتيدف الدراسة إلى التنبؤ 

مكانية تمرير الفائض لعمميات احتياطية أخرى ومقارنتو مع الانتاج وا   يمكن تحديد الاستيلاك المثالي والمناسب لممنطقة
 عممية التنبؤ السابقة.أو تزويد مراكز الانتاج بالفائض الذي يمكن الحصول عميو من خلال 

وىي عبارة عن  RNN (Recurrent Neural Network)تعتمد الدراسة عمى استخدام الشبكات العصبية التكرارية 
سلاسل زمنية تعتمد عمى تسمسل البيانات وفقاً لدلائل زمنية وقدرتيا عمى التنبؤ بالقيم المستقبمية اعتماداً عمى البيانات 

لمحصول عمى تنبؤ  DNN (Dense Neural Network)أداء تمك الشبكات مع شبكات  السابقة. كذلك تم مقارنة
 مستقبمي أمثل قابل لخدمة وزارة الكيرباء في الجميورية العربية السورية.

بما في ذلك الاستيلاك السنوي  ،ازدادت في الفترة الأخيرة الدراسات التي ركزت عمى تحميل عمميات استيلاك الطاقة
رافق ذلك تطوير لمقاييس والتنبؤ بالاستيلاك.  ،الخصائص المؤثرة عمى استيلاك الطاقة ،تيلاك المختمفةلعمميات الاس

خرى. أكدت العديد من الدراسات عمى أىمية طرق تعمم الآلة من أجل نمذجة اقة الذكية وطرق جمع البيانات الأالط
 السكني.ذلك في كلا القطاعين الاقتصادي و استيلاك القدرة الكيربائية و 

فقد ركزت الدراسات الرئيسية  ،الكيربائية لمطاقةتقميل تأثير العشوائية في استيلاك المستخدمين المختمفين من أجل 
مى سبيل . ع14]،10،11،12،13 [أو الأبنية التجارية  9]،4،5،6،7،8،[3إما لممناطق السكنية  الطاقةلنمذجة 
مع استيلاك  [3]في الأبنية السكنية متعددة العائلات  الطاقة الكيربائيةنمذجة لنتائج  smit و Jainقدم كل من  ،المثال

 SVM support)) العائلات الافرادية ضمن مستوى البناء. قام الباحثان ببناء نموذج تنبؤ بالقدرة باستخدام خوارزمية

vector regression كثر واعتماداً عمى ىذه النماذج تم الوصول إلى النموذج الأ ،عمى نماذج مختمفة من البيانات
وىو معامل يحدد  capacity factor=2.16فعالية مع الاستيلاك الساعي في المستوى الأرضي لمبناء مع قيمة 

 . %28وخطأ انحراف بمقدار  كميات التمرير المسموحة لمطاقة الكيربائية عبر الشبكة
 slidingاعتماداً عمى خوارزمية [4]عممية التنبؤ اليندسي عمى W.Wang و Y. Liu دراسة الباحثان بينما ركزت

window empirical mode decomposition (SWEMD)  لمان العصبونية شبكة إوElman Neural 

Network (IENN)  لممستخدمين. الكيربائية  الطاقةلمتنبؤ بمستويات حمل 
وشعاع دعم الآلة  Neural Networkطريقة لاستخدام كل من الشبكات العصبية Katarina et al  الباحثقدم كما  
((SVM  [14]ووضحت دقة استخدام ىاتين الطريقتين من أجل التنبؤ باستيلاك القدرة الكيربائية باستخدام بيانات 

event-related attribute. 
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مجموعات بيانات استيلاك القدرة الكيربائية في المؤسسات باستخدام شعاع دعم C.deb و F.Zhang درس كل من
 LS-SVM نتائج استخدام نموذج Fazil Kaytezبينت الوثيقة المقدمة من قبل ، حيث [24]الموزون  الانحدار

 Regression Analysis،[16] Artificial Neuralوسرعتيا لمتنبؤ بالإضافة إلى دقتيا المرتفعة مقارنة مع كل من 

Network . 

تم إجراء الدراسات الأولية عمى  ،بالنسبة لمجالات التنبؤ بالاستيلاك لممناطق السكنية ذات المناطق المنفصمة
 ،الاستكشافية السكانيةالبيانات  استخدام ذلكلمتنبؤ بالحمولات المنزلية بما في  [28]،[13]مجموعات البيانات التفصيمية 

 . [29]بالإضافة إلى كشف الاشغالات والتي تم اعتمادىا عمى المستويات الدنيا  ،المساكن وممكية الأجيزةخصائص 
قامت بتسميط الضوء عمى  Richard E. Edwards and Joshua New [13]بالنسبة لمدراسة التي قدمت من قبل 

.  منزلاً  042تتضمن  مجمعات سكنيةثلاثة تضمنت الأبنية السكنية حيث قام الباحثان بدراسة مجموعة بيانات خاصة 
قدمت ىذه الدراسة نتائج وافية من أجل التنبؤ بالاستيلاك الاقتصادي والسكني بحيث حددت أن الطريقة المعتمدة عمى 

 التنبؤ بالاستيلاك الاقتصادي.الشبكات العصبية ىي الأفضل من أجل 
تم الاعتماد في عمى العديد من التقنيات بما في ذلك الشبكات العصبية  بخصوص التنبؤ بحمل الطاقة الكيربائية،

ANN [11] ،شعاع الدعم المتجوSVM  [21][13]،  [24] [32]خوارزمية (ARIMA)  [32]النماذج الانحدارية و 
regression models تقنيات العنقدة ، بالإضافة إلىclustering techniques  [14] خوارزميةوempirical 

mode decomposition(EMD) [11] . 
تم الاعتماد عمى الشبكات العصبية بصورة رئيسية بيدف التنبؤ بالطاقة الكيربائية في حين تم اعتماد شعاع المتجو 

 . [24]المتعمقة بالسلاسل الزمنية  والمشاكلاللاخطية  مشاكلمن أجل حل  SVRالانحداري 
 

 :طرائق البحث ومواده
 البحث:حدود  -1

الاعتماد عمى الذكاء الصنعي في الوقت الحالي عممية بالغة الأىمية نظراً لقابمية نظم الذكاء الصنعي عمى  أصبح
والتنبؤ أحد أىم ىذه  Classificationوتعتبر عمميات التصنيف  ،التكيف والعمل مع طيف واسع من نماذج البيانات

استنباط نماذج تحميمية تحدد سموك نماذج البيانات المدروسة وتسمح بالنماذج المستخدمة. تسمح عمميات التصنيف 
 .بالتنبؤ بالقيم الجديدة اعتماداً عمى القيم السابقة

والشبكات العصبية  Recurent Neural Networksعمى استخدام الشبكات العصبية التكرارية  الدراسةىذه تعتمد 
اقة الكيربائية المطموب في مدينة اللاذقية وتوزيعو وفقاً لمبيانات لمتنبؤ بحمل الط Dense Neural Networksالكثيفة 

تم إجراء ىذه الدراسة من أجل تحديد والمقدمة من قبل شركة الكيرباء.  0202و 0208الموزعة في الفترة ما بين 
التي تتعرض الظروف العامة لمشبكة والذي يمكن لو أن يقدم حاجة المدينة الأساسية ضمن الحمل الأصغري المناسب 

 )إن وجد( الفائضومن ثم يمكن لنا تحديد فترات التقنين المثالية ليا الشبكة في الفترة الراىنة مع الأخذ بعين الاعتبار 
 الذي يمكن الحصول عميو وتزويده لممواقع التي تحتاج إلى توفر حمل كيربائي دائم.و 
 أدوات البحث: -2

 ،من أجل البناءالتي يمكن الاعتماد عمييا يد من المغات والنماذج البرمجية يوجد العد ،من أجل القيام بالبحث المطروح
البيانات بالإضافة إلى تضمينيا  نظراً لكونيا المغة الأقوى حالياً في مجال تحميل Pythonعمى لغة البايثون تم الاعتماد 
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مكتبات الشبكات العصبية يثون أيضاً لعديد من المكتبات الفعالة في كافة مجالات تحميل البيانات. تتضمن لغة الباا
حيث يتم csv كممف من نمط والتنبؤ بالقيم اللاحقة. تم إدخال البيانات بدراسة وتحميل البيانات المقدمة  لنا تسمحوالتي 

بناء مجموعات التدريب يتم وبعد ذلك  ،إلى البنية المصفوفيةمن أجل معالجتيا باستخدام البايثون تحويميا برمجياً 
تقوم الشبكات العصبية بالتعمم وتعديل الأوزان وفقاً لمبيانات ثم  ،والاختبار التي سيتم تمريرىا إلى الشبكات العصبية

 التنبؤ بقيمة الحمل لفترة زمنية محددة ومتاحة ضمن الشبكة المدروسة. وىي تمييا المرحمة الأخيرةالمتاحة 
 :RNNالشبكات العصبية التكرارية  2-1

فإن كل نقطة بيانات في  ،تعتمد بصورة رئيسية عمى الصيغة التسمسمية تمك التي وبالأخص ،قواعد البيانات عند دراسة
نماذج  إذا أخذنا بعين الاعتبار ،. عمى سبيل المثالt-1في المحظة  تتعمق بعلاقة ما مع البيانات السابقة tالمحظة 

تتشكل  النموذجفإن تكرارية  ،NLP (Natural Language Programing) البيانات من نمط المغات الطبيعية
فإن  ،ممة المشكمة. خلال قراءة كتاب ماالعبارات السابقة ليا أي اعتماداً عمى تكاممية الج تسمسل من اعتماداً عمى

 نستمر بقراءة الكتاب ببساطة.  ويسمح بتشكيل وبناء الجممة وعميو فإننا كممات يتم ملاحظتو 4إلى  3معروف من التسمسل ال
يمكن لنا استخدام الشبكات العصبية التكرارية لاستخلاص المعنى الرئيسي ونموذج العمل من قواعد  ،في نظم تعمم الآلة

طارات المتكاممة وفقاً لموضوع ومحتوى ىذا يتضمن الفيديو مجموعة من الإ ،البيانات التسمسمية. عمى سبيل المثال
يمكن لمشبكات مم. ييمكن لنا التنبؤ في المحظة التالية بالمقطة التالية وذلك بعد تشكيمنا لفيم عام عن ىذا الفمم حيث يالف

حيث تقوم بتشكيل مخطط سلاسل  ،التكرارية التنبؤ بالمستقبل من خلال التعرف عمى النموذج التدفقي لمبيانات التكرارية
نشاء التنبؤ.زمنية من مخططات البيانات المتغيرة زمنياً لك  شف التدفق وا 

( كيفية عمل الشبكات العصبية التكرارية مع مجموعة من البيانات التسمسمية 0يوضح المخطط المبين في الشكل )
 لحظات زمنية حيث تتمتع بنموذج عمل مشابو لمشبكات العصبية ذات التغذية الأمامية. 4بيانات خلال  4مؤلفة من 

 
يتم تفعيميا  t, يتألف النظام من أربعى عقد زمنية  RNN (Recurrent Neural Network)لتكرارية ( الشبكات العصبية ا1الشكل )

بصورة متسمسمة بحيث يتعمق دخل المرحمة اللاحقة  x1,x2,x3,x4ويتم تمرير المداخل  wمع مجموعة من الأوزان  oوفقاً لتابع تفعيل 
والذي نقوم بمقارنتو  ’yبتحديد الخرج المتنبأ بو  SoftMaxأو  ReLUبخرج المرحمة السابقة. عند تمرير العينة الأخيرة يقوم تابع التفعيل 

  مع القيمة التالية الفعمية لحساب قيمة الخطأ.
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الطبقات ويتم مقارنتيا مجموعة من مخارج بعد مرورىا عمى ال باتجاه إلى المداخلاسنادىا  يتم تمرير الأوزان التي يتم
مع الخرج الفعمي لتحديد معدل الخسارة )وىي المسافة عن الخرج الذي يجب أن تتوضع عنده(. اعتماداً عمى قيمة 

الرئيسي من تعديل الأوزان ىي ويتم تكرار ىذه العممية بصورة مستمرة. اليدف  من جديد الخسارة ىذه يتم تعديل الأوزان
 تقميل قيمة الخطأ والحصول عمى قيم الأوزان المثالية.

 tأي بصيغة عكسية لكشف العلاقة بين البيانات في الزمن  ،تصمم الشبكات التكرارية من ناحية أخرى بصورة تسمسمية
  سبيل المثال.قيم سابقة عمى  02حيث قد يتم حساب القيمة الجديدة اعتماداً عمى  t-1والزمن 

حيث تمثل البنى الصفراء في المخطط الطبقات  x1،x2،x3،x4عمى سبيل المثال لنفترض أنو لدينا أربعة نقاط بيانات 
وكما نلاحظ فإن خرج  ،حيث توضح العلاقات في المخطط العلاقات الحاكمة لمطبقات RNNالتي تتألف منيا شبكات 

كل طبقة يمثل دخل إضافي لمطبقة التالية . في حين يعتمد الخرج النيائي لمطبقات عمى تابع التفعيل ومن ثم يحسب 
يتم بعد ذلك تعديل الأوزان اعتماداً عمى خسارة الخرج حيث يتم تحديثيا اعتماداً عمى  ،الاننحراف لمنتيجة الأخيرة
 .شبكةعمميات التغذية الخمفية لم

 :Vanishing Gradient Descent تلاشي المشتق 2-2

 global minimumرى العامةوىي الحالة التي يتم الوصول إلييا عندما لا يكون لدينا القدرة عمى حساب النقطة الصغ

point  وتحدث ىذه الحالة في شبكاتRNN  شبكة مع تعديل الأوزان باستخدام العند وجود العديد من الطبقات في
حيث تكون القيمة الناتجة محصورة بين الصفر والواحد. يكون التعمم في البداية  Sigmoid function من نمطتابع 

وأثناء تدريب الشبكة أصغرياً حيث يتم تعديل الأوزان ضمن مستويات منخفضة وبالتالي يتم تجاىل ىذه المداخل 
 عممية التدريب عمى المداخل الأخيرة.والاعتماد في وأوزانيا 

فإن بنية معاكسة لعممية التدرج المتلاشي يتم اعتمادىا وبالتالي يتم إجراء  ReLuعند استخدام توابع تفعيل أخرى مثل 
 تغيرات كبيرة عمى الأوزان وبالتالي لا يتم الوصول إلى نقطة النياية الصغرى إلا بصورة آمنة.

 
 :Long-Short Term Memory  قصيرة الأمد -الذاكرة طويمة 3-2

يوضح  ،وىي بنية تم تصميميا لتجنب تجاىل المداخل الأولى في السمسمة التتابعية خلال عمميات تحديث الأوزان
بتجنب مشكمة عدم أخذ البيانات الأولى بعين الاعتبار )أوزان البيانات السابقة(  LSTMيقوم نموذج  ( كيف0الشكل)

 عمميات ضبط الأوزان.والغير ىامة في 
وبالتالي يتم بإخراج قيم البيانات بين الصفر والواحد.  Logistic (Sigmoid) activation functionيقوم التابع 

غير ىامة ويمكن لنا أن نقوم بتجاىميا في حين تقدر لصفر والواحد حيث تصبح قيمة الصفر تقدير قيم البيانات بين ا
 ويجب الحفاظ عمييا.أن البيانات ىامة  0القيمة 
 كقيم خرج. 0-و  0بتنظيم البيانات بقيم  Tanh activation functionتابع التفعيل يقوم 
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عبر تابع  x(t)والدخل الحالي  h(t-1)يتم تمرير خرج الخمية , الشبكات العصبية التكرارية( عمميات ضبط الأوزان في 2الشكل )

logistic(sigmoid)  ويتم جداء الحالة طويمة الأمدlong-term state c(t-1)  مع القيمة الناتجةf(t) تسمى كامل ىذه العممية .
 حيث تحدد عممياً ماىي البيانات اليامة وماىي البيانات التي يجب تجاىميا. forget gateببوابة النسيان 

 مراحل النظام المقترح: -3
ويتم جداء الحالة طويمة الأمد  logistic(sigmoid)عبر تابع  x(t)والدخل الحالي  h(t-1)يتم تمرير خرج الخمية أولًا: 

long-term state c(t-1)  مع القيمة الناتجةf(t)كامل ىذه العممية ببوابة النسيان  ى. تسمforget gate  حيث
 تحدد عممياً ماىي البيانات اليامة وماىي البيانات التي يجب تجاىميا.

( مع i(t)المرحمة السابقة )الإشارة  من الحصول عميياوالتي تم  Sigmoidعمى قيمة تابع أيضاً حصول يتم ال ثانياً:
في ىذه المرحمة . Sigmoid g(t)وتضرب مع خرج تابع  tanhتمرر إلى تابع التفعيل  ومن ثمنفس المداخل السابقة 

 .g(t)مقدار أىمية الإشارة  i(t)تحدد الإشارة والتي تسمى )بوابة الدخل( 
يتم تنظيم  ،. بالإضافة لذلك c(t)يتم دمج الحالتين السابقتين )بوابة الدخل والنسيان( لتشكيل حالة خمية جديدة  ثالثاً:

لكلا مداخل الحالة السابقة )خرج  Sigmoid o(t)ويتم جداءىا بخرج تابع  tanhىذه القيمة من خلال تمريرىا إلى تابع 
المعرفة  short-term state( لمحصول عمى حالة الذاكرة القصيرة  x(t)حالي والدخل ال h(t-1)الخمية السابق 

 وتسمى ىذه المرحمة بوابة الخرج. h(t)بالإشارة 
ة في اعتماداً عمى استيلاك الطاقة الكيربائية الساعي في مدينة اللاذقي DNNو LSTMتم تدريب النموذج باستخدام 

تحتاج ىذه  ،قيمة استيلاك كل ربع ساعة 93522. تتألف البيانات المدروسة من 0202و  0208الفترة بين عام 
أو لضمان  ،وذلك لكون بعض البيانات غير موجودة أولاً  Data Cleaningالبيانات إلى عممية تعرف بعممية التنظيف 

ر ضخم عمى دقة وفعالية الترتيب المتسمسل لمبيانات حيث أن أي خمل في تسمسل البيانات أو محتواىا سيكون ذو تأثي
ات السابقة واللاحقة. النموذج المقترح. وفي حال وجود بعض البيانات الفارغة فقد تم استبداليا بالمتوسط الحسابي لمساع

قد تتضمن البيانات أيضاً قيم غير منطقية لحالة الطقس والرطوبة وكذلك يمكن لنا في ىذه الحالة أن نأخذ المتوسط 
 بار.الحسابي بعين الاعت

تتضمن إلى بيانات تدريب وبيانات اختبار، تم تقسيم مجموعة البيانات المتاحة  يمي ذلك عممية تييئة البيانات حيث
دقيقة حيث تم تحويل تمك القيم إلى استيلاك  05مجموعة البيانات تمك قيم استيلاك الطاقة الكيربائية والتي تتغير كل 

 45دقيقة ومن  45إلى  32من  ،دقيقة 32إلى  05من  ،دقيقة 05إلى  2 ساعي اعتماداً عمى جمع كل أربع قيم )من
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( التالي مخططاً بيانياً لاستيلاك القدرة الكيربائية في مدينة اللاذقية خلال فترة 3)يوضح الشكل  دقيقة(. 62إلى 
 الاختبار المدروسة.

 
وحتى الشير  2012من الشير الأول خلال الفترة بالميغاواط  استيلاك مدينة اللاذقية من الطاقة الكيربائية يوضح الشكل ( 3الشكل )

 . ونلاحظ خلال الفترة مواقع استيلاك الطاقة العظمى والصغرى 2020التاسع 
 

وقد كانت بذروتيا وات  ميغا (3222)( و0522)قيمة الاستيلاك تتراوح بين مجموع  نلاحظ من المخطط السابق أن
الطريقة تم عرض الاستيلاك  وبعد إضافة الأشير والسنوات بنفس،  0209العام و  0208 العام الشير الأول من في

 الشيري والسنوي أيضاً.

 
 ( توزع حمل الطاقة الكيربائية خلال سنوات الدراسة4الشكل )



 ، ميناجولحا، اسبرساعي،                                                         RNNالتنبؤ باستيلاك الطاقة الكيربائية باستخدام شبكات

 

journal.tishreen.edu.sy                                                     Print ISSN: 2079-3081  , Online ISSN:2663-4279 

947 

 
 الخطأ المتوقع مع ىامش  السنة شيرخلال أبالميغاواط  2020خلال العام  الطاقة الكيربائية( توزع حمل 5الشكل )

 
الشيري كانت في أشير كانون الثاني  للاستيلاكأعمى قيم  أن كما نلاحظ من مخططات الاستيلاك السنوي والشيري

شيري أيار وآب. ينخفض الاستيلاك في ىذين في حين كانت أقل كميات استيلاك في  ،وشباط وتشرين الثاني
ائض بعين الاعتبار وتوفيره للاستخدام في الأشير لنا أن نأخذ ىذا الف نالشيرين نظراً لخروج السكان من منازليم ويمك

 الأعمى استيلاكاً.
 تم بعد ذلك إعادة ضبط البيانات وتصميميا وفقاً لدخل الشبكة العصبية باستخدام الاستراتيجية التالية:

قيمة خرج بيانات. عمى  05ساعة بصورة تسمسمية و 04وىو مؤلف من بيانات اليوم  last_n=24تم إعداد الدخل 
 ،دخل 05حتى  0خرج عندما نستخدم من  05 ،دخل 04حتى  2خرج عندما نستخدم من  04سبيل المثال يكون لدينا 

 دخل وىكذا دواليك. 06حتى  0خرج عندما نستخدم من  06
تدريب  وثمحتى آخر طبقة ضمن النموذج  return sequence=trueلنمط من ا LSTMبما أننا قمنا بتصميم نموذج 

 النموذج. في نياية عممية التدريب يتم تعديل الأوزان والتنبؤ بقيم بيانات الاختبار والتدريب بصورة منفصمة.
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 RNN( القيم الحقيقية والقيم المتنبأ بيا خلال فترة الدراسة باستخدام 6الشكل )

 
لتدريب النموذج باستخدام الشبكة  dense layersفي المرحمة التالية تم بناء النموذج باستخدام الطبقات الكثيفة 

كما موضح  تم أيضاً ضبط البيانات لتناسب دخل الطبقة العصبية وتم الحصول عمى قيم التنبؤ التاليةو العصبية العميقة 
 :(7في الشكل )

 
 DNN( القيم الحقيقية والقيم المتنبأ بيا خلال فترة الدراسة باستخدام 7الشكل )
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 :ةمناقشالالنتائج و 
بإنشاء نماذج تنبؤية من أجل المزيد من الكيربائية  الطاقةاستخدام التقنيات الذكية من أجل تحميل البيانات لإدارة  يسمح

خدمات القدرة الكيربائية. سمحت ىذه الدراسة بالبحث في دقة نماذج الذكاء الاصطناعي وتعمم الآلة لمتنبؤ باستيلاك 
فقد  ،الكيربائية في مدينة اللاذقية. بخلاف العديد من الدراسات الأخرى والتي ركزت عمى المناطق السكنية فقط الطاقة
مبنى  أو مشفى ،بغض النظر عن مركز الاستيلاك )مصنعت ىذه الدراسة عمى الاستيلاك العام لمدينة اللاذقية ركز 

 سكني( والذي تم الحصول عميو من بيانات مراكز التوزيع الرئيسية في مدينة اللاذقية.
ى بيانات دقيقة للاستيلاك يسمح التصميم الدقيق لممقاييس الذكية بالإضافة إلى تقنيات جمع البيانات بالحصول عم

اعتماد  إلا أننا استنتجنا أن ،تم اعتماد العديد من الطرق لتقسيم البيانات إلى بيانات اختبار وبيانات تدريب ،الكيربائي
طريقة التقسيم المتتالي القائم عمى الوقت ليا القدرة عمى العمل بصورة أعمى دقة بالنسبة لمبيانات ذات العينات 

مجموعة ليمكن لنا أخذ عينات  ،العشوائية. وبالنسبة لحالات انخفاض تنظيم البيانات الساعية لاستيلاك القدرة الكيربائية
 بالمئة من البيانات عمى سبيل المثال كعينات تدريب واختبار. 02البيانات بالنسبة لمزمن وأخذ من 

بسبب عشوائية البيانات الخاصة بالاستيلاك تبين لنا أن استخدام البيانات عمى أساس يومي يمكن لو أن يعطي نتائج 
من أجل تخفيف ية حيث وجدنا أن تحويل البيانات بيذه الطريقة يتمتع بالفعال ،تنبؤية اكثر دقة من البيانات الساعية

عمى تدريب النموذج بعد تعديل الأوزان مع الأخذ بعين  LSTMتعتمد شبكات العشوائية في الاستيلاك الساعي.  تأثير
عمى تعديل  DNN. في حين تعتمد شبكات long-term historical dataالاعتبار البيانات السابقة لمذاكرة الطويمة 

 توابع التفعيل بين الدخل والخرج اعتماداً عمى انحيازات الشبكة العصبية. باستخدامالأوزان 
تعطي خرجاً ومخططاً  RNNالخرجين متقاربين تقريباً. إلا أن شبكات  نلاحظ أن 7و 6د مقارنة النتائج في الشكمين عن

ذرى  DNNحين أعطت شبكات أكثر فاعمية عند القيم الصغرى لمذرى العميا وخصوصاً عند قيم نقاط الذرى الدنيا. في 
قيم مخطط أكثر دقة وفعالية حتى عند الانحرافات أعطت  LSTMبالنسبة ل صغرى أقل مما يجب أن تكون عميو. 

 العظمى والدنيا.
فإنيا تقوم بعممية التدريب  ،بعين الاعتبارالبيانات السابقة  أخذيعتمد بصورة رئيسية عمى  LSTMبما أن تصميم 

الخطأ كجزء رئيسي من عممية التدريب  DNNيمكن أن تجعل شبكات  ،خلال عممية التدريب بصورة أكثر فعالية. لذلك
نموذجاً  أن نموذج قاعدة البيانات يسمك كماوالتي تجعل النموذج أكثر استقراراً في ىذه الحالة.  LSTMبخلاف شبكات 

كما أن دقة شبكات  مكن بدقة ملاحظة مخطط تنبؤ الخرجالتمييز بين الطريقتين ي(، فإنو عند 3محددا )كما في الشكل 
LSTM  من الصعب الحصول عمى النموذج(.يمكن الحصول عميو عندما تكون البيانات أكثر عشوائية(  

يسمح حيث  ،نموذجي الشبكتين العصبيتين من ( أخطاء التدريب والاختبار عند استخدام كلاً 9)( و8يوضح الشكمين )
خطأ التدريب بتحديد عدد الدورات الأعظمي واللازم من أجل تدريب الشبكة بصورة صحيحة وبالتالي تخفيض الاسياب 

لدرجة كبيرة بعد  قد انخفض خطأ التدريب ( أن8من الشكل )الزمني اللازم من أجل إنياء تمك العممية. كما نلاحظ 
 .()وىي تمثل مجال مناسب لمحصول عمى الدقة المقبولة الدورة الخامسة

من ناحية أخرى نلاحظ أيضاً انخفاض خطأ التقييم والذي يتضمن قمماً حادة ناتجة عن تغيير نموذج البيانات 
 المستخدمة في عممية التدريب بالإضافة إلى وجود انقطاعات أو أخطاء ضمن البيانات.
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 RNNم باستخدام ( خطأ التدريب والتقيي2الشكل )

 
 DNN( خطأ التدريب والتقييم باستخدام 9الشكل )

فإننا نلاحظ ارتفاع خطأي التقييم والاختبار  ،المستخدمة DNNلشبكة كذلك ومن خلال تتبع خطأ التدريب والتقييم 
ضمن ىذه الشبكة بالإضافة إلى تعرض الشبكة لبعض الصعوبات في عمميات التقييم وىو ما يعود بصورة سمبية عمى 

 .RNNىذه الشبكة مقارنة مع الشبكة من النمط 
 دقة النظام المدروس.يمعب انخفاض كمية البيانات المدروسة وعشوائيتيا دوراً كبيراً في انخفاض 

 
 الاستنتاجات والتوصيات:

إحدى التقنيات الحديثة التي تسمح بعمميات التنبؤ والتحكم تعتبر تقنيات الذكاء الصنعي عمى اختلاف أنواعيا ونماذجيا 
بؤ في النظم المختمفة، ولعل نظم الطاقة الكيربائية واحدة من أىم ىذه النظم. اعتمدت تقنيات مختمفة من أجل التن

مثل تقنيات التصنيف كمصنف الجار الأقرب ومصنف متجو شعاع الدعم. تقنيات أخرى والتحكم بالطاقة الكيربائية 
 ذات التمرير الأمامي أو الشبكات العميقة أو الشبكات التكرارية.استخدمت الشبكات العصبية 

سمح استخدام الشبكات التكرارية بتحقيق نسبة تنبؤ عالية لاستيلاك الطاقة الكيربائية في مدينة اللاذقية بحيث يمكن 
لخدمة جميع المرافق مما يسمح بتوفير فائض في الطاقة الكيربائية بالإضافة إلى تحديد الاستيلاك الاصغري المطموب 
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ة آلية عن طريق استخدام النموذج المقترح لتحديد تقريبي لعدد ساعات إمكانية النظام لمتحكم بعمميات التقنين بصور 
 وتعديل أوقاتيا بصورة آلية.التقنين وفقاً لمقيمة المتنبأ بيا 

عن طريق المبدلات والقواطع بحيث يتم تحديد المواقع التي يتم يمكن ربط خرج ىذا النظام مستقبلًا بأي نظام تحكمي 
إمكانية توصيمو مستقبمياً عمى شكل بنية شبكية قابمة لمتنبؤ والتحكم عمى كامل بالإضافة إلى  تزويدىا بالطاقة الكيربائية

 أراضي الجميورية العربية السورية.
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