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 ممخّص  
 

 التتاليالتقيقر أو و  (Classification) لقد أظيرت طرائق تجميع النماذج في مجالي التصنيف
(Regression) تفوقيا عمى الطرائق الأخرى نظرياً وعممياً. والـBoosting   ىي إحدى ىذه الطرائق التي أثبتت

 Boostingلقد قمنا في ىذا البحث باستخدام الخوارزمية  فعاليتيا و مقدرتيا عمى تحسين نتائج أي خوارزمية تعميمية.
عمى الاعتماد بخطوة زمنية واحدة ب زمنيةاللسلاسل الك في مجال تنبؤ مع الشبكات العصبونية الصنعية التكرارية وذ

ثم قورنت النتائج التي  معروفة بتطبيقاتيا الواسعة في مجالات عديدة.. ىذه السلاسل مجموعة اختبار كل سمسمة زمنية
 دام خوارزميات أخرى.أفضل النتائج التي تم الحصول عمييا باستخبتم الحصول عمييا باستخدام الخوارزمية المطروحة 

و أن تجميع نتائج عدة شبكات  السلاسل الزمنية أظيرت ىذه النتائج مقدرة الشبكات العصبونية الصنعية عمى تنبؤو 
 أكثر استقراراً من النتائج التي نحصل عمييا باستخدام شبكة عصبونية واحدة. نتائج يعطي Boostingباستخدام الـ
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  ABSTRACT    

 
Ensemble methods used for classification and regression have shown that they are 

superior than other methods, theoretically and empirically. Boosting is one of these 

methods which is a powerful tool for improving the performance of any learning 

algorithm. In this research, we have used Boosting algorithm with Recurrent Neural 

Networks in Regression context to predict time series on single-step ahead depending on 

each test set of time series. These series are known by its wide applications in many fields. 

Then, the final results by using Boosting algorithm have been compared with the best 

obtained results by using other algorithms. These results have also shown the ability of 

Artificial Neural Networks (ANNs) in predicting time series. Also combination results of 

many ANNs by using Boosting algorithm give more stability than results that obtained by 

using single neural  network. 
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 :مقدمة
كالطب، المال،  مسلاسل الزمنية لو العديد من التطبيقات اليامة في مجالات كثيرةالتنبؤ بالقيم المستقبمية ل

 وذلكفي حدوثو،  حدث غير مرغوب وقوع منع ىوأحد ىذه التطبيقات  وغيرىا. ،الإحصاء السوق، الطقس، اليندسة،
 فيوحدث غير مرغوب بتنبؤ التطبيق آخر في و  )كالتنبؤ بمنتج نريد بيعو في الأسواق( قبل وقوعومن خلال التنبّؤ بو 

تشكيل السمسمة الزمنية يكون عادةً الخطوة الأولى إن  .(كالعواصف) ولكن يمكن تقميل تأثيره ،من المستحيل تجنبوو 
و تنبؤ ى التنبؤ الأكثر شيوعاً  عمى القيم الماضية لمسمسمة الزمنية.الاعتماد لمتنبؤ الذي سيزود تخميناً لمقيم المستقبمية ب

ˆ)1(تقبمية بخطوة زمنية واحدة القيم المس tx :والذي يعطى بالشكل 
 (5)                                          )...)2(),1(),(ˆ()1(ˆ  txtxtxftx 

RRfحيث  n :  1,()2(...,(يستخدم القيمة الحالية(()(ˆ  txtxftx كدخل. لمسمسمة الزمنية 
 و

lttttx ,,1
)( من أجل  ىي بيانات السمسمة الزمنيةlt 0 . 

ومن ىنا جاءت  ،[1]السلاسل الزمنية نجاحاً كبيراً في مجال تنبؤ (ANNs) لقد أظيرت الشبكات العصبونية الصنعية
و  لمرونتياراً بشكل خاص نظ عمى الشبكات العصبونية الصنعية التكرارية الاعتمادفي بحثنا و  استخداميا إلىالحاجة 

  في تنبؤ السلاسل الزمنية.موثوقيتيا 
 

  أىمية البحث وأىدافو:

وتطبيقيا في مجال تنبؤ السلاسل الزمنية.  Boosting [2]اليدف من البحث ىو استخدام خوارزمية تدعى 
التي صبونية الصنعية وتم أيضاً استخدام الشبكات الع ىذه الخوارزمية التي أثبتت فعاليتيا في حل مشاكل من ىذا النوع.

كونو يفتح المجال في تكمن أىمية ىذا البحث و  مع ىذه الخوارزمية.من تطبيقات الذكاء الصنعي  اً ىامّ  اً تعتبر تطبيق
 .وتطويرىا واسعاً أمام استخدام تقنيات الذكاء الصنعي

 
 ق البحث ومواده:ائطر 

استخدام الشبكات العصبونية ب متخصص Yanns محاكاة يدعى برنامجقمنا في ىذا البحث باستخدام 
و قمنا  ،ضمن ىذا البرنامج ++Cالمبرمجة بمغة  Boostingتم إضافة خوارزمية قد و  ،الصنعية و خوارزميات تدريبيا

 - ج خاص بالشبكة العصبونية الصنعية يحدد فيو بنية الشبكة العصبونية المستخدمة )ذات تغذية أماميةبإنشاء برنام
وما ىي  ،في كل طبقة و طريقة الربط بين ىذه العصبوناتوعدد العصبونات الصنعية المستخدمة أو غيرىا(  - تكرارية

 .المستخدمة السلاسل الزمنيةتحوي بيانات مع ممفات  وربطتم و  ،خوارزمية التعميم المستخدمة عمى ىذه الشبكة
 
 
 
 
 

 المناقشة:النتائج و 
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 :Recurrent Neural Networks (RNNs)   الشبكات العصبونية التكرارية -
ىي تراكيب حسابية مرنة وسيمة وقابمة لمتطبيق عمى طيف واسع من  RNNsالشبكات العصبونية التكرارية 

الأمر الذي يجعميا أكثر مرونة في مجال تنبؤ  وجود اتصالات تغذية راجعة.يتميز ىذا النوع من الشبكات ب المشاكل،
 العصبونية ذات التغذية الأمامية. متفوقة بذلك عمى الشبكات ،السلاسل الزمنية

 
 :تدريب الشبكات العصبونية التكرارية -

 الخمفي خلال الزمن الانتشارتدرب الشبكات العصبونية التكرارية في معظم الحالات باستخدام خوارزمية 
Back Propagation Through Time (BPTT )الخمفي القياسية الانتشارىي امتداد لخوارزمية  التي 

(BP)Back Propagation . تكمن الفكرة الأساسية لخوارزميةBPTT  إلىفي تحويل الشبكة العصبونية التكرارية 
حيث يقابل كل خطوة زمنية في  ،(5شكل)الطبقة  Lمكونة من  ذات تغذية أمامية شبكة عصبونية متعددة الطبقات

ة التغذية )عدد الطبقات يساوي عدد الخطوات الشبكة العصبونية التكرارية طبقة إضافية في الشبكة العصبونية أمامي
في تدريب  BPTT لتوضيح عمل خوارزمية [3] المولدة عمى الشبكة BPفي نياية الإجراء تطبق خوارزمية  .الزمنية(

نفرض .ltو  1tالشبكات العصبونية التكرارية بين المحظتين 
if  ىو تابع التفعيل لمعصبونi  و)(tsi

خرج ىذا  
, tالعصبون في المحظة  ijw ىو الوصمة القادمة من العصبون j،  ن جميع النسخ لكل وزن إحيثijw  في الشبكة

tsi)(ىي القيمة التي يزود بيا العصبون من الخارج. يعطى  txi)(المولدة المكافئة يجب أن يبقى نفسو.
وفق  

 الخوارزمية بالعلاقة:
 (1)             Ni ,.......1 ;       txtnetfts iii  1    
 (3 )                      




)(

)1()1()1(
ipredj

ji tstwijtnet 

)1( حيث: tnet i
 .1t الزمنية المحظة في iالعصبون دخل ىو 

                                            
 
 
 
 
 
 
 
 
 
 
 
 

 بكة عصبونية تكراريةش            شبكة عصبونية أمامية التغذية مكافئة          
 شبكة متعددة الطبقات ذات تغذية أمامية مكافئة إلى ( تحويل الشبكة العصبونية التكرارية 5) الشكل

 الزمنيتين بالعلاقة الآتية: يعطى الخطأ الكمي بين المحظتين
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(4                                                      )2))()((
2

1

1

tstd i

t

tt Ai

i

l


 

 =),( 1 lttE   

 .tىي مجموعة العصبونات التي تممك خرجاُ مرغوباً في المحظة الزمنية  Aحيث 

(5                                    )lttt 1     وAi       
i

l

net

ttE



 ),( 1)(ti       

 بالشكل الآتي: BPعمى معادلات خوارزمية  الاعتمادب BPTTومنو نحصل عمى معادلات خوارزمية 
                   

ltt  :       ))()())((( tdtstnetf iii  
(6       )lttt 1 :    ])1())()())[((( 




Ak

kikiii twtdtstnetf           

 :الآتيتعدل الأوزان ك BPعندما تنجز الحسابات في معادلة 

(7)                                         



lt

tt

ji tst
11

)1()(  =  
wij

ttE
w l

ij





),( 1   

 ادلة تغيير الأوزانمعدل التعمم المستخدم في مع ىو   [0,1]مع العمم أن 
 

 :Boosting (Boosting Algorithm) خوارزمية
في مشكمة قيمة خطأ أصغرية ة وذلك لمحصول عمى يىي طريقة فعالة لتحسين نتائج الخوارزميات التعميم

 :عمى خوارزميةال ىذهتعتمد و  ،(التصنيف مشاكل) ومعدلات خطأ أخفض في )مشاكل التتالي( التنبؤ
تنتج  2Dكل مجموعة جزئية مثل ،عدد من المجموعات الجزئيةإلى  Dة يات الأصميتقسيم مجموعة المعط .1

)الأمثمة التي تممك  وذلك عن طريق اختيار الأمثمة المصنفة بشكل سيئ 1Dعن المجموعة الجزئية التي تسبقيا مثل 
 (أو غيرها BPأو الـ  BPTT)الـ ( مثلLبإحدى خوارزميات التعميم ) 2Dثم تدرب المجموعة الخطأ الأكبر(. ومن

مجموعة  عمى وبالتالي يتم في نياية المرحمة الأولى الحصول مرة. N( وتكرر ىذه العممية2hلمحصول عمى نتيجة )
النتائج Nihi ,...,1:  المقابمة لممجموعات الجزئية NiDi ,...,1: . 

بحسب المشكمة المطروحة كما يوضحو  iDالناتجة عن تدريب المجموعات الجزئية ihتجميع المخرجات .1
 (:1الشكل)

 
 

)(ti 



 في التنبؤ لمعالجة البيانات التسمسمية Boostingتطبيقات خوارزمية 
 حسن، أسعد، اسماعيل              باستخدام الشبكات العصبونية التكرارية

561 

 باستخدام ىذه الخوارزمية في مجال التتالي لذلك سنقوم بشرح خطوات ىذه الخوارزمية بشكل وبما أن دراستنا تتعمق
 مفصل.

 
 :في مشاكل التتالي Boosting خوارزمية الـ -

تطبيقيا  إلىفي الحصول عمى نتائج دقيقة في  مشاكل التصنيف قاد Boosting إن نجاح تطبيق خوارزمية الـ 
 Freundتي اقترحيا ال R.AdaBoostبتعديل خوارزمية  Drucker [2]قام ، إذ قلفي مشاكل التتالي ولكن بشكل أ

and Schapire [4]  استخدم  اً تربيعية( وأخير  )خطية، أسية،  زود الخوارزمية بثلاثة توابع كمفةلحل مشاكل التتالي، و
 : [5] لنقاط الآتيةيمكن تمخيص  ىذه الخوارزمية با ( لتجميع النتائج.Weighted median) الوسيط الموزون

 المدخلات .1
  أمثمة التدريب),(),...,,(),,( 2211 qq yxyxyx من مجموعة التدريبDحيث الخرجRyq  وqx  مدخمة من

X, Qqالفضاء   .عدد أمثمة التدريب :1,...,

 خوارزمية تعميم. 

   عدد صحيحN يحدد عدد الدورات. 
 (الابتدائيةالقيم  التمييد )إعطاء .1
  1نضعN )الدورة(. 

 QqDn /1)(  إعطاء كافة الأمثمة أوزاناً متساوية. 

 0إعطاء تابع الخطأ القيمة صفرn. 

Nnأو  5.0nطالما  التكرار  .3  
  استدعاء خوارزمية التعميم وتزويدىا بمجموعة التدريب

nD 

  إنشاء نموذج تتاليYxhn )( 

  حساب تابع الكمفة لكل مثال تدريب كالتالي
qq

n

qn yxyqL  )()(
)( 

  حساب تابع الكمفة)(qLn
 ]1,0[التي تعطي قيماً ضمن المجال  لكل مثال تدريب وفقاً لتوابع الكمفة الآتية 

 تابع الكمفة الخطي: -5 
n

qq

n

q

n
S

yxy
qL




)(
)(

)(

 

 تابع الكمفة التربيعي: -1 
2

2

)( )(
)(

n

qq

n

q

n
S

yxy
qL


     

 تابع الكمفة الأسي: -3 












 


n

qq

n

q

n
s

yxy
qL

)(
exp1)(

)(

 

حيث  
qq

n

qn yxyS  )(max Qqو   )( ,...,2,1  
  حساب الخطأ كالآتي




Q

q

nnn qDqL
1

)()(  حيث)(qDn
 nخلال الدورة  qوزن المثال  

   إيجاد درجة الثقة لمشبكة بالعلاقة
nnn  /)1(  

  الأوزان تعديل قيم
nD  بحسب العلاقة

n

qL

nn

n
Z

qD
qD

n ))(1(

1

)(
)(



 
 
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حيث  
nZ ىو عامل معايرة ( (Normalized constant مجموع الأوزانيمثل 

 زيادة عدد الدوراتn 1 بمقدار واحد أي nn 

 :شبكة باستخدام علاقة الوسيط الموزون N ـلاتي تمثل تجميع النتائج النتيجة النيائية ال .4









  
 yhn n

nnf

n

Yyh
:

log
2

1
log:inf   

 
 (Time Series Prediction)تنبؤ السلاسل الزمنية  -

استخدمت الشبكات العصبونية بشكل واسع في تنبؤ السلاسل الزمنية. وفي مجالات عديدة منيا الاقتصاد )تنبؤ 
الظواىر الطبيعية  ،الطب )التنبؤ بحدوث مرض ما(، الإحصاء)التنبؤ بعدد الولادات الشيرية(، أسيم الأوراق المالية(

، تستخدم الشبكة العصبونية القيم السابقة لمسمسمة الزمنية ليتم التنبؤ بالقيم المستقبمية وغيرىا.البقع الشمسية(  –)الطقس 
البيانات المستقبمية )القيم المستقبمية  ىي خرجات ىذه الشبكةوم البيانات السابقة ىي مدخلات لمشبكة المستخدمة أنّ  إذ

مجموعة  -5 :مجموعتين إلىومن أجل تدريب الشبكة العصبونية يتم تقسيم بيانات السمسمة الزمنية  المتنبأ بيا(.
 BPتدرب الشبكة بشكل مباشر )بالخوارزمية  إذ .(Test Set) الاختبارمجموعة  -1 ،(Learning Set) التدريب

 Boostingالـخوارزمية  تم اختبارو  مثلًا( عمى مجموعة التدريب وتقاس مقدرتيا عمى التنبؤ عمى مجموعة الاختبار.
)سلاسل طبيعية و سلاسل صنعية( ىذه السلاسل معروفة و  بنوعيافي عممنا عمى عدد من السلاسل الزمنية المختمفة 

 سمسمةو ( Mackey-Glass) سلاسلو ، (Sunspots)شمسيةسمسمة البقع الكمستخدمة في مجالات تطبيقية مختمفة، 
(Hénonوالسمسمة الميزرية ) (Laser.) وكخطوة من خطوات ىذه الخوارزمية تم استخدام شبكة عصبونية تكرارية 

واحد، طبقة الخرج مؤلفة من عصبون واحد، طبقة  طبقة الدخل مؤلفة من عصبون :مؤلفة من ثلاث طبقات (3الشكل)
نحياز متصل االعصبونات وفقاً لمسمسمة الزمنية المستخدمة، وعصبون مخفية تكرارية بشكل كامل ومؤلفة من عدد من 

 (NMSE)المعياري وقد تم حساب متوسط مربع الخطأ  مع جميع العصبونات باستثناء عصبون الدخل.
Normalized Mean Square Error لكل سمسمة من السلاسل السابقة باستخدام الوسيط الموزون (Weighted 

Median).و تم اختبار جميع السلاسل الزمنية المدروسة من أجل التنبؤ بخطوة زمنية واحدة . 

 
 ( شبكة عصبونية تكرارية بثلاث طبقات3) الشكل

 
 سمسمة البقع الشمسية

 5979وحتى عام  5711رتبطة بنشاط الحقل المغناطيسي لمشمس من عام ىي سمسمة طبيعية تمثل البقع المظممة الم
 :(4)الشكل مجموعتين إلى [6] تقسم بيانات ىذه السمسمة سنة. 55أو  51يلاحظ ظيور ىذه البقع بشكل كبير كل  إذ
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 .5911و 5711تحتوي عمى القيم المحصورة بين عامي  مجموعة التدريب: -5
 .5979و  5915م المحصورة بين العامين تحتوي عمى القي مجموعة الاختبار: -1

 :مجموعتينإلى  الاختبارو تجزأ مجموعة 
 .( Test1)مجموعة اختبار أولى 5955-5915من عام  - 
 . Test1( و تعد أكثر صعوبة في التنبؤ من المجموعة  Test2)مجموعة اختبار ثانية5956-5979 - 
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 )مجموعة التدريب & مجموعة الإختبار( Sunspotsلزمنية السمسمة ا (4الشكل )

 
 ختبار الأولى باستخدام شبكة عصبونية مؤلفة من ثلاث طبقاتعمى مجموعة الا Boosting وقد تم اختبار الخوارزمية

 اً عصبون 51طبقة مخفية واحدة تحوي و  طبقة خرج مؤلفة من عصبون واحد و دخل مؤلفة من عصبون واحد )طبقة
 .بعضيا ببعض بشكل تكراري(يتصل 
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 Boostingمع  الشبكة العصبونية المستخدمة ت بياأبّ تي تنمقارنة السمسمة ال (5) الشكل

 لسمسمة البقع الشمسية Test1 مع القيم الأصمية عمى
 

عمى رة في معظم النقاط عمى إعطاء نتائج دقيقة ومستق Boostingمدى قدرة الخوارزمية  (5) الشكلويوضح 
لسمسة البقع الشمسية. كما تمت مقارنة نتائجنا مع أفضل النتائج التي تم الحصول عمييا باستخدام  Test1 المجموعة

 .(5) جدول أخرى خوارزميات
 

 المطروحة مع نتائج خوارزميات أخرى Boosting( مقارنة نتائج الخوارزمية 5) جدول

Sunspots 
 أفضل نتيجة ةالخوارزمية المستخدم

Boosting 0.046 
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Boosting(المعدلة)[3] 0.080 

BPTT[7] 0.084 

تعطي نتائج أكثر دقة من النتائج التي تم الحصول عمييا  في ىذا البحث ( أن الخوارزمية المستخدمة5) يبين الجدول
 عمى الترتيب.  BPTTو المعدلة Boostingباستخدام خوارزميتي 

 
 Mackey-Glassسلاسل 

سلاسل أساسية من أجل تقدير قيم التنبؤات في مجالات  وىي  Mackey&Glass [8]ىي عبارة عن سلاسل صنعية
 متعددة و بشكل أساسي الأنظمة التي تعتمد عمى الشبكات العصبونية الصنعية. و تولد ىذه السمسة باستخدام المعادلة:

)(1

)(.2.0
)(.1.0

10 








tx

tx
tx

dt

dx 

ويتم بناء  عمى الترتيب. MG17، MG30 ليا و تسمى السلاسل الموافقة 31و  57القيمتين  حيث يأخذ المتغير
)(9.0المعطيات في ىذه السمسمة غالباً مع شروط ابتدائية  tx من أجل t0.  تحتوي ىذه السمسمة بشكل عام

التجارب  .قيمة التالية تستخدم من أجل الاختبار 511و الـ  جل التدريبقيمة تستخدم من أ 511أول  قيمة. 611 من
( قد نفذت باستخدام شبكة عصبونية مؤلفة من ثلاث 7) الشكل MG30( و6) الشكل MG17التي أجريت عمى 

مخفية مؤلفة من سبعة  بقةطو  طبقة خرج مؤلفة من عصبون واحدو  )طبقة دخل مؤلفة من عصبون واحد طبقات
 تكرارية بشكل كامل(.عصبونات 
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  17=من أجل Mackey-Glass( سمسمة 6) شكل
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 30=من أجل  Mackey-Glass( سمسمة 7) شكل
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القيم الأصمية ب Boostingشبكة العصبونية المستخدمة مع مقارنة السمسمة المتنبأ بيا من قبل ال (،9) وضح الشكليو 
 .يبين أن قيمة الخطأ صغيرة جداً  إذ ،MG17 لسمسة
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 Boostingمقارنة نتائج الشبكة العصبونية المستخدمة مع  (9) الشكل

 MG17ختبار لسمسمة القيم في مجموعة الاب

 
 كما ىو MG17أخرى وذلك مع السمسمة  خوارزمياتج التي تم الحصول عمييا باستخدام النتائبوتمت مقارنة نتائجنا 

 (1) موضح في الجدول
 خوارزميات أخرى بنتائج( يوضح مقارنة نتائج الخوارزمية المطروحة 1) جدول

MG17 

 أفضل نتيجة الخوارزمية المستخدمة

Boosting 0.000052 

Boosting(المعدلة)[3] 0.00016 

BPTT[7] 0.00099 

 
تحسين واضح في النتائج كما نرى بالمقارنة مع الخوارزمية  قدم Boosting( أن استخدام الخوارزمية 1) يبين الجدول 

BPTT  .تمت المقارنة مع السمسمة  نفسيا الطريقةبو  في الجدول السابقMG30 (51الشكل). 
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 Boostingشبكة العصبونية المستخدمة مع مقارنة نتائج ال (51) الشكل

 MG30لسمسمة  الاختبارالقيم في مجموعة ب
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النتائج التي تم الحصول عمييا باستخدام ب Boosting التي حصمنا عمييا باستخدام خوارزميةتمت مقارنة نتائجنا 
 (3) جدول MG30أخرى وذلك مع السمسمة  خوارزميات

 
 خوارزميات أخرى نتائجرزمية المطروحة مع نتائج الخوا مقارنةيوضح ( 3) جدول

MG30 

 أفضل نتيجة الخوارزمية المستخدمة

Boosting 0.00074 

Boosting(المعدلة)[3] 0.00045 

BPTT[7] 0.013 

 
 خوارزمية و المعدلة Boosting( أن أفضل النتائج التي تم الحصول عمييا ىو باستخدام خوارزمية 3) يبين الجدول

Boosting الـبلمستخدمة في بحثنا مقارنة ا BPTT ذلك مع سمسمةو MG30 وىذا ما يؤكد بأن خوارزمية .
 .واضحة ودائمة بتحسين النتائجاستقرارية  تعطي Boostingالـ
 

 Hénonسمسمة 
 عن طريق المعادلة: Hénon [9] قبلمن  Hénon عرفت سمسمة

)2(3.0)1(4.10.1)( 2  txtxtx  
 5511مؤلفة من  مجموعة اختبار - قيمة 5111مجموعة تعميم مؤلفة من  -اء: ثلاثة أجز  إلىوقسمت ىذه السمسمة 

شبكة عصبونية مؤلفة  أجريت تجارب عمى ىذه السمسمة باستخدام إذ ،قيمة 5511مجموعة توقف مؤلفة من  - قيمة
في عصبونات  5عمى الترتيب و الخرجتي الدخل و في طبق واحد عصبون خرج ،واحد )عصبون دخل عصبونات 7من 

 قيمة كما في الشكل 551ولإيضاح الشكل تم عرض ىذه السمسمة فقط من أجل  الطبقة المخفية تكرارية بشكل كامل(
(55.) 
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 Hénon الزمنية ( السمسمة55) شكل

 
لإظيار  وذلك الاختبارفي مجموعة  5511قيمة من أصل  511وىي أول  الاختبارتم أخذ جزء من مجموعة  إذ

مع  Boosting( مقارنة لمخرج الذي تم الحصول عميو باستخدام الخوارزمية 51) يبين الشكلو  المقارنة بشكل واضح.

 .Hénonلسمسمة  الاختبارالقيم الأصمية في مجموعة و  الشبكة التكرارية المستخدمة
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 Hénon بار لسمسمةع القيم في مجموعة الاختمة ممقارنة نتائج الشبكة المستخد (51) الشكل

 
ذلك مع و  نو ن آخر و باحث يادرس أخرى خوارزمياتكما تمت مقارنة نتائجنا مع النتائج التي تم الحصول عمييا باستخدام 

 .(4) موضح في الجدول كما ىو Hénon سمسمة
 

 ( مقارنة نتائج الخوارزمية المطروحة مع نتائج خوارزميات أخرى4) جدول

Hénon 

 أفضل نتيجة الخوارزمية المستخدمة
Boosting 0.006 

Boosting(المعدلة)[3] 0.003 

BPTT[7] 0.059 

 
 المستخدمة في بحثنا أو خوارزمية Boostingالخوارزمية أن ب( 4) لجدولتبين النتائج التي تم الحصول عمييا با

Boosting التي تم الحصول عمييا مع دائماً تعطي نتائج محسنة مقارنة بالنتيجة المعدلة BPTT. 
 
 
 

 :(Laser) السمسمة الميزرية
وىي واحدة من  .NH3-FIRفي الميزر  الاضطرابيىي سمسمة تقيس كثافة النبض  [10]الميزرية السمسمة  

 The Santa Fe Institute Series Prediction and)السلاسل المستخدمة في مكونات معيد سانتا في العالمي

Analysis Competition) الفيزياء،  :التي قدّميا ىذا المعيد في عدة مجالات منيااستخدمت ىذه السمسمة  لقد
لتشكيل ىذه  (Lorenz equation)تم استخدام معادلات لورنز وقد  وغيرىا. الموسيقا، البورصات المالية، ،البيولوجيا
 السمسمة:

bzxy
dt

dz
yrxxz

dt

dx
yx

dt

dx
 ,, 

 في ىذه المعادلات. 10، 28r ،3/8b تستخدم القيم غالباً ما
اعتمدنا في عممنا إذ  قيمة التالية، 511قيمة من قيم السمسمة و من ثم قدرت النتائج عمى الـ 5111تم استخدام أول 

وقد  .الاختبارنقطة التالية في مجموعة  511الـو  نقطة في مجموعة التدريب 911 وقد استخدمت: عمى ىذه المعطيات
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 )عصبون واحد في طبقة الدخل، عصبون واحد في طبقة الخرج استخدمنا شبكة عصبونية مؤلفة من ثلاث طبقات
 يبين قيم السمسمة الزمنية المدروسة. (53) والشكل عصبونات في الطبقة المخفية تكرارية بشكل كامل(. سبعةو 
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 يبين قيم السمسمة الميزرية (53) شكل

 
القيم في ب Boostingمع  بيا من قبل الشبكة العصبونية المستخدمةالتي تنبّأت السمسمة  مقارنة (،54) الشكلضح و يو 

 .للسلسلة الليزرية الاختبارمجموعة 
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 م مجموعة الاختبار لمسمسمة الميزريةمقارنة نتائج الشبكة المستخدمة مع قي (54) الشكل

 
 

 .(5) كما يوضح الجدولأخرى  خوارزمياتالنتائج التي تم الحصول عمييا باستخدام بتمت مقارنة نتائجنا 
 

 أخرىنتائج خوارزميات ب Boostingباستخدام  ( يوضح مقارنة بين النتائج التي تم الحصول عمييا5) جدول

Laser 

ل نتيجةأفض الخوارزمية المستخدمة  

Boosting 0.00513 

Boosting(المعدلة)[8] 0.0038 

BPTT[9] 0.0079 

 
 .BPTTبـالمستخدمة والمعدلة فعاليتيا مقارنة  Boosting الـ اتومن جديد تظير خوارزميّ 
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 :لاستنتاجات و التوصياتا
 من خطوات الخوارزميةالشبكات العصبونية الصنعية التكرارية كخطوة تبين من خلال بحثنا بأن استخدام  

Boosting،  التي ىذه الخوارزمية و  كذلك وجدنا أن استخدام .في مجال تنبؤ السلاسل الزمنية استقراريةموثوقية و أعطى
نتائج أكثر دقة من النتائج التي يتم الحصول عمييا من شبكة عصبونية  ىىي إحدى طرائق تجميع النماذج أعط

كذلك  المجالات التطبيقية )كالتنبؤ بتدفق نير الفرات مثلًا(.وارزمية المطروحة في يمكن استخدام الخ إذ ،صنعية واحدة
استخدام الشبكات العصبونية الصنعية أيضاً  يمكنتعديل ىذه الخوارزمية من جية سرعة التنفيذ و العمل عمى يمكن 

 نتائج مقارنة ومن ثم ،الفعالة إحدى طرائق التجميعتعتبر  والتي Baggingأخرى كخوارزمية  التكرارية مع خوارزمية
 الأكثر فعالية. لاستنتاج الخوارزمية الخوارزميتين
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